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 Resumen  

El coeficiente de distribución (log DpH) en n-octanol/agua es un descriptor de la 

lipofilicidad de las moléculas, característica relevante en la química medicinal, toxicología y en 

otras áreas de la química. Este coeficiente, toma en cuenta la distribución de la molécula neutra e 

ionizada en cada fase; por lo que dependerá del coeficiente de partición del compuesto neutro (log 

PN), del coeficiente del compuesto ionizado (log PI) y de la constante de equilibrio ácida (pKa).  

Estos tres valores se pueden utilizar para calcular el coeficiente de distribución a cualquier pH de 

interés.  

Los modelos de Machine Learning (ML) se basan en el aprendizaje automático a partir de 

observaciones para luego realizar clasificación o predicción de otras observaciones. Son una de 

las herramientas in silico con más auge en los últimos años en la predicción de propiedades físicas 

y químicas, como lo es el log D. Existen gran cantidad de algoritmos de ML para la predicción del 

log D7.4, por ser el pH fisiológico.  

En este trabajo se utilizaron algoritmos de ML para predecir individualmente el coeficiente 

de partición del compuesto neutro (log PN), del coeficiente del compuesto ionizado (log PI) y de 

la constante de equilibrio ácida (pKa). Las predicciones individuales de las propiedades se 

sometieron validaciones cruzadas y externas para elegir el mejor modelo de predicción para cada 

una. En el caso de la predicción de log PI el algoritmo con mejor desempeño fue de Random Forest 

(RF); para log PN y pKa fue XGBoosting. Luego se integraron los tres y se obtuvieron predicciones 

del coeficiente de distribución (log DpH) a diferentes valores de pH para un set de prueba.  

Para el set de prueba se obtuvo un RMSE de 0.76 y de 0.96 para un set de validación externa 

unidades de log D. La evidencia obtenida sugiere que el desempeño del modelo propuesto es 

comparable y mejor en algunos casos que softwares de licencia consolidados en la predicción del 

log D.  
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 Justificación 

Un problema crítico en el desarrollo de drogas es la caracterización de las propiedades 

físicas que influyen directamente en la farmacocinética (PK).1 El porcentaje de aprobación por 

droga que entra a fase I es menor al 10%, la principal razón de fracaso es la eficacia de la droga, 

que incluye razones PK’s.2 Se estima que el costo de llevar una droga al mercado ha aumentado 

en un 150% y un 75% de los costos corresponde a los fracasos en su desarrollo. Los modelos in 

silico son una herramienta poderosa para la reducción en gasto y tiempo en la predicción de 

propiedades físicas.3 La relevancia de la lipofilicidad en ADMET (Absorción- Distribución- 

Metabolismo- Excreción-Toxicidad) de las drogas es conocida desde el siglo pasado.4  

Para describir la lipofilicidad se utiliza la partición del compuesto entre n-octanol y agua. 

El log PN corresponde al logaritmo de la partición de la molécula neutra. El log DpH, llamado 

coeficiente de distribución, toma en cuenta la partición tanto de la molécula neutra como ionizada, 

por lo tanto, va a variar con el pH de la fase acuosa para las moléculas que tengan grupos 

ionizables. 5  

Existe una plétora de métodos computacionales para la predicción de log PN y log DpH; 

todos con ventajas y desventajas.4 Una de las herramientas poderosas para la predicción de 

propiedades físicas y químicas es la Inteligencia Artificial (AI) a través de algoritmos de Machine 

Learning (ML).1,6 Una de las desventajas principales de los métodos actuales es que predicen 

únicamente el coeficiente de distribución al pH fisiológico (7.4). Sin embargo, a lo largo del tracto 

gastrointestinal, donde se da el proceso de absorción de la mayoría de fármacos, el pH puede variar 

en el rango 1.7-8.0.7 La principal motivación de este trabajo es poder predecir efectivamente el 

coeficiente de partición a cualquier pH.  
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 Objetivos 

 

Los objetivos del presente trabajo son los siguientes:  

 

General: 

Crear un modelo con algoritmos de Machine Learning para la predicción del coeficiente de 

distribución de moléculas neutras, monopróticas y/o monobásicas a cualquier condición de pH. 

 

Específicos: 

1. Generar descriptores estructurales, topológicos y electrostáticos para bases de datos que 

incluye moléculas neutras y monocargadas. 

2. Elaborar modelos basados en algoritmos de Machine Learning para la predicción del 

coeficiente de partición de moléculas neutras (log PN) e ionizadas (log PI), y pKa. 

3. Integrar los modelos de predicción de log PN, log PI y pKa en uno de predicción de log DpH. 
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1. Introducción 

1.1. Machine Learning: Aprendizaje Automático  

1.1.1. Aspectos generales 

 

Machine Learning (ML) es un campo de estudio que utiliza algoritmos computacionales 

para transformar datos empíricos en modelos con utilidad.8 El aprendizaje automático (traducción 

de ML) es una rama de la Inteligencia Artificial (AI, por sus siglas in inglés) introducida en 1959 

por Arthur Samuel. 9 Este amplio término incluye algoritmos estadísticos que tienen la capacidad 

de predicción o decisión basados en la inferencia de los datos disponibles sin instrucciones 

específicas en el código. 10  Estos algoritmos tienen la propiedad de corregir con nuevos 

entrenamientos errores que el programa pueda cometer y así mejorar su rendimiento. 9 

La utilización de ML para resolver problemas relacionados con la química no es algo nuevo. 

Entre los primeros abordajes en la química se encuentran el reconocimiento de patrones 

moleculares. 10 Una de las investigaciones pioneras consistió en la predicción de la estructura 

secundaria de proteínas a partir de información previa de secuencias de aminoácidos de proteínas 

cuya estructura secundaria era conocida. 11 El uso de algoritmos de ML ha continuado su legado y 

llegado a tener resultados excelentes en la predicción de estructuras tridimensionales de proteínas 

recientemente. 12,13 El reciente auge del ML inició con el cambio de siglo y ha aumentado con las 

mejoras en el almacenamiento de datos, incremento del poder de procesamiento (aparición de 

GPU’s) y la continua optimización de algoritmos de ML (ejemplo Deep Learning). 14 

Los algoritmos de ML se pueden clasificar en dos clases principales: supervisados y no 

supervisados. 10 En el aprendizaje supervisado se tiene un set de datos de entrada, input, que cada 

observación tiene un vector, X, que está asociado a una respuesta conocida, Y, output. El proceso 

de aprendizaje buscar crear una función, Y = f(X), que pueda ser utilizada para obtener nuevos 

valores a partir de nuevos vectores X’ que se desconoce sus valores Y’. El aprendizaje no 

supervisado se utiliza cuando solo se cuenta con los datos del input y con ninguna variable de 

output. 6 En otras palabras los datos no cuentan con etiquetas, debido a esto es difícil evaluar el 

desempeño de estos modelos ya que no se cuenta con outputs con los que comparar. Los algoritmos 

más comunes de este tipo son los de agrupamiento y de reducción de dimensiones. 15 
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Con los algoritmos de ML se pueden realizar diversos tipos de tareas que se pueden 

principalmente clasificar de la siguiente manera:  

- Clasificación: busca asignar una categoría a cada observación.  

- Regresión: busca predecir un valor o valores para cada observación. 

- Ranqueo: busca ordenar las observaciones bajo un criterio.  

- Agrupamiento: busca agrupar las observaciones en subgrupos más homogéneos.  

- Reducción dimensional: busca transformar la representación inicial de las observaciones en 

una con menos dimensiones. 15 

 

1.2. Modelos de predicción 

1.2.1. Regresión lineal múltiple 

 

El modelo de regresión lineal es de los más simples y su comprensión es importante ya que 

brinda información importante para generar modelos más complejos. Este modelo busca una 

relación lineal entre una variable dependiente y un grupo de variables independientes. Si el modelo 

tiene solo una variable independiente, corresponde a un modelo de regresión lineal simple; si tiene 

dos o más, es un modelo de regresión lineal múltiple (MLR, por sus siglas en inglés). 9 Un modelo 

MLR genera predicciones �̂�, de una variable de interés 𝑦; como una función lineal de una matriz 

𝑋 de 𝑛, 𝑑 dimensiones, 𝑋 ∈  ℝ𝑛 ×𝑑. Donde 𝑛 corresponde al número de observaciones y 𝑑 a los 

descriptores. Se genera un vector 𝑤 que corresponde a los pesos que se le asignan a cada descriptor 

y un intercepto 𝑏. El vector 𝑤 se calcula de manera que se reduzca al mínimo la suma de las 

diferencias de cuadrados entre los valores de 𝑦 y los predichos �̂�. En la ecuación 1 se muestra la 

relación matemática de la regresión lineal múltiple. 10 

 

𝑦(𝑋) = 𝑋𝑤 + 𝑏 = [
𝑥1,1 …
… 𝑥𝑛,𝑑

] (𝑤1 … 𝑤𝑑) + 𝑏                                 [1] 

La regresión lineal múltiple también se puede representar como se muestra en la ecuación 

2.  
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𝑦(𝑥) = 𝑏 +  ∑ 𝑥𝑖𝑤𝑖

𝑑

𝑖=1

                                                           [2] 

                                    

A pesar de su aparente simplicidad, los modelos de MLR pueden proveer predicciones 

confiables y una fácil interpretación de como los inputs afectan el output del modelo. El método 

de minimización más famoso que se utiliza es el de los mínimos cuadrados 16 . El coste 

computacional de esta operación escala clásicamente a 𝑑3. 10 La expresión matemática se muestra 

en la ecuación 3.  

𝐿𝑆 =  ∑ (𝑦 − �̂�)2𝑑
𝑖=1                                                                    [3]                                                 

1.2.2. Bosques aleatorios 

 

La unidad básica de los bosques aleatorios son los árboles de decisión binaria, estos 

consisten en modelos que parten el conjunto de datos dando resultado a subgrupos. 9 Al tener 

varios de árboles de decisión, se generan “ramas” que corresponden a decisiones secuenciales, el 

final de cada rama termina en un set de nodos llamados “hojas”. En el caso de que el algoritmo se 

usado como regresión, las hojas representan valores numéricos y en clasificación corresponden a 

las etiquetas de cada una de las categorías. Este tipo de modelo es de aprendizaje supervisado, 

utiliza datos para genera las secuencias de árboles de decisión y posteriormente aplicarlos para 

generar predicciones. 10 En la Figura 1 se muestra gráficamente una secuencia de árboles de 

decisión para la regresión.  
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Figura 1. Representación gráfica de un modelo de regresión basado en árboles de decisión binaria. 

10 

La partición se hace de manera que la desviación estándar de los subgrupos sea 

minimizada. El proceso se repite hasta que se alcanzan las “hojas” del modelo. En las hojas del 

modelo pueden existir observaciones individuales o varias en la misma hoja; cuántas 

observaciones se encuentren en la misma hoja corresponde al tamaño de la hoja. Un modelo puede 

tener las hojas suficientes para tener una observación por hojas, pero esto resultaría en un modelo 

complicado y probablemente en un sobreajuste. 10  

El uso de solamente un árbol usualmente resulta en un desempeño pobre y mala exactitud. 

Para solucionar esto se pueden entrenar múltiples árboles y agregar los resultados. El método 

utilizado se llama “bagging”, en este se muestrea cierta parte del set de entrenamiento permitiendo 

observaciones duplicadas y omisiones. Cada uno de los subsets muestreados tiene el mismo 

tamaño y con cada uno se entrena un árbol simple, al ser un algoritmo rápido de entrenar es un 

perfecto candidato para utilizar el método de bagging. Posteriormente se promedian los resultados 

de cada uno de los árboles individuales y se obtiene un solo resultado. En la Figura 2 se representa 

gráficamente el proceso de bagging aplicado a árboles de decisión. 17  
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Figura 2. Representación gráfica del proceso de bagging. Se muestran los muestreos del set de 

entramiento y la generación de modelos a partir de cada uno de los subsets para al final agregar 

los resultados de los modelos en un solo promediando. 10 

 Cuando se aplica la metodología de bagging existe la posibilidad que los árboles sean muy 

similares entre sí, especialmente si hay algún descriptor que es muy relevante para la separación 

de los datos ya que será elegido para iniciar la mayoría de árboles. Esto resultaría en outputs 

similares en cada árbol, altamente correlacionados y sin reducción de la variabilidad en los 

resultados finales. Para evitar esto los bosques aleatorios o random forests (su traducción del 

inglés) toman de manera aleatoria solamente una parte de las variables independientes. De esta 

manera se obtiene una visión parcial del problema y se reduce la correlación entre las predicciones 

de cada árbol. Si este procedimiento se repite dejando cada variable por fuera, se puede obtener un 

ordenamiento de la importancia de las variables. 9 

1.2.3. Máquinas de soporte vectorial  

 

Las máquinas de soporte vectorial (SVM, por sus siglas en inglés) son una técnica de 

aprendizaje supervisado que se basa en la separación de dos grupos basado en la información 

suministrada. Las SVM buscan una función que separe los grupos y que maximice la distancia 
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entre la función y los puntos más cercanos de cada uno de los grupos. Si no existe una función 

lineal que pueda separar los grupos se recurre a la transformación o redimensionalización de los 

datos. 18 Para entender el funcionamiento de las SVM se debe iniciar con el problema más simple, 

la clasificación lineal. Dos grupos de datos pueden ser clasificados por infinita cantidad de 

hiperplanos con función lineal. Sin embargo, se busca el hiperplano que pueda maximizar el 

margen entre la función y los grupos. En la Figura 3, se muestra como un hiperplano cualquiera 

puede separar los grupos y luego el hiperplano de mayor margen. 15  

Figura 3. Clasificación de dos grupos por un hiperplano cualquiera (izquierda) y clasificación de 

dos grupos con un hiperplano que maximice el margen entre los grupos y la función. 15 

 En el caso de hiperplanos lineales, 𝑤 corresponde a un vector y 𝑏 a un escalar. Como 

existen infinidad de planos que los puedan separar, el mejor plano es el de mayor margen, a este 

se le llama el hiperplano óptimo. Los puntos más cercanos equidistan del hiperplano óptimo y las 

rectas paralelas a este que contienen estos puntos se llaman vectores de soporte. Sus ecuaciones se 

muestran en la ecuación 4 9  

𝑤 ∙ 𝑥 + 𝑏 = 𝑘              ó             𝑤 ∙ 𝑥 + 𝑏 = −𝑘                                     [4]                               

 El valor del margen corresponde a 
1

‖𝑤‖
. Por lo que el problema de encontrar el hiperplano 

se reduce a encontrar el vector 𝑤 y el escalar 𝑏 que minimicen la expresión mostrada en la ecuación 

5 ya que es equivalente al valor del margen. 9 

1

2
‖𝑤‖2                                                                          [5]                                                              
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 Existen casos, que son mayoría, donde los grupos no se pueden separar perfectamente. Para 

esto se introduce las variables de holgura que flexibilizan la búsqueda del hiperplano óptimo. 

Representadas con la letra 𝜉, la variable de holgura mide la distancia entre los vectores del soporte 

y el punto que viola el margen máximo. Se dice ahora que el modelo tiene márgenes blandos. En 

la Figura 4 se ilustra este concepto. 15 

 

Figura 4. Representación de la clasificación con máquinas de soporte vectorial con márgenes 

blandos de dos grupos cada uno con una variable de holgura. 15 

 Ahora la maximización del margen va a tener un costo asociado a las variables de holgura. 

Este costo se muestra en la ecuación 6 que corresponde a la minimización que se busca ahora, 

donde 𝐶 es un valor mayor o igual a cero. Si se escoge un valor grande para la constante 𝐶, se 

consigue que la suma de las variables de holgura sea pequeña y se obtienen menos elementos no 

separables. Si se elige un valor bajo de 𝐶, la cantidad de valores que violen el margen será mayor. 

9 

1

2
‖𝑤‖2 + 𝐶 ∙ ∑ 𝜉𝑖

𝑛

𝑖=0

                                                             [6] 

 En el caso de que los conjuntos no pueden ser separados linealmente se realizan 

transformaciones del espacio original a un espacio de mayor dimensión en donde sí sea posible la 

separación. A esta transformación se le denomina “truco de kernel”. 9 A una función se le llama 

kernel 𝐾 cuando para un espacio 𝑋, en el cual dos puntos 𝑥, 𝑥’ ∈ 𝑋; donde K(x, x’) es igual al 
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producto punto de los vectores resultantes al utilizar la función de transformación Φ en cada punto. 

La expresión general de una función kernel se muestra en la ecuación 7 y la Figura 5 ilustra lo que 

se quiere realizar con este método. 15 

𝐾(𝑥, 𝑥′) =  𝛷(𝑥) ∙ 𝛷(𝑥′)                                                      [7] 

 

Figura 5. Representación de uso del método kernel para el cambio de dimensión de un espacio 

donde los grupos no son separables linealmente. 15 

 Existen infinita cantidad de funciones kernel posibles, las más utilizadas son la lineal, 

polinomial, sigmoidea y Gaussiana. Los usos de cada una de ellas dependen de la cantidad y tipo 

de datos que se tengan. A manera general, se puede decir que el kernel lineal se utiliza para 

categorizar textos, el polinomial para clasificación de imágenes, el sigmoideo se aplica en redes 

neuronales y el Gaussiano cuando se cuenta con gran cantidad de información. En el Cuadro I se 

muestran las expresiones generales de las funciones kernel mencionadas. 9 

Cuadro I. Expresiones matemáticas generales de los principales kernels. 

Kernel 𝐾(𝑥, 𝑥′) 

Lineal 𝑥 ∙ 𝑥′ 

Polinomial (𝑥 ∙ 𝑥′ + 1)𝑑 

Sigmoideo tanh (𝜅𝑥 ∙ 𝑥′ − 𝛿) 

Gaussiano 𝑒𝑥𝑝 (
−‖𝑥 − 𝑥′‖2

2𝜎2
) 
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En el caso del modo de regresión de las SVM no se busca un hiperplano para la 

clasificación en clases, si no un hiperplano regresor que mejor se ajuste al conjunto de datos de 

entrenamiento. Se considera una distancia ε, de modo que se espera que los puntos estén dentro de 

la banda o tubo que diste ε del hiperplano. A la hora de definir el hiperplano solo se toman en 

cuenta los que disten más de ε y en este caso serán los vectores de soporte. En la Figura 6 se 

representa como ahora se quiere englobar los puntos dentro de ε y que ahora los vectores ξ son los 

que se salen del margen. En términos de la función de coste, como lo es la ecuación 6, significa 

que un número pequeño de C dejaría que muchos puntos se salgan de la banda y un valor alto de 

C significaría que pocos puntos se encuentran afuera de este (𝜉 → 0).  19 

 

Figura 6. Representación gráfica de un SVR lineal con una distancia margen ε. 19 

1.2.4. Mínimos cuadrados parciales 

 

El método de mínimos cuadrados parciales (PLS, por sus siglas en inglés, Partial Least 

Squares) es útil para generar modelos predictivos cuando existen muchos factores y son colineales. 

Este tipo de modelo se centra en la predicción de respuestas, no en la relación existente entre las 

variables y la respuesta.  El PLS se desarrolló en la década de los 60’s como una técnica 

econométrica, pero ha migrado a ser ampliamente utilizada en ingeniería química y 

quimioinformática. 20  

Esta técnica combina aspectos de la regresión múltiple y análisis de componentes principales 

(PCA, por sus siglas en inglés: Principal Component Analysis). Si se tiene una matriz 𝑌 que 

contiene una cantidad 𝐼 de observaciones y 𝐾 variables dependientes; y una matriz 𝑋 que contiene 

𝐼 observaciones y 𝐽 variables independientes. Con un PCA se explica y se encuentran los 
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componentes principales que explican y eliminan problemas de colinealidad en 𝑋 pero esto no 

garantiza que estos componentes sean relevantes para 𝑌. PLS busca los componentes, llamados 

vectores latentes, que simultáneamente descomponen 𝑋 y 𝑌 con la restricción que de que estos 

componentes expliquen lo más posible la covarianza entre estas matrices. 21  

1.2.5. Redes neuronales 

 

Las redes neuronales artificiales (ANN, Artificial Neural Networks) se pueden considerar 

como modelos matemáticos que tratan de imitar el procesamiento de información del cerebro. Los 

inicios de este tipo de programación parecida a cerebros se dieron en la década de los 40. Los 

elementos básicos de procesamiento de las redes neuronales son las neuronas. Cada neurona está 

caracterizada por un nivel de actividad (representando el estado de polarización de una neurona), 

valores de entrada (conexiones de dendritas de otras neuronas), un valor de sesgo (el estado de 

reposo de la neurona), y valores de salida (el axón y sus terminales).  Estos aspectos son 

representados matemáticamente, donde cada conexión tiene un peso y de eso dependerá la 

activación o no de la neurona. Estos pesos pueden ser positivos (excitación de la neurona) o 

negativos (inhibitorios). 22 En la Figura 7 se pueden apreciar los elementos generales de una 

neurona.  

 

Figura 7. Esquema de los elementos generales de una neurona artificial. 6 

Las redes neuronales típicas tienen una arquitectura donde las neuronas artificiales están 

acomodadas en capas: una capa de input, capas ocultas y la capa de output. Las capas ocultas 

pueden ser solo una o las que usuario considere necesarias para el problema específico. Para 

entrenar las ANNs se pueden utilizar variedad de técnicas de aprendizaje como por ejemplo 

algoritmos de descenso de gradiente.  La arquitectura más básica de una red neuronal es input → 
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ocultas → output, a este tipo de redes se les llama feed-forward. Uno de los ejemplos más comunes 

de este tipo de redes es el Perceptron. 6  

El MLP (Multilayer Perceptron) consisten en ANNs donde todas las capas, excepto la capa 

input, se conforman de neuronas y tienen funciones de activación no lineales. Las funciones de 

activación más comunes tienen forma sigmoidea e intentan asemejar la activación de una neurona 

biológica. Cada nodo está conectado a todos los nodos de la capa siguiente. El aprendizaje de las 

MLP es supervisado y se da por retropropagación. 23 La retropropagación se refiere a la 

distribución del error en la estructura de la red, asignando parte del error a cada nodo. Existen 

arquitecturas más complejas como las Recurring Neural Networks, Boltzmann Machines, 

Convolutional Neural Networks y Message Passing Networks. Cada una tiene una variación en la 

disposición, conexiones y funciones de activación; su uso dependerá del problema con el que se 

enfrenta. 6 

 

Figura 8. Esquema de una arquitectura básica de una red neuronal feed-forward. 6 

 Las funciones de activación transforman una señal input en una señal output y esta 

funcionará como input de otra neurona. Estas son necesarias para definir si una señal pasa a la 

siguiente neurona en la red, no de existir funciones de activación las redes neuronales actuarían 

como un modelo de regresión lineal. Entre las funciones de activación más comunes se encuentran 

la logística sigmoidea, tangente hiperbólica y unidad lineal rectificada. Estas funciones tienen en 

común que limitan la amplitud del output y tienen un punto umbral de activación. 24 En el Cuadro 

II se muestran la ecuaciones y gráficas generales de estas funciones.  
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Otro parámetro importante de las ANNs son los optimizadores utilizados en el 

entrenamiento. Los optimizadores son algoritmos o métodos que determinan atributos de una red 

neuronal artificial como los pesos o el ritmo de aprendizaje, con el objetivo de reducir una función 

la pérdida. 25 Entre las funciones de optimización más comunes se encuentran algoritmos de 

convergencia-lineal estocástica LBFGS 26, descenso de gradiente estocástico SGD 27 y 

optimización basada en gradientes de primer orden ADAM 28. 

Cuadro II. Resumen de la ecuaciones y gráficas generalizadas de las funciones de activación más 

comunes en las redes neuronales artificiales.  

Función de activación 𝑓(𝑥) Gráfica general 

Logística sigmoidea 
1

1 + 𝑒−𝑥
 

 

Tangente hiperbólica tanh(𝑥) 

 

Unidad lineal rectificada max(𝑘, 𝑥) 

 

 

1.2.6. XGBoosting 

 

Los métodos de ensamble son aquellos que combinan varias técnicas de predicción para 

obtener mejores resultados. Uno de estos métodos es el boosting, el cual tiene como idea utilizar 

un algoritmo de aprendizaje débil para construir uno de aprendizaje fuerte. 15 Uno de los métodos 

de este tipo que ha destacado es el boosting de árboles, específicamente el XGBoost. 29 En este 
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método, a diferencia de los árboles de decisión, en cada árbol ocurre una regresión que asigna 

cierto puntaje a cada hoja. De igual manera los datos son clasificados por los árboles, solo que la 

predicción final corresponderá a la suma de los puntajes de cada hoja. En la Figura 9 se muestra 

un ejemplo animado de cómo funciona el ensamble de árboles. 30 

 

Figura 9. Representación gráfica de un ejemplo de ensamble de árboles para la regresión. 30 

 El aprendizaje de cada árbol se realiza uno a la vez y se va adicionando un árbol a la vez 

para el entrenamiento, no es posible entrenar todos los árboles a la vez. La mayoría de los paquetes 

que utilizan este algoritmo incluyen un término de regularización que define la complejidad de 

cada árbol. El XGBoost genera un gradiente estadístico para cada una de las observaciones que se 

encuentra en cada hoja, se suma los de cada hoja y con esto se asigna un puntaje para evaluar que 

tan bueno es el árbol. En la Figura 10, se muestra cómo se realiza esto para asignar un puntaje al 

árbol y en la ecuación 8 cómo se integran estas funciones de puntajes. El primer término de esta 

ecuación se refiere al de la hoja izquierda, el segundo al de la hoja derecha, el tercero a la hoja 

original y el último término a la regularización. Si esta función de gane es negativa, es decir el 

primer término es menor que γ, se deja de adicionar ramas al árbol. 31 

1

2
[

𝐺𝐿
2

𝐻𝐿 + 𝜆
+

𝐺𝑅
2

𝐻𝑅 + 𝜆
−

(𝐺𝐿 + 𝐺𝑅)2

𝐻𝐿 + 𝐻𝑅 + 𝜆
] −  𝛾                                     [8] 
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Figura 10. Representación gráfica de la función de puntaje que realiza el XGBoost para optimizar 

los modelos.  

1.2.7. k-vecinos más próximos 

 

El algoritmo de los k-vecinos más próximos es de los más simples de ML. Se basa en 

asumir que “cosas que se parecen deben ser parecidas”. Este algoritmo mayoritariamente utilizado 

para clasificación, tiene como objetivo calcular las distancias entre observaciones según una 

función entre dos elementos en un espacio dado según las dimensiones de los vectores utilizados 

como input. Existen diversas funciones para calcular distancias, la más simple la Euclidiana. El 

algoritmo reordena las observaciones según las distancias para posteriormente obtener un output. 

En el caso de clasificación se tiene como output una etiqueta que defina un espacio con k 

observaciones; para regresión es un ponderado de la variable output de los k vecinos del punto. 32 

1.3. Evaluación y validación de modelos 

En los casos donde el problema es de regresión, como el de la presente investigación, para 

evaluar el desempeño de los modelos se utiliza principalmente el error cuadrático medio (MSE, 

Mean Squared Error) y el error absoluto medio (MAE, Mean Absolut Error). Las ecuaciones de 

estos errores se muestran en las ecuaciones 8 y 9, respectivamente. En ambas ecuaciones, 𝑛 

corresponde al número de observaciones del set donde se están generando las predicciones, 𝑦𝑖 a el 

valor considerado como verdadero de la variable que se quiere predecir y �̂�𝑖 al valor predicho por 
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el modelo. Un tercer error es usualmente calculado, que corresponde a la raíz cuadrada del error 

cuadrático medio (RMSE, Root Mean Squared Error), la ecuación correspondiente se muestra en 

la ecuación 10. 33 

𝑀𝑆𝐸 =  
1

𝑛
∑(𝑦𝑖 − �̂�𝑖)

2

𝑛

𝑖=1

                                                          [8] 

𝑀𝐴𝐸 =  
1

𝑛
∑|𝑦𝑖 − �̂�𝑖|

𝑛

𝑖=1

                                                           [9] 

𝑅𝑀𝑆𝐸 =  √𝑀𝑆𝐸                                                                 [8] 

 Una manera rápida y fácil de comparar si el modelo tiene buen desempeño es al comparar 

la desviación estándar del set y el RMSE. Se quiere que el RMSE esté por debajo de la mitad de 

la desviación estándar para considerar el modelo con un desempeño aceptable. 33  

 Una métrica utilizada en la evaluación de modelos de regresión es el coeficiente de 

determinación, conocido también como R2. Este es informativo y veraz, ya que da cabida a mejor 

interpretabilidad de su resultado al tener un rango predicho; a diferencia de las métricas de errores 

que pueden ir desde 0 a infinito. El R2 puede interpretarse como la proporción de la varianza en la 

variable dependiente que es predecible a partir de las variables independientes. Matemáticamente 

el coeficiente de determinación se expresa como se muestra en la ecuación 10, donde �̅� 

corresponde al promedio de los valores 𝑦𝑖. 
34 

𝑅2 = 1 −
∑ (𝑦𝑖 − �̂�𝑖)2𝑛

𝑖=1

∑ (𝑦𝑖 − �̅�)2𝑛
𝑖=1

                                                     [10] 

 Un método utilizado para la validación de modelos es la validación cruzada de k-iteraciones 

(k-fold cross validation). En esta el número de observaciones se reparten uniformemente en k 

subsets, 𝐷1, 𝐷2, … , 𝐷𝑘, de tamaños casi iguales o iguales. Cabe destacar que las observaciones se 

encuentran exclusivamente en uno de los subgrupos y no se repiten. En cada iteración de la 

validación se usa como test set el subset 𝐷𝑖 y el resto se utilizan para entrenar el modelo 

colectivamente. Con esta validación se asegura que toda observación fue parte del test set una vez. 

Se reporta un promedio de los errores calculados. 35 En la Figura 11 se muestra la validación 

cruzada de k-iteraciones de manera esquemática, en este caso 𝑘 = 5, lo que quiere decir que la 
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totalidad de los datos será divida en 5 subgrupos. Cada fila representa una iteración, el suubset 

naranja corresponde al test set y los azules al training set.  

 

Figura 11. Representación esquemática de la validación cruzada de k-iteraciones. Se representa 

en naranja el test set y el azul los subsets que integran el training set en la iteración.  

 El uso de un set de datos independiente para evaluar el desempeño del modelo se conoce 

como validación externa. Este tipo de validación es importante para evidenciar que el modelo 

puede ser generalizado independientemente de la fuente de las observaciones y puede dar 

información importante sobre el dominio de aplicabilidad del modelo. 36  

 Para completar la evaluación de un modelo es necesario definir el dominio de aplicabilidad. 

El dominio de aplicabilidad de modelos QSAR (Quantitative Structure Activity Relationship) o 

QSPR (Quantitative Structure Property Relationship) es el espacio físico-químico y estructural en 

cual se encuentro el set de entrenamiento de un modelo. Por lo tanto, ese mismo espacio es el cuál 

es aplicable hacer predicciones de otros compuestos. Generalmente el dominio de aplicabilidad se 

define con los mismos descriptores que utiliza el modelo. Compuestos fuera del dominio de 

aplicabilidad serían puntos de extrapolación y no interpolación. 37 

 Existen diversos métodos para la evaluación del dominio de aplicabilidad. Los más simples 

consistentes en métodos de distancia. Por ejemplo, el método de rangos en el espacio de 

descriptores tiene como hipótesis que el dominio de aplicabilidad es el rango entre el valor menos 
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y el valor mayor de cada descriptor y de la variable a predecir. Otro método comúnmente utilizado 

es el de leverage (aprovechamiento) donde mediante una matriz de los valores de 

aprovechamiento, 𝐻, que proyecta ortogonalmente los vectores de los descriptores en un espacio 

del tamaño de las columnas, como se muestra en la ecuación 11. El espacio del dominio de 

aplicabilidad se define con tres desviaciones estándar y el límite se define con la ecuación 12, 

donde 𝑝 corresponde a la cantidad de descriptores y 𝑛 a la de observaciones. Los resultados de 

estos cálculos se resumen en un gráfico de Williams. 37 

𝐻 = 𝑋(𝑋𝑇𝑋)−1𝑋𝑇                                                              [11] 

ℎ∗ = 3
(𝑝 + 1)

𝑛
                                                                 [12] 

1.4. Coeficiente de partición 

1.4.1. Aspectos generales 

 

La lipofilicidad de una molécula se refiere a su habilidad de disolverse en grasas, aceites, 

lípidos y sustancias no polares. 38 La definición de la IUPAC es: “Lipofilicidad representa la 

afinidad de una molécula o una fracción de ella por un ambiente lipofílico”. 39 En modelos 

biológicos, la lipofilicidad, simula el evento que ocurre cuando un compuesto traspasa la 

membrana celular, que su por naturaleza es hidrofóbica. 38 La lipofilicidad también tiene un papel 

relevante en la unión de las drogas con las proteínas, ya que una alta lipofilicidad genera una fuerza 

motriz para que la molécula escape de la fase acuosa y se una a la proteína diana. 40 Por lo tanto, 

es ampliamente conocido que la lipofilicidad de la molécula juega un papel importante en la 

determinación de la idoneidad de moléculas candidatas a drogas. 41 Desde el siglo anterior se 

conoce que la lipofilicidad tiene alta relevancia en los parámetros ADMET (Absorción, 

Distribución, Metabolismo, Excreción y Toxicidad) y desde entonces existe exhaustiva literatura 

sobre cuál es la lipofilicidad idónea de las drogas. 42 

Ha sido ampliamente reportado que una alta lipofilicidad aumenta la posibilidad que la 

molécula sea promiscua, es decir no sea la unión con la proteína diana no sea específica. Mientras 

que una baja lipofilicidad generalmente exhibe malas propiedades ADMET. 38 La lipofilicidad 

tiene una correlación negativa con la solubilidad, la cual es necesaria para la biodisponibilidad; 

esto deja un pequeño rango en el cual la lipofilicidad es adecuada. 40 Para manejar este problema 
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se han mediciones experimentales de la razón de concentraciones de dos disolventes inmiscibles 

para cuantificar la lipofilicidad. 43 

Un coeficiente de partición se define como la razón de la concentración de un compuesto entre 

dos medios cuando llega al equilibrio. Este coeficiente se utiliza en escala logarítmica por 

conveniencia. 44 A pesar de la existencia de otras alternativas para la descripción de la lipofilicidad 

como cromatografía de liposomas inmovilizados, partición liposomas/agua o membranas 

artificiales inmovilizadas; el coeficiente de partición (P) en un sistema bifásico de un disolvente 

orgánico y agua sigue siendo el más utilizado para describir la lipofilicidad de un compuesto. La 

fase orgánica representa el ambiente lipofílico y el agua el hidrofílico. 45  

Existen diversos disolventes orgánicos que han sido utilizados para determinar el coeficiente 

de partición, por ejemplo: di-n-butiléter, cloroformo, alcanos, tolueno y n-octanol. 46 Para 

distinguir la partición de moléculas neutras y moléculas ionizadas, se tiene el coeficiente de 

partición neutro (log PN) y el coeficiente de partición iónico (log PI). El log PN no depende si la 

molécula corresponde a un ácido o una base, las siguientes ecuaciones representan el equilibrio de 

un ácido y la ecuación del coeficiente de partición respectivo. 7 

 𝐻𝐴(𝑎𝑔𝑢𝑎) ⇋ 𝐻𝐴(𝑛−𝑜𝑐𝑡𝑎𝑛𝑜𝑙)                                                [13] 

 

log 𝑃𝑁 =  log (
[𝐻𝐴]𝑛−𝑜𝑐𝑡𝑎𝑛𝑜𝑙

[𝐻𝐴]𝑎𝑔𝑢𝑎
)                                               [14] 

  

 

Figura 12. Representación gráfica de la partición n-octanol/agua. 
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             El coeficiente de partición iónico involucra las especies ionizadas, en el caso de los ácidos 

los aniones (base conjugada) y en el caso de las bases los cationes (ácido conjugado). 46 A 

diferencia del log PN, el log PI no ha sido ampliamente estudiado, principalmente en el caso de los 

aniones. 47 En las ecuaciones 15 y 16 se muestran las ecuaciones generales para el coeficiente de 

partición de un ácido y una base conjugados, respectivamente.  

log 𝑃𝐼 = log (
[𝐴−]𝑛−𝑜𝑐𝑡𝑎𝑛𝑜𝑙

[𝐴−]𝑎𝑔𝑢𝑎
)                                                [15] 

log 𝑃𝐼 = log (
[𝐵𝐻+]𝑛−𝑜𝑐𝑡𝑎𝑛𝑜𝑙

[𝐵𝐻+]𝑎𝑔𝑢𝑎
)                                              [16] 

 

1.4.2. Modelos de predicción de ML 

 

De los métodos más simples de para la regresión del tipo en aprendizaje supervisado se 

encuentran los modelos de regresión lineal múltiple (MLR). 6 Existen abordajes diferentes de los 

descriptores utilizados para este tipo de modelos. Algunos se basan en aspectos estructurales, como 

Molecular Fingerprints basados en parametrización binaria en la presencia de algún fragmento de 

la molécula. 48 Los Fingerprints se generan a partir de diferentes SMARTS, este es un lenguaje 

para describir los patrones de una molécula; se puede considerar que es una extensión de las reglas 

de SMILES. 49 Un total de 8047 bits binarios se generaron para cada molécula, pero se eliminan 

los que están correlacionados o que tienen poca ocurrencia para evitar errores en los modelos. 

Luego de esto para el log PN quedan en total 1681. Con bits estos se obtuvieron un RMSE de 0.607, 

pero si se reducían aún más a 600 bits binarios se mejoraba un poco el RMSE a 0.569 para el test 

set. 48 

En otras investigaciones se ha optado por utilizar descriptores relacionados con el área de la 

molécula. Por ejemplo: el área polar superficial, área polar superficial excluyendo ciertos átomos, 

área hidrofóbica, área más hidrofóbica, área hidrofóbica promedio, entre otras. Los autores 

consideran que estos descriptores son apropiados ya que describen bien la manera en que la 

molécula interaccionará con el medio. Estas han obtenido buenos resultados en la predicción de 

log PN incluso con un training set de 147 moléculas y un modelo tan simple como el MLR se 

obtuvieron RMSE de 0.4836. Este modelo fue entrenado con pocos compuestos simples que fueran 
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anillos aromáticos, por lo que el dominio de aplicabilidad va a estar restringido a compuestos 

similares. 50 

Otras estrategias novedosas de MLR corresponden a la generación de hologramas de las 

moléculas basados en la estructura. Estos incluyen la carga, conteo del tipo de átomos, 

clasificadores del tipo de átomo y número de átomos enlazados; pero no información sobre la 

conectividad entre estos. Se realiza un pretratamiento para eliminar las moléculas con tipos de 

átomos que eran escasos, menos de tres apariciones. También el modelo se aplica para moléculas 

que no caen dentro de la aplicabilidad del modelo haciendo restas y sumas de la molécula más 

parecida que sí esté en el dominio. Para el entrenamiento del modelo en este caso no se utilizaron 

valores experimentales de log PN, si no que se hizo un promedio entre cuatro log PN computados: 

AlogP, XlogP2, SlogP y XlogP3. Este abordaje fue reportado bajo el nombre de JPlogP y se hizo 

bajo la lógica de que promediar valores de otros modelos puede hacer una compensación de los 

errores singulares en cada modelo. El modelo se compara con varios modelos conocidos, incluidos 

con los que se entrenó. Este presentó el menor RMSE entre los modelos con otras estrategias 

comparables. 51 

Las NN han sido utilizadas desde hace casi dos décadas para la predicción de la lipofilicidad. 

Uno de los log PN computados más conocidos, AlogP, en su versión 2.1 fue desarrollado bajo 

algoritmos de este tipo. Como descriptores utilizaron conteo de átomos de hidrógeno, tipos de 

hidrógenos según el átomo que esté enlazado y 73 descriptores electrotopológicos. 52 El tipo de 

red neuronal del modelo fue asociativa, una mezcla entre k-nearest neighbors y una red neuronal. 

53 

 Mas recientemente para un reto a ciegas de predicción de propiedades físicas, SAMPL6, 

se utilizó una red neuronal profunda. Esta red se entrenó con 12000 moléculas usando como input 

una huella dactilar de cada molécula que incluía para cada átomo: número de átomos pesados 

enlazados, valencia de los átomos el número de hidrógeno enlazados, número atómico, carga, 

masa, hidrógenos enlazados y si el átomo está en un anillo. Esto se generó a partir de un SMILES 

y resulto un número entero de 32 bits para cada átomo. Por lo tanto, para cada molécula se tiene 

un arreglo de arreglos según los átomos están enlazados. El modelo de NN se entrenó con 12000 

moléculas y se probó con 2000. 54 
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 Se reportaron dos redes neuronales con diferentes arquitecturas, la primera tiene un total 

de cinco hidden layers: tres capas de 512 unidades y dos capas de 256 unidades. La segunda 

arquitectura solo tenía tres capas: de 512, 256 y 128 capas respectivamente. Ambas arquitecturas 

tienen solo una capa como output. El modelo de cinco capas obtuvo mejores resultados con un 

RMSE de 0.62, mientras que el de tres capas fue de 0.85 para las moléculas del SAMPL6. De igual 

manera para el test set el mejor rendimiento lo dio el de 5 capas. Debido a la gran cantidad de 

datos, los autores reportan que el ambiente químico descrito es bastante amplio. 54 

 Otro novedoso modelo desarrollado para el SAMPL6 mezcla mecánica cuántica con 

Machine Learning. Entre los descriptores utilizados se encuentran momentos dipolares, 

superdeslocalizabilidad electrofílica, dureza de los puentes de hidrógeno, energías de ionización, 

afinidad electrónica, nucleofilicidad, polarizabilidad, área de van der Waals, volumen de van der 

Waals y la superdeslocalizabilidad del HOMO y LUMO. Cada uno de estos descriptores 

calculados en agua y octanol. En este caso se utilizaron los algoritmos de MLR y mínimos 

cuadrados parciales (PLS). 55 

Se utilizaron 97 moléculas como training set. El modelo con los mejores resultados fue de 

PLS con un total de 74 descriptores. Sin embargo, estos modelos no fueron tan buenos; el menor 

RMSE fue de 0.87. Los modelos se compararon con cálculos de estructura electrónica de la 

molécula con DFT y GGA hechos por los mismos autores. Ninguno de estos modelos tubo mejores 

resultados que el mejor de ML. 55 

En algunas investigaciones los modelos con algoritmos SVM han dado resultados 

prometedores al nivel de las NN. Un estudio comparativo de SVM, NN y MLR con 3516 moléculas 

en el set de entrenamiento y 428 en el de evaluación; se obtuvieron errores menores para el caso 

del SVM. Los descriptores de este modelo fueron características de superficie y volumen de la 

molécula: relaciones de área hidrofílica/volumen de la molécula, volumen de la molécula accesible 

al agua, etc. 56 

En una investigación se evaluaron en conjunto de modelos para predecir varias propiedades 

físicas, entre ellas el log PN, se compararon los algoritmos SVM, MLR, PLS y Random Forest 

(RF). El algoritmo que presento mejores resultados fue el SVM, con RMSE de 0.451. Las 

moléculas del modelo incluían productos químicos industriales, medicamentos, fertilizantes, 

fragancias, aditivos de comida, petroquímicos y pesticidas. Las predicciones de esta gama de 
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moléculas fueron hechas con códigos binarios de la presencia o ausencia del fragmento en la 

estructura de la molécula, se hicieron modelos con códigos de 1681 y 600 dígitos. El segundo 

mejor algoritmo fue el RF. 48 

Recientemente se reportó un modelo que utiliza una arquitectura de redes neuronales 

llamada SAMPN (self attention based message-passing neural network). Como input del modelo 

se utilizan grafos de la molécula generados a partir del SMILES, los nodos representan los átomos 

y las aristas los enlaces. Cada nodo contiene: tipo de átomo, número de átomos pesados enlazados, 

carga, quiralidad, hibridación y aromaticidad. Las aristas contienen información de: tipo de enlace, 

si pertenece a un anillo y estereoquímica. En este tipo de algoritmo se pasa la información de los 

átomos entre ellos de manera que reciben la información de los átomos vecinos. Cuanto se 

transmite la información a través de todos los nodos, se crea un vector con toda la información y 

este es el que entra en la NN. Como mejor resultado se obtuvo un RMSE de 0.571, con el SAMPN. 

Si no se utiliza el self-attention (SA) antes de la NN, los valores de RMSE son mayores. 57 

El SA permite que se conozca la relación entre los fragmentos/átomos y no se un modelo 

aditivo simplemente. El flujo de la información entre los nodos y aristas se puede ver resumido en 

la Figura 13. Como se visualiza en la Figura 14 las contribuciones de cada átomo a la lipofilicidad 

no están aisladas si no que están distribuidas entre los átomos. Con el mismo abordaje también se 

hizo un algoritmo de RF; sin embargo, los resultados fueron malos en comparación con el SAMPN. 

57 

 

Figura 13. Esquema del flujo de información del modelo SAMPN para la generación del vector 

con la información de los vecinos y del átomo. Se muestra el ejemplo para el átomo 2. 57 
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Figura 14. Esquema de contribución a la lipofilicidad de los fragmentos de la molécula. En azul 

se colorea las partes de la molécula que aumentan la lipofilicidad y en rojo los que la reducen. 57 

 En otro reto a ciegas, aún más reciente, varios modelos empíricos destacaron en la 

predicción del coeficiente de partición de un set de N-acilsulfonamidas. En este reto, SAMPL7, 

entre las sumisiones ranqueadas destacó un método de regresión lineal múltiple que se basó en el 

conteo de grupos funcionales y en ciertas propiedades importantes que se pueden correlacionar 

con el coeficiente de partición (Donadores/aceptores de puentes de hidrógeno, área polar 

superficial, número de anillos aromáticos, etc.). Este método destacó con un RMSE de 0.58 

unidades y un MAE de 0.41; siendo el mejor según los lineamientos del concurso. Una de las 

claves de este modelo, con nombre TFE-MLR, fue el tener un set de entrenamiento con un espacio 

químico muy similar al de las moléculas del reto. A pesar de tener un dominio de aplicabilidad 

muy restringido, este método da como evidencia que puede que algoritmos muy complejos no sean 

necesarios para la predicción del log PN, sino la clave está en tener un set de entrenamiento 

altamente similar a los objetivos. 58 

 El segundo método con mejor desempeño consistió de Chemprop 59 el cuál utiliza el 

algoritmo de Message Passing Neural Networks (MPNN) creado por un grupo de investigación 

del MIT. Este algoritmo ha sido utilizado en la predicción de diversas propiedades, factibilidad de 

funcionar como antibiótico e inhibición de SARS-Cov. El set de entrenamiento utilizado para 

Chemprop fue una versión procesada del set de log P de OPERA 60 según el coeficiente de 

similitud de Tanimoto (> 0.25) con las moléculas del SAMPL7.  El RMSE de este modelo fue de 

0.66 y el MAE de 0.48. 61 

 Otro método destacado en el SAMPL7 también fue empírico, ClassicalGSG. Este método 

utiliza como inputs atributos atómicos que se asignan según campos de fuerza clásicos de mecánica 

molecular. Estos inputs entrenan redes neuronales, con un set de datos de 41 000 valores de log P. 
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Las redes neuronales utilizadas en ClassicalGSG fueron de MLP. El RMSE fue de 0.77 y el MAE 

de 0.62 para la submisión ranqueada. 62 

 Fuera de retos a ciegas, recientemente se reportó un método que utiliza representaciones 

moleculares de 300 dimensiones para cada subestructura presente en la molécula y luego los agrega 

en un solo vector. Esta representación de secuencias o combinaciones de estos vectores se reportó 

bajo el nombre de Mol2Vec. Estos vectores se utilizaron para entrenar diversas redes neuronales 

de Deep Learning como MLP, Conv1D, LSTM y ensamblados de estos métodos. El mejor 

algoritmo de predicción de log P fue un ensamblado de MLP y Conv1D, con un RMSE de 0.589 

y MAE de 0.441. 63 

 Otro abordaje novedoso y reciente en la predicción de log P es el uso de aumentado de 

datos y redes neuronales profundas (DNN, Deep Neural Network). El aumentado de los datos se 

realizó a partir del SMILES original, canónico y con hidrógenos explícitos; los grafos para entrenar 

las DNN fueron generados con todos estos SMILES para todos los posibles tautómeros de las 

moléculas. Para determinar el log P del compuesto se hace una ponderación según la fracción de 

cada tautómero, log Pexp = log ∑ Pi * fi. El modelo se creó con 12 500 datos de log P 

experimentales, se dividió este set proporción 80/20 para el training set y test set respectivamente. 

Se creó un modelo sin tomar en cuenta los tautómeros y otro en como se describió anteriormente 

se les toma en cuenta. La arquitectura de las DNN fue de dos capas ocultas, con 64 y 128 neuronas. 

64 

 Según lo indagado no hay un modelo de ML que se centre en la predicción exclusiva de 

del coeficiente de partición iónico, los modelos se centran en la predicción del coeficiente de 

partición neutro. Lo que existe al momento es la predicción de coeficientes de partición iónicos 

dentro de modelos que en realidad fueron entrenados con el propósito de predecir el log PN. Por 

ejemplo, modelos reportados consideran que datos de compuestos con valores de log PN 

constituyen valores de log PI, pero de igual manera se utilizaron para construir el modelo 

mezclados con datos de log PN. 64 Otros modelos de predicción de log PN tienen compuestos 

iónicos en sus sets de entrenamiento, como aminas cuaternarias, cuyos valores en realidad 

constituirían mediciones de log PI. 
48 

 En una revisión sobre determinación de partición n-octanol-agua de surfactantes, se 

encontró que modelos QSPR tienen varias limitaciones en su predicción.  Entre las limitaciones 
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encontradas para los modelos computacionales fueron: la falta de aminas cuaternarias, ausencia de 

contraiones, uso de solo SMILES neutros y correcciones de substracción de los contraiones. Los 

resultados arrojan que los modelos predicen eficientemente la partición de surfactantes neutros y 

la gran mayoría tiene errores altos para la predicción de aniónicos, catiónicos y anfóteros; 

principalmente para los últimos. 65 

1.5. Constante de acidez 

1.5.1. Aspectos generales 

 

Según la definición de Arrhenius los ácidos corresponden a sustancias que se disocian en 

agua para formar iones hidronio y las bases a sustancias que se disocian en agua para formar iones 

hidróxido. La definición de Brønsted-Lowry dice que los ácidos son especies que pueden donar 

un protón y una base la cual pueda aceptar un protón. La fuerza que tendrá un ácido estará dad por 

su grado de ionización, el cual depende de la constante de disociación ácida. 66  

En la ecuación 17 se muestra la ecuación general para la disociación de un ácido en agua. 𝐻𝐴 

representa el ácido en su forma neutral y 𝐴− en su forma desprotonada, lo que correspondería a su 

base conjugada. Cuanto mayor sea la constante de disociación ácida, más se disociará. La 

expresión general de la constante de acidez se muestra en la ecuación 18. 66 

𝐻𝐴 + 𝐻2𝑂 
𝐾𝑎

⇌  𝐻3𝑂+ + 𝐴−                                                    [17] 

𝐾𝑎 =
[𝐻3𝑂+][𝐴−]

[𝐻𝐴]
                                                           [18] 

Como los valores de la constante de acidez y de la concentración de iones hidronio abarcan rangos 

tan amplios se suelen expresar en pKa y pH, respectivamente. Estos valores corresponden al menos 

logaritmo en base 10 de la Ka y [H3O
+], en las ecuaciones 19 y 20 se muestran estas definiciones 

matemáticas. 66 

p𝐾𝑎 = − log 𝐾𝑎                                                                [19] 

pH = − log  [𝐻3𝑂+]                                                           [20] 
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 La fuerza de una base se puede también expresar en términos de la constante de acidez de 

su ácido conjugado. Como se muestra en la ecuación 21, la base protonada (ácido conjugado), 

𝐵𝐻+, se disocia en la base, 𝐵. A pesar de que también se podría expresar en términos de la 

constante de disociación básica, se suele utilizar la pKa para comparar tanto ácidos y bases.  

𝐵𝐻+ + 𝐻2𝑂 
𝐾𝑎

⇌  𝐵 + 𝐻3𝑂+                                                        [21] 

𝐾𝑎 =
[𝐵][𝐻3𝑂+]

[𝐵𝐻+]
                                                                        [22] 

 La influencia de la pKa en propiedades biofarmacéuticas de las drogas y compuestos es 

ampliamente conocida en la industria farmacéutica. En los sistemas fisiológicos es de importancia 

ya que el estado de ionización va a afectar la tasa de difusión a través de membranas celulares, la 

solubilidad, permeabilidad, farmacocinética y ADME. El principal rango de pKa para drogas es de 

2-12 unidades. 67 

1.5.2. Modelos de predicción de ML 

 

En 2003 se propuso un modelo de PLS que utilizó fingerprints basado en conectividad, 

tipos de átomos y grupos funcionales que puedan afectar la ionización según su posición. El 

máximo número de elementos del cada fingerprint es de 165 para hasta cinco niveles de 

conectividad desde el sitio de ionización. El set de entrenamiento para este modelo contenía 625 

ácidos y 412 bases. Los autores muestran los resultados separando los ácidos y las bases; en el 

caso de los ácidos al comparar los valores experimentales con los predichos se obtuvo un R2 de 

0.98 y de 0.99 para las bases. Los errores del modelo no son reportados. 68 

En 2006 se reportó un modelo para la predicción de la pKa específicamente de ácidos 

carboxílicos alifáticos y alcoholes. El algoritmo utilizado fue la regresión lineal múltiple. Los tipos 

de descriptores utilizados fueron representaciones de moléculas con esferas topológicas, PETRA 

(Descriptores relacionados con la reactividad como distribución de carga, polarizabilidad, 

resonancia y otras propiedades físico-químicas), inducción de cargas de átomos conectados, 

estéricos y E-State (descriptor relacionado con el número cuántico principal, electrones de 

valencia, electrones sigma y la distancia topológica entre los átomos). En esta investigación se 

utilizó una red neuronal para seleccionar el set de entrenamiento y el set de prueba. Se contó con 
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1122 ácidos carboxílicos alifático como data set y con 288 para los alcoholes. En el caso de los 

ácidos se obtuvo un R2 de 0.810 en una validación cruzada de k = 5, para los alcoholes 0.805. El 

error estándar de predicción fue mayor en el caso de los alcoholes. 69 

Un modelo que utiliza propiedades semiempíricas de química cuántica y descriptores 

basados en información molecular fue propuesto para predecir la pKa de compuestos parecidos a 

drogas. Los autores utilizaron PLS como algoritmo y realizaron las validaciones cruzadas con k = 

7. Como set de datos de partió de aproximadamente diez mil compuestos, de los cuales un 20% se 

utilizó como test set. Los modelos entrenados por aparte para tipos específicos de ácidos 

(alcoholes, ácidos carboxílicos, fenoles, etc.) o bases (amidinas, aminas, anilinas, etc.) dan mejores 

resultados que el modelo combinado, el cual presenta un RMSE de 0.81 unidades. Entre los 

principales restos mencionados por los autores es la inclusión de más tipos de grupos funcionales 

ionizables en el set de entrenamiento. Una de las ventajas de este modelo es que incluye moléculas 

multipróticas. El modelo fue creado para Novartris y se creó una aplicación para el cálculo de la 

pKa.  
70 

Un modelo enfocado en aminas alifáticas fue desarrollado probando cinco diferentes 

algoritmos de ML (RF, XGBoost, PLS, SVR y LASSO) para un set de 14 499 datos de pKa 

experimentales. Cada molécula fue representada con descriptores provenientes de un Rooted 

Fingerprint, este corresponde a un tipo de huella dactilar que recoleta información estructural de 

los átomos vecinos al átomo que se selecciona como raíz. El algoritmo de ML con mejor 

desempeño fue el LASSO, seguido del XGBoost. El mejor modelo obtuvo buenos resultados para 

un set externo de 726 moléculas, para un RMSE de 0.45, MAE de 0.33 y R2 de 0.84. 71  

Otro modelo enfocado en un solo tipo de moléculas fue una red neuronal propuesta para la 

predicción de la pKa de ácidos benzoicos. En esta propuesta utilizaron 519 valores experimentales, 

de los cuales 136 corresponde a mediciones en agua, el resto son pKas en disolventes orgánicos: 

DMA, DMF, acetona, isopropanol, metanol y DMSO. Para entrenar al modelo se utilizaron 

descriptores tanto para los ácidos benzoicos, 221, como para los disolventes, 19. El RMSE de las 

predicciones fue de 0.21, el cual es un valor bastante bueno para pKa. En la misma investigación 

se intentó incluir fenoles al modelo y el RMSE subió a 0.59, siendo los fenoles la principal fuente 

de error. 72 

Con abordajes diferentes al resto de modelos mencionados hasta el momento, se realizó un 

modelo híbrido que integra un modelo de poblaciones de entropías con una red neuronal de función 
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de base radial.  El desempeño de este modelo es excelente, el valor del RMSE para el set de prueba 

es de 0.04. Sin embargo, es de notar que el set de entrenamiento consiste solamente de sustancias 

neutras y básicas, y cuenta con tan solo 74 moléculas y el de prueba con 20.  73 

La gran mayoría de trabajos en predicción de pKa se realizan en agua como disolvente. Sin 

embargo, existe una investigación donde se utilizan algoritmos de ML para predecir la pKa en 39 

disolventes diferentes, entre ellos DMSO, EtOH y MeCN. Se introdujo SPOC, una herramienta 

para obtener descriptores combinados de estructuras y propiedades físico-químicas. Se crearon dos 

modelos, uno holístico con los 39 disolventes y uno por cada disolvente por separado para los seis 

disolventes con los que se tenía mayor cantidad de datos. Los mejores resultados se obtuvieron al 

utilizar los algoritmos de redes neuronales y XGBoost entre todos los utilizados, con un RMSE de 

1.34 y 1.43, respectivamente.  En todos los casos el modelo holístico obtuvo mejores resultados, 

los menores errores se obtuvieron para los valores en EtOH/H2O, MeOH y DMF; todos con MAE 

menor a la unidad.  Con este modelo se obtuvo un RMSE de 1.07 unidades de pKa para el reto a 

ciegas SAMPL6. 74 

Una investigación en 2019 aplicó modelos similares a QSAR aplicados en el pasado para 

la predicción de pKa. Con un set de 7912 compuestos, que al curar se mantuvo un 79% de este, se 

utilizó para entrenar tres tipos de algoritmos de ML: SVM combinado con kNN, XGBoost y DNN. 

Como descriptores se utilizaron conteos de fragmentos, fingerprints binarios y descriptores 

moleculares continuos. Los tres tipos de modelos tuvieron desempeños similares con RMSE 

alrededor de 1.5 unidades. 75 

En un artículo de 2020, del cual se tomaron los valores experimentales de pKa para entrenar 

el modelo del presente trabajo, se construyeron modelos utilizando 200 descriptores del módulo 

de Python RDKit y una Morgan fingerprint de 4096 bits de radio 3 para las moléculas en sus 

estados neutros. Los algoritmos de ML probados fueron RF, SVR, MLP y XGBoost. Al realizar 

una validación cruzada con k = 5, el modelo con mejor desempeño fue el RF al utilizar todos los 

descriptores y el fingerprint como inputs. 76 

 Recientemente se reportaron varios modelos novedosos de Active Learning, el cual 

corresponde a un tipo de modelos de ML que consulta las etiquetas de nuevos datos (diferentes al 

del entrenamiento inicial) para mejorar el desempeño del modelo. En esta investigación se 

realizaron varios experimentos donde fueron entrenados con Morgan fingerprints de 2048 bits. El 

desempeño de los modelos propuestos no fue bueno, incluso los autores llaman como un fracaso 
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en la predicción de pKa. Como recomendación los autores mencionan que este tipo de algoritmo 

usualmente utilizan sets de datos mucho más grandes. 77 

1.6. Coeficiente de distribución 

1.6.1. Aspectos generales 

 

El coeficiente de distribución (log D) se define como la razón de la concentración de un 

compuesto en un la fase lipofílica y la concentración en fase acuosa de todas las especies a un pH 

dado. 78 A diferencia del log P, el log D considera la partición de tanto las especies ionizadas y no 

ionizadas entre ambas fases. 79 El log D solo se utiliza en contextos donde se trabaje con moléculas 

ionizables y dependerá del pH de la fase acuosa. 7 En un contexto donde el 95% de las drogas 

aprobadas corresponden a moléculas ionizables, siendo 75% bases y 20% ácidos. 80 

Los modelos iniciales teoría de partición establecían que solo las especies neutras se 

particionan entre las fases. Por lo tanto, para el coeficiente de distribución no se toma en cuenta la 

concentración de la especie iónica en la fase lipofílica. En la Figura 15 se muestra el esquema de 

este modelo para un ácido. 81 En estas circunstancias el coeficiente de distribución depende del 

coeficiente de partición neutro y de la pKa de la molécula como se muestra en la ecuación 24, 

donde 𝛿 = 𝑝𝐻 − 𝑝𝐾𝑎 para ácidos y 𝛿 = 𝑝𝐾𝑎 − 𝑝𝐻 para bases.  

 

Figura 15. Esquema de mecanismo de partición n-octanol/agua para un ácido (HX) sin tomar en 

cuenta la partición de especies iónicas. 81 

log 𝐷𝑝𝐻 = log (
[𝐻𝐴]𝑛−𝑜𝑐𝑡𝑎𝑛𝑜𝑙

 [𝐻𝐴]𝑎𝑔𝑢𝑎+ [𝐴−]𝑎𝑔𝑢𝑎
)                                               [23]                                 

log 𝐷𝑝𝐻 = log 𝑃𝑁 − log(1 + 10𝛿)                                                [24] 
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 Investigaciones posteriores donde se evidenció la partición de especies iónicas, un modelo 

más elaborado para el coeficiente de distribución fue propuesto. Donde la corrección inmediata 

fue incluir la concentración de la especie iónica en la fase lipofílica 81. En la Figura 16 se muestra 

el esquema que soporta este modelo y en las ecuaciones 25 y 26 la expresión del coeficiente de 

distribución y la ecuación que lo relaciona con el coeficiente de partición iónica, neutra y la pKa. 

Los valores de δ son iguales que en el modelo tradicional.  

 

Figura 16. Esquema de mecanismo de partición n-octanol/agua para un ácido (HX) al tomar en 

cuenta la partición de especies iónicas. 81 

log 𝐷𝑝𝐻 = log (
[𝐻𝐴]𝑛−𝑜𝑐𝑡𝑎𝑛𝑜𝑙 + [𝐴−]𝑛−𝑜𝑐𝑡𝑎𝑛𝑜𝑙

 [𝐻𝐴]𝑎𝑔𝑢𝑎+ [𝐴−]𝑎𝑔𝑢𝑎
)                                 [25] 

log 𝐷𝑝𝐻 = log(𝑃𝑁 + 𝑃𝐼 ∙ 10𝛿) − log(1 + 10𝛿)                                   [26] 

Como es evidenciado en las ecuaciones anteriores el coeficiente de distribución dependerá 

del pH de la fase acuosa. Las condiciones variables de pH en el cuerpo van a generar que los 

compuestos se encuentren en una mezcla de las especies neutras e ionizadas. A pesar de que los 

mecanismos bioquímicos mantienen el pH de la sangre a 7.4, a lo largo del tracto gastrointestinal 

el pH puede variar desde 1 hasta 8 unidades.80 En el campo del diseño de fármacos, el log D se 

reporta al pH fisiológico (pH = 7.4) y en su gran mayoría las bases de datos son de solamente log 

D7.4. 
82 

1.6.2. Modelos de predicción de ML 
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La predicción de los coeficientes de distribución se ha centrado en el log D7.4. Muchas 

alternativas han sido propuestas y han mejorado con el paso de los años. En 1997 se propuso un 

modelo a partir de varias regresiones lineales que predecían la partición y protonación de las 

moléculas. Las ecuaciones involucran la partición de los microestados de protonación según el pH, 

de manera que con sumatorias y productorias de los parámetros obtenidos de las regresiones (P, k 

y K) se pudiera obtener el coeficiente de distribución. Esta es de las pocas investigaciones que ha 

intentado obtener valores de log D a varios valores de pH. A pesar de que las ecuaciones derivadas 

tienen cierto significado físico, ya que se fundamentan en los equilibrios de partición de los 

microestados de protonación; los resultados obtenidos no son de la mejor calidad. El mejor de los 

modelos presentados tiene más de 0.5 de error para el 50% de set de prueba. Este modelo fue 

presentado bajo el nombre PrologD. 83 

En 2005 fue reportado un modelo para log D7.4 con redes neuronales Bayesianas 

regularizadas (BRNN), usando bases de datos de AstraZeneca para entrenarlo. 84 Este modelo se 

basa en penalizar los pesos grandes que puedan darse en algunas neuronas, para reducir el 

sobreajuste y que el modelo sea más generalizado.85 Luego de la estandarización y eliminación de 

moléculas repetidas el training set utilizado fue de 5000 moléculas, separadas cada una en un 

clúster. Los clústeres fueron creados con el total de las moléculas y se seleccionó uno de cada 

clúster para el training set para tener diversidad química en el modelo. El resto de moléculas son 

parte del test set, para un total de 3189. Para este modelo de BRNN se generaron 122 descriptores 

de propiedades 2D, 3D y de carga. Tras la eliminación de propiedades correlacionadas y de poca 

varianza se entrenó la BRNN con 56 descriptores no especificados por los autores. En cuanto a la 

arquitectura de la BRNN se utilizaron 43 nodos y se entrenó por 450 ciclos. Al probar una librería 

de compuestos se obtuvo un RMSE de 0.45. Los autores separaron luego las moléculas en bases, 

ácidos, zwitteriones y neutros; los errores más bajos fueron para las bases y neutros, mientras que 

los más altos para los ácidos.84 

Un método para la predicción de log D7.4 con SVM fue propuesto, en este caso se usó un total 

de 1130 moléculas, de las cuales 80% se usó como training set. Un total de 121 descriptores 2D 

fueron generados para entrenar el modelo, los mejores descriptores se seleccionaron mediane un 

algoritmo genético de regresión lineal múltiple. Se observó que luego de la utilización de 30 

descriptores la mejoría del modelo no era significativa por lo que este fue el número final de 
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descriptores utilizados. Al hacer un análisis eliminando uno de los 30 descriptores a la vez, se notó 

que los que más influencia tenían en el modelo eran los descriptores relacionados con puentes de 

hidrogeno, polaridad y área superficial de la molécula. Como resultados de este modelo SVM se 

obtuvo un RMSE de 0.56, a modo de comparación se creó un modelo de PLS. El PLS obtuvo 

peores resultados que el SVM, para un RMSE de 0.69. Además, se hicieron comparaciones con 

modelos comerciales como Marvin y el SVM obtuvo mejores resultados. Al determinar el dominio 

de aplicabilidad del modelo se encontraron varios valores atípicos, entre ellos el péptido Ac−Tyr 

−Gly−Gly−Gln−NH2 y el antibiótico rifampin. De esto se puede intuir que el modelo no es bueno 

para péptidos y macrociclos. 86 

Como se mencionó en uno de los modelos de log P las moléculas se pueden representar como 

grafos. Un modelo con un abordaje similar utiliza los grafos convolucionados para generar redes 

neuronales para predecir log D7.4. El desempeño del método Graph Convolutional Deep Neural 

Network (GC-DNN) con tres capas ocultas fue mejor que para algoritmos que utilizaban como 

inputs vectores con la información del grafo que usa el GC y otros descriptores, RF y FC-DNN. 

Los autores hacen énfasis en lo importante que es la información de conectividad de la molécula 

y atribuyen a eso el mejor desempeño del método GC-DNN. 87 

Un estudio con el objetivo de crear un punto de referencia para comparar métodos de ML en 

el diseño de drogas (mecánica cuántica, propiedades físico-químicas, biofísica y fisiológicas), se 

comparan los métodos de: MPNN, DAG, GC, KRR, XGBoost, Singletask NN, RF y Weave. En 

el caso del log D7.4 el mejor modelo fue el de GC, lo que muestra que la representación de las 

moléculas como grafos tiene un buen potencial con RMSE debajo de 0.7. El segundo modelo con 

mejor desempeño es el Weave, este modelo también se basa en información gráfica, la diferencia 

radica en que transmite mejor la información entre átomos lejanos, pero aumenta la complejidad 

de la convolución. 88 

Otro algoritmo utilizado es el Cross Conformal Prediction (CCP), consiste en una regresión 

que predice un intervalo según la similitud del dato con el training set. En este caso el training set 

se divide en un set de entrenamiento y uno de calibración; se puede dividir en varios sets más para 

entrenar y calibrar. El intervalo que predice también va a depender del intervalo de confianza que 

el usuario seleccione. Este algoritmo fue usado con 1.5 millones de compuestos, para predecir log 

D7.4. Sin embargo, este gran set corresponde a valores de log D calculados y no experimentales. 
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Como descriptores se utilizaron vectores de 1068830 enteros que contienen información sobre los 

átomos, su ambiente químico, átomos vecinos y otros atributos 2D de la molécula. A pesar de los 

buenos resultados que se muestran en el artículo, RMSE 0.41, estos se evalúan contra un log D 

calculado. El error de este modelo contendrá intrínsecamente el error del modelo con que se 

obtuvieron los valores para el entrenamiento. 89 

Recientemente se publicó una investigación donde se comparan varios algoritmos de ML 

para la predicción de log D7.4. Un training set de 3501 moléculas fue utilizado. Como descriptores 

se utilizaron: 19 propiedades físicas, 14 de teoría de Huckel, 18 de área superficial, 42 de conteo 

de átomos/enlaces, 16 de conectividad/forma, 33 de proximidad y distancia, 13 de farmacóforos y 

50 de cargas parciales; para un total de 205. De estos se eliminan los altamente correlacionados 

(R2 ≥ 0,95) o los de varianza cercana a cero. Ocho algoritmos fueron probados: RF, RVM, SVM, 

Cubist, GP, GB, XGBoost y DL. 90 

El RVM es un modelo de maximización de expectativa baja, reduce el número de SV 

requeridos para modelar el límite de decisión en el hiperparámetro espacial creado con los 

vectores. Cubist se basa en la construcción de árboles de regresión que hacen que la predicción se 

haga basado en una regresión lineal y no en valores discretos como algoritmos que usan arboles 

de decisión. GP se basa en inferencia probabilística Bayesiana. GB es gradient boosting, algoritmo 

predecesor del XGBoost. 90 

De todos los modelos desarrollados el que obtuvo los mejores parámetros de desempeño la 

investigación fue el XGBoost, es acorde a lo esperado ya que este algoritmo ha sido el ganador de 

varias competencias recientemente. Los autores hicieron un modelo consenso, promediando las 

predicciones de los tres mejores modelos XGBoost, GB y SVM. Los descriptores más relevantes 

del modelo fueron log P y log S computados. Al establecer el dominio de aplicabilidad del modelo 

se notó que los outliers eran principalmente compuestos péptido-miméticos.90 

La mayoría de estudios de ML en descriptores lipofílicos se centra en moléculas pequeñas. 

Mediante algoritmos LASSO y SVM se generaron modelos para la predicción de log D7.4 de 

péptidos y péptido miméticos. El algoritmo LASSO (Least absolute shrinkage and selection 

operator) consiste en una regresión regularizada multivariable donde se puede controlar la 

dimensionalidad del modelo. Se generaron 120 descriptores de atributos 1D-2D de los péptidos, 

los descriptores fueron seleccionados por minimización del RMSE con el algoritmo LASSO o por 
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PCA. Con el algoritmo LASSO se seleccionaron 11 descriptores y con PCA 20. La mayoría de 

estos relacionados con carga y área polar superficial. El set para el modelo consistió de 243 

péptidos disponibles al público y 800 péptidos/péptido miméticos de AstraZeneca. El mejor de los 

modelos resulto ser el SVM con los descriptores seleccionados por LASSO. Sin embargo, los 

autores hicieron un ponderado según los RMSE obtenidos para calcular un modelo consenso entre 

los SVM con los descriptores de LASSO y PCA. Este modelo obtuvo mejor desempeño para varios 

test sets. Obtuvo como mejor resultado un RMSE de 0.38 para un test set de 64 péptidos.91 

Recientemente se reportó un modelo donde se utilizaron data sets públicos (ChEMBL 92,93), 

de licencia (BioByte 94) y privados (Genentech) para la predicción de log D. Se utilizaron en 

primera instancia valores experimentales de log D a pH de 7.4, para entrenar algoritmos de cubista, 

RF y SVM.  Como descriptores utilizados fueron: ClogP, ClogD, pKa, carga formal, fracción 

ionizada, fingerprints ECFP495, índices electrotopológicos, conteos de átomos, 

donadores/aceptores de puente de hidrógeno y TPSA. De esta manera se obtuvieron los mejores 

resultados con SVM, con un RMSE de 0.66 con el set de licencia filtrado a obtener un 75%. 

Posteriormente utilizan valores predichos de pKa por softwares comerciales para utilizar la 

ecuación 6 para despejar y obtener valores de log P. Entre las principales limitaciones expuestas 

se encuentra la baja calidad de las predicciones de pKa.
96 Este abordaje sería inverso a lo que se 

propone en este trabajo, ya que el objetivo es predecir valores de log P y pKa, para obtener el valor 

de log D a cualquier pH.  

La compañía farmacéutica Pfizer desarrolló un modelo de ML para la predicción del 

coeficiente de distribución de datos obtenidos por la técnica de shake-flask miniatura (SFlogD, n 

= 200 mil) y el método cromatográfico (ElogD, n = 80 mil). A partir de estos datos construyeron 

modelos de regresión lineales, que con los valores arrojados entrenaron el modelo de ML. El 

modelo fue basado en XGBoost, con un set de entrenamiento del 80% y de testeo del 20%. Para 

seleccionar de cuál metodología obtener el dato se emplearon una serie de reglas basadas en si la 

molécula es un zwiterión y el valor de log D.  Al probar los modelos obtuvieron que para el SFlogD 

un 71.0% tienen errores menores a 0.5 unidades de log D y un 75.9% para el ElogD. No se reportan 

los valores de RMSE, MSE o MAE. 97 
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2. Metodología  

2.1. Coeficiente de partición neutro (log PN) 

2.1.1. Base de datos  

 

Para construir los modelos de predicción del coeficiente de partición neutro (log PN) se 

utilizaron dos bases de datos para obtener valores experimentales y el código SMILES de las 

moléculas correspondientes; la primera se obtuvo de In Silico Prediction of Physicochemical 

Propertiers of Environmental Chemicals Using Molecular Fingerprints and Machine Learning 48  

y la segunda de DrugBank98. Por facilidad, a la primera base de datos se le denominó ENV y la 

segunda DB. De estas bases de datos se extrajeron las observaciones que tenían un SMILES 

correcto y valor de (log PN) experimental. La verificación de la validez del código SMILES se 

realizó con el módulo de Python RDkit 99, se dejó por fuera las moléculas cuya conversión de 

SMILES a representación molecular (Mol) condujera a un error o advertencia.  

 La base de datos ENV contenía un total de 13 819 compuestos y DB 1 102. Se fusionaron 

las dos bases de datos mencionadas en una denominada como ALL para fines del código, en total 

se tenían 14 921 compuestos. Se eliminaron compuestos duplicados convirtiendo todas las 

moléculas de código SMILES a formato Mol y luego viceversa. De esta manera dejó solo una de 

las observaciones en casos donde hayan SMILES duplicados. Luego de eliminar duplicados, se 

obtuvo un total de 14 477 compuestos.  

 Para asegurar que la base de datos correspondiera solo de moléculas neutras, se procedió a 

eliminar sales con la herramienta SaltRemover de RDkit 99. Se eliminaron un total de 93 sales. En 

el caso de compuestos que estuvieran cargados se utilizó la fórmula GetFormalCharge para 

obtener la carga de las moléculas, se eliminaron un total de 16 moléculas cuya carga era diferente 

de cero. En este punto se contaban con un total de 14 368 moléculas neutras.  

Una de los pasos para la preparación de datos es el recorte de la base de datos en búsqueda de 

anomalías u outliers. En caso de que se dejen estos datos los algoritmos pueden arrastrar el sesgo 

que estos introducen. 100 Para hacer el filtrado se tomó tanto en cuenta la regla de Lipinski para log 

PN (log PN < 5) y de la masa molecular (MW, Molecular Weight < 500) 101, como la caracterización 

estadística del dataset. En la Figura 17 se puede observar la dispersión de las observaciones según 

log PN y MW, es claro que existen puntos que se alejan de la mayoría de la población. Estos outliers 
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se encuentran a altas MW y valores extremos del log PN. En las Figuras 18 y 19 se puede observar 

la distribución de frecuencias para estas dos propiedades.  

 

Figura 17. Dispersión MW vs log PN de la base de datos previo al filtrado.  

 

Figura 18. Distribución de densidad de frecuencias de log PN de la base de datos previo al filtrado.   
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Figura 19. Distribución de densidad de frecuencias de MW de la base de datos previo al filtrado.  

 En el Cuadro III se muestra un resumen estadístico de las distribuciones para log PN y MW, 

se incluyen los rangos si se hiciera un filtrado con dos y tres desviaciones estándar. Se tomó la 

decisión de hacer el filtrado con tres desviaciones estándar ya que el límite inferior para log PN 

con dos desviaciones estándar dejaría por fuera información importante de compuestos menos 

lipofílicos y en el caso de la masa molecular el límite superior se encuentra inferior a 500 g/mol, 

lo que deja un límite muy abrupto para moléculas que rondan los 500 g/mol. 

Cuadro III. Resumen estadístico de la base de datos (N = 14 368) para el log PN y MW. 

Propiedad Promedio Mediana σ �̅� - 2 σ �̅� + 2 σ �̅� - 3 σ �̅� + 3 σ 

log PN   2.08 2.0 1.87 -1.66 5.83 -3.54 7.70 

MW (g/mol) 258 240 118 22 494 -97 613 

 

 Al filtrar por log PN se dejaron por fuera un total de 115 observaciones y por MW 212. 

Luego del filtrado, el número total de observaciones es de 14 041. En la Figura 20 se muestra la 

dispersión para estas dos propiedades luego del filtrado de la base de datos.  
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Figura 20. Dispersión MW vs log PN de la base de datos luego del filtrado.  

2.1.2. Descriptores 

 

Para el cálculo de descriptores que puedan funcionar como variables independientes para 

la predicción del log PN se optó por utilizar el módulo RDkit 99, se utilizó conteo de grupos 

funcionales (todos los posible proporcionados por el módulo), masa molecular, refractividad 

molar, número de aceptores de puente de hidrógeno, número de donadores de puente de hidrógeno, 

número de enlaces rotables, número de anillos aromáticos, número de anillos alifáticos y área polar 

superficial; para un total de 96 descriptores.  

 Entre descriptores se buscó cuáles tienen eran igual a cero para todas las observaciones, se 

identificó tres descriptores y se procedió a eliminarlos: fr_diazo, fr_isocyan y fr_prisulfonamd. La 

multicolinealidad se da cuando una o más variables independientes tienen una alta correlación 

lineal. Cuando esto ocurre se debe dejar solo una de las variables, de lo contrario se estaría 

introduciendo un sesgo al modelo. Como regla empírica se dice que hay un alta multicolinealidad 

cuando el coeficiente de determinación es mayor a 0.95. 102 Para los 93 descriptores restantes, se 

calculó el coeficiente de correlación entre cada columna y se identificaron los que tuvieran un 

𝑅2 > 0.95 . En el Cuadro IV se muestran los descriptores altamente correlaciones y su 𝑅2 
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respectivo. Se eliminaron los descriptores mostrados en la segunda columna, para dejar un total de 

89.  

Cuadro IV. Descriptores con alta multicolinealidad identificados en el data set.  

Descriptor 1 Descriptor 2 𝑹𝟐 

fr_Ar_NH fr_Nhpyrrole 1.00 

fr_COO fr_COO2 1.00 

fr_phenol fr_phenol_noOrthoHbond 0.97 

fr_phos_acid fr_phos_ester 0.98 

 

En el Cuadro V se muestra una breve descripción de todos los 89 descriptores remanentes 

que fueron utilizados para el entrenamiento de los modelos.  

Cuadro V. Descriptores calculados para la predicción del log PN. 

Descriptor Descripción  

fr_Al_COO Número de ácidos carboxílicos alifáticos 

fr_Al_OH Número de grupos hidroxilos alifáticos 

fr_Al_OH_noTert Número de grupos hidroxilos alifáticos excluyendo tert-OH 

fr_ArN Número de grupos funcionales con N enlazados a un anillo 

aromático 

fr_Ar_COO Número de ácidos carboxílicos aromáticos 

fr_Ar_N Número de nitrógenos aromáticos 

fr_Ar_NH Número de aminas aromáticas 

fr_Ar_OH Número de hidroxilos aromáticos 

fr_COO Número de ácidos carboxílicos 

fr_C_O Número de carbonilos 

fr_C_O_noCOO Número de carbonilos excluyendo ácidos carboxílicos/carboxilatos 

fr_C_S Número de tiocarbonilos 

fr_HOCCN Número de C(OH)CCN-Ctert-alquil or C(OH)CCNcíclico 

fr_Imine Número de iminas 

fr_NH0 Número de aminas terciarias 
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fr_NH1 Número de aminas secundarias 

fr_NH2 Número de aminas terciarias 

fr_N_O Número de hidroxilaminas 

fr_Ndealkylation1 Número de grupos XCCNR 

fr_Ndealkylation2 Número de aminas tert-alicíclicas  

fr_SH Número de tioles 

fr_aldehyde Número de aldehídos 

fr_alkyl_carbamate Número de alquil carbamatos 

fr_allylic_oxid Número de sitios de oxidación alílica  

fr_amide Número de amidas 

fr_amidine Número de grupos amidinos 

fr_aniline Número de anilinas 

fr_aryl_methy Número de sitios aril metil para hidroxilación  

fr_azide Número de azidas 

fr_azo Número de grupos azo 

fr_barbitur Número de grupos barbiturato 

fr_benzene Número de anillos de benceno 

fr_benzodiazepine Número de benzodiazepinas 

fr_bicyclic Número de biciclos 

fr_dihydropyridine Número de dihidropiridinas 

fr_epoxide Número de anillos epóxido 

fr_ester Número de ésteres 

fr_ether Número de éteres 

fr_furan Número de anillos furano 

fr_guanido Número de grupos guanidino 

fr_hdrzine Número de grupos hidrazina 

fr_hdrzone Número de grupos hidrazona 

fr_imidazole Número de anillos imidazol  

fr_imide Número de grupos imida 

fr_isothiocyan Número de isotiocianatos 
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fr_ketone Número de cetonas 

fr_ketone_Topliss Número de cetonas excluyendo diarilo, α,β-insaturadas, dienonas y 

con heteroátomos en el C α 

fr_lactam Número de betalactamas 

fr_lactone Número de ésteres cíclicos (lactonas) 

fr_methoxy Número de grupos metoxi 

fr_morpholine Número de anillos de morfolina 

fr_nitrile Número de grupos nitrilo 

fr_nitro Número de grupos nitro 

fr_nitro_arom Número de grupos nitro en anillos aromáticos 

fr_nitro_arom_nonortho Número de grupos nitro en anillos aromático excluyendo posición 

orto 

fr_nitroso Número de grupos nitroso 

fr_oxazole Número de anillos de oxazol 

fr_oxime Número de grupos oxima 

fr_para_hydroxylation Número de sitios de para-hidroxilación 

fr_phenol Número de fenoles 

fr_phos_acid Número de grupos de ácido fosfórico 

fr_piperdine Número de grupos piperidina 

fr_piperzine Número de grupos piperazino 

fr_priamide Número de amidas primarias 

fr_pyridine Número de anillos de piridina 

fr_quatN Número de aminas cuaternarias 

fr_sulfide Número de tioéteres 

fr_sulfonamd Número de sulfonamidas 

fr_sulfone Número de sulfonas 

fr_term_acetylene Número de acetilenos terminales 

fr_tetrazole Número de anillos de tetrazol 

fr_thiazole Número de tiazoles 

fr_thiocyan Número de tiocianatos 
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fr_thiophen Número de tiofenos 

fr_unbrch_alkane Número de alquenos no ramificados (al menos 4 C) 

fr_urea Número de grupos urea 

MW Masa molar 

MR Refractividad molar computada 

HBA Número de aceptores de puentes de hidrógeno 

HBD Número de donadores de puentes de hidrógeno 

RotBonds Número de enlaces rotables 

AromRings Número de anillos aromáticos 

AliphRings Número de anillos alifáticos 

PSA Área polar superficial topológica 

C Número de carbonos 

Cl Número de cloros 

F Número de flúores  

Br Número de bromos 

I Número de yodos 

 

2.1.3. Modelos 

 

Es una buena práctica iniciar con un modelo de MLR para establecer una base de referencia 

del desempeño previo a tratar con modelos no lineales. 10 Para la programación del modelo de 

MLR se utilizó de la librería scikit-learn el módulo linear_model 103. En el Cuadro VI se presenta 

a modo de resumen las diferentes condiciones de modelos MLR que se efectuaron. Para todas se 

calculó el RMSE en función del porcentaje del dataset utilizado como training set. Con los 

resultados de los modelos de MLR se tomaron decisiones para construir el resto de modelos con 

los otros algoritmos.  
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Cuadro VI. Condiciones utilizadas para generar los modelos de MLR.  

Modelo  Descripción de las condiciones utilizadas 

MLR-1 Totalidad de descriptores 

MLR-2 25% de los descriptores que más correlacionan con el log PN 

MLR-3 50% de los descriptores que más correlacionan con el log PN 

MLR-4 75% de los descriptores que más correlacionan con el log PN 

MLR-5 Solamente descriptores de conteo grupos funcionales 

MLR-6 Totalidad de descriptores, pero regularizados 

MLR-7 25% de los descriptores que más correlacionan con el log PN, pero regularizados 

MLR-8 50% de los descriptores que más correlacionan con el log PN, pero regularizados 

MLR-9 75% de los descriptores que más correlacionan con el log PN, pero regularizados 

MLR-10 Solamente descriptores de conteo grupos funcionales, pero regularizados 

 

 Para este análisis inicial se consideró solamente el RMSE para evaluar los modelos. 

Basándose en los resultados del MLR se eligió las condiciones que mejor desempeño tuvieron para 

probar con el resto de modelos por probar. El segundo tipo de algoritmo probado fue el PLS con 

el módulo PLSRegression. 103 Se probó con la totalidad de los descriptores, con dos y tres 

componentes para porcentajes del dataset como training set desde 50 hasta 99%, para efectos de 

codificación se les llamó PLS-2 y PLS-3 respectivamente.  

 En el caso del algoritmo de boosting, se utilizó el paquete de Python xgboost104 y se le 

asignó el código XGB. Se calculó el RMSE para modelos entrenados con training sets 

correspondientes al 80-99% del dataset. De la misma manera se realizó para el modelo de Random 

Forest, RF, creado con el módulo RandomForestRegressor de sckit-learn. 103 

 Varias arquitecturas de ANN de perceptrón fueron entrenadas con el algoritmo de MLP del 

módulo MLPRegressor de scikit-learn. El modo de activación de las neuronas fue ‘relu’ y la 

función de resolución de funciones ‘adam’.103 Para el diseño de las arquitecturas se tomaron en 

cuenta varias recomendaciones de la literatura: el número neuronas en capas ocultas debe estar 

entre el tamaño de la capa output y el del input, la mayoría de problemas se pueden solucionar al 

usar solo dos capas de neuronas y que la cantidad de neuronas ocultas debe ser menor que el doble 

de las neuronas del input. 105  
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Se probaron varios abordajes mencionados en la literatura para el cálculo del tamaño de las 

capas ocultas, las ecuaciones 27, 28 y 29 muestran las fórmulas utilizadas, donde 𝑁ℎ corresponde 

al número de neuronas de la capa oculta, 𝑁𝑖 a las de la capa input y 𝑁𝑜 a las de la capa output. 106 

Sin embargo, la selección final de la arquitectura se debe realizar con prueba y error. 105 A partir 

de los resultados preliminares se trabajó posteriormente con esa arquitectura como base para luego 

mejorarla. En el Cuadro VII se muestra un resumen de las arquitecturas probadas.  

𝑁ℎ =
√1 + 8𝑁𝑖 − 1

2
                                                          [27] 

𝑁ℎ = √𝑁𝑖𝑁𝑜                                                                  [28] 

𝑁ℎ =
4𝑁𝑖

2 + 3

𝑁𝑖
2 − 8

                                                                [29] 

Cuadro VII. Resumen de las arquitecturas de redes neuronales artificiales MLP utilizadas. Los 

tamaños de las capas ocultas se expresan según la cantidad de neuronas en cada una.  

Modelo Tamaño de la/las capas ocultas 

NN-1 120 

NN-2 170 

NN-3 400 

NN-4 1024, 512 

NN-5 120, 10 

NN-6 128, 64 

NN-7 170, 18 

NN-8 256, 128 

NN-9 400, 200 

NN-10 400, 4 

NN-12 500, 100 

NN-13 512, 256 

NN-14 1024, 512, 256 

NN-15 128, 128, 128 
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NN-16 256, 128, 64 

NN-17 256, 256, 256 

NN-18 400, 200, 100 

NN-19 512, 256, 128 

NN-20 512, 512, 512 

 

2.1.4. Evaluación y validación 

 

Al tener todos los resultados de los algoritmos se procedió a elegir los dos con mejor 

desempeño para realizar validaciones cruzadas y validaciones con test set externos. Además, si el 

tipo de algoritmo lo permite, se realizan pruebas optimización en la arquitectura o en parámetros 

del algoritmo. En el caso de las redes neuronales se probaron las diferentes funciones de activación 

ofrecidas por el módulo utilizado.  

 En el caso de las validaciones cruzadas de k-iteraciones se realizaron con 𝑘 = 10, ya que 

según evidencia empírica de la literatura sugiere que se obtiene una baja varianza y un bajo sesgo, 

esto también ocurre con 𝑘 = 5. 107  Las validaciones externas se realizaron con dos bases de datos 

SAMPL6 108 (𝑛 =  11) y SAMPL7 109 (𝑛 =  22). En ambos tipos de validación se utilizó RMSE, 

MSE, MAE y R2 como métricas de evaluación.  

 Se realizó también el cálculo la matriz de leverage para establecer el dominio de 

aplicabilidad del modelo. En la gráfica de Williamson se incluyó el training set, test set y los dos 

sets de validación externa.  

2.2. Coeficiente de partición iónico (log PI) 

2.2.1. Base de datos 

 

La base de datos para la predicción del coeficiente de partición iónico se construyó a partir 

de 104 valores obtenidos (AVD) del libro Absorption and Drug Development 7. De estas 

observaciones se eliminó la morfina y el enalaprilato que tenían carga 2+ y se salen de los objetivos 

planteados. La base AVD se separó en dos, MON para los compuestos simple monocargados y 

ZW para los compuestos zwiteriónicos monocargados, con 76 y 26 observaciones 

respectivamente. Además, se obtuvieron valores provenientes de las bases de datos ENV 48 y DB 

98 donde previamente se habían filtrado 93 compuestos que correspondían a sales (SALTS). De 
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estas sales se recuperaron 17 observaciones, luego de filtrar compuestos que correspondieran 

aminas cuaternarias y aquellos que no tenían valores de log PN.  

 Para cada base se programó un script para que cada observación tuviera el SMILES neutro 

y cargado (sin contraión) de cada molécula con la librería RDkit 99 de Python y OpenBabel 110. En 

el Cuadro VIII se resumen los tamaños de las subbases de datos empleadas y como se fusionaron 

para obtener dos bases finales con las qué probar si incluir o no los zwiteriones.  

Cuadro VIII. Resumen del tamaño de las bases de datos empleadas para la predicción del log PI. 

El número de observaciones de las subbases se muestra entre paréntesis.   

Base de datos  Número de observaciones Subbases de datos 

ALL_logPI 93 MON (76) 

SALTS (17) 

ALL_logPI_Zw 119 MON (76) 

SALTS (17) 

ZW (26) 

 

2.2.2. Descriptores 

 

Se calcularon los mismos descriptores que para la base de datos de log PN, con la diferencia 

de que se agregó la refractividad molar y el área polar superficial de las moléculas, pero en su 

forma cargada. El total de descriptores calculados fue de 99. Se realizó un filtro para eliminar los 

descriptores cuyas columnas estaban en cero; para la base ALL_logPI se eliminaron 33 y 27 para 

ALL_logPI_Zw. El total de descriptores remantes para el entrenamiento fue de 66 y 72, 

respectivamente.  

 Para predecir el log PI no se optó por predecir el valor de este directamente, se optó por 

predecir la diferencia entre el log PN y el log PI. A esta diferencia se le llamó Delta (log PN - log 

PI) o por facilidad seguirá siendo mencionado como Delta. En la Figura 22 y Figura 23 se muestran 

los histogramas de la distribución de log PN, log PI y el Delta; para las bases de datos con y sin 

zwiteriones, respectivamente.  
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a) 

 

b)

 

                         c)  

 

Figura 22. Distribución de densidad de frecuencias de los valores de a) log PI, b) log PN y c) Delta 

para la base de datos ALL_logPI. 

2.2.3. Modelos  

 

De igual manera que para la predicción del log PN se probaron inicialmente varios tipos de 

algoritmos y de acuerdo al RMSE para el test set se deciden elegir dos algoritmos con mejor 

desempeño para realizar evaluaciones más detalladas. Debido a que la variable a predecir es la 

diferencia entre el log PN y el log PI, en los MLR exploratorios se calculó la diferencia entre la 

refractividad molar del compuesto neutro y cargado; de igual manera con el área polar superficial. 

Dada la poca cantidad de observaciones disponibles, se testeó también si el desempeño de los 

modelos mejoraba al reducir el número de descriptores cuyas observaciones fueran mayores a cero 

en al menos 70% de los datos. En el Cuadro VI se presenta un resumen de varias condiciones con 

las que se probaron tanto los modelos de MLR, RF, PLS, NN, SVM y XGBoost para predecir el 

Delta.  
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a) 

 

b) 

 

                           c)  

 

Figura 23. Distribución de densidad de frecuencias de los valores de a) log PI, b) log PN y c) Delta 

para la base de datos ALL_logPI_Zw. 

2.2.4. Evaluación y validación 

 

Los modelos con mejor desempeño con el test set fueron seleccionados para hacer 

validación cruzada y externa. De acuerdo a las métricas (RMSE, R2, MSE y MAE) de estas 

validaciones y las del test set, se elige el modelo con mejor desempeño. El set utilizado para la 

validación externa111, se filtró para utilizar solamente moléculas monopróticas y monobásicas. 

Además, se realizó un gráfico de Williams para definir el dominio de aplicabilidad de los modelos. 
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Cuadro IX. Modelos de predicción de Delta (log PN - log PI)) de regresión lineal múltiple.  

Código de 

condición 

Dataset Delta_MR y 

Delta_PSA 

Porcentaje 

mínimo de 

observaciones 

diferentes de 

cero 

Número de 

descriptores 

I-1 ALL_logPI No 0 66 

I-2 ALL_logPI Sí 0 64 

I-3 ALL_logPI No 70 28 

I-4 ALL_logPI Sí 70 26 

I-5 ALL_logPI_Zw No 0 72 

I-6 ALL_logPI_Zw Sí 0 70 

I-7 ALL_logPI_Zw No 70 30 

I-8 ALL_logPI_Zw Sí 70 26 

 

2.3. Constante de acidez (pKa) 

2.3.1. Base de datos 

 

La base de datos utilizada se recuperó de Machine Learning meets pKa 
76. La base de datos 

fue pre-curada por los autores; de manera que no contuviera sales, moléculas con boro, selenio o 

silicio; moléculas que violaran más de una de las reglas de Lipinski, ni duplicados. Los autores 

mencionan que el rango de pKa la base es entre 2 y 12 unidades. Además, que los SMILES de las 

moléculas corresponden a los estados de protonación a 7.4 unidades de pH. El total de la base fue 

de 5994 observaciones, 2398 ácidos y 3596 bases. Sin embargo, se encontraron ciertas 

inconsistencias en moléculas que debían estar cargadas o neutras al pH indicado. En el Cuadro X 

se muestra un resumen de lo observado respecto a las cargas de las moléculas de la base de datos.  

Las moléculas con cargas múltiples se descartaron por salirse de los objetivos de esta 

investigación. Para el resto de moléculas se utilizó el software dimorphite_dl 2.4 112 para generar 

los posibles estados de protonación de las moléculas. La mayoría de moléculas, 2742, presentaban 
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solo dos estados de protonación (neutro y cargado), lo cual se alinea con el objetivo de predicción 

de pKa para monopróticas y monobásicas.   

Cuadro X. Resumen de las cargas de las moléculas de la base de datos previo a ser curada.  

 Ácidos Bases 

Totalidad 2398 3596 

Cargados correctos 1140 1663 

Cargados incorrectos 34 446 

Neutros correctos 827 1277 

Neutros incorrectos 317 170 

Cargas múltiples 80 40 

 

  Para poder alimentar a los modelos con una mayor cantidad de datos, mediante reglas 

generales de acidez y basicidad se construyeron scripts con la librería rdkit 99 para seleccionar los 

dos estados de ionización involucrados en el equilibrio de la pKa correspondiente en los casos 

donde dimorphite_dl 2.4 arrojaba más de dos estados de ionización. De esta manera, se logró 

recuperar un total de 4363 observaciones con los dos SMILES de los estados de protonación 

involucrados en el equilibrio.  En el Cuadro XI se muestra el resumen estadístico de la base 

de datos resultante.  

Cuadro XI. Descripción estadística de la base de datos de pKa resultante luego del curado.  

Parámetro estadístico Base de datos 

completa 

Ácidos Bases 

Número de observaciones 4363 1844 2517 

Promedio 7.00 6.35 7.48 

Desviación Estándar 2.50 2.65 2.28 

Mínimo 2.00 2.01 2.00 

Máximo 11.97 11.97 11.94 
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Como se puede observar en la siguiente figura, la distribución de valores de pKa se aleja 

de ser una distribución normal debido a la diferencia entre valores de ácidos y bases. Al observar 

los histogramas por separado por esta categoría se puede observar que tampoco siguen la 

distribución normal.  

a) 

 

b) 

 

c) 

 

Figura 24. Distribución de valores de pKa de la base de datos curada para a) todas las 

observaciones, b) ácidos y c) bases.  

2.3.2. Descriptores 

 

Para cada una de las observaciones se calcularon todos los descriptores posibles del módulo 

rdkit.Chem.Descriptors tanto para la molécula neutra como para la molécula cargada, luego se 

calculó la diferencia entre cada descriptor. Se eliminaron los casos donde no existía diferencias 

entre los descriptores. Los valores de las diferencias se utilizarán para entrenar los modelos. 
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Además, se agregó un descriptor binario para indicar si la molécula corresponde a un ácido o una 

base. Esta base de datos se definió como “pKa_descriptors” y tiene una totalidad de 109 

descriptores. Se generó un set adicional de descriptores con Morgan Circular Fingerprints 113 de 

1024 bits y radio de 3. Con esto cada observación de pKa quedó con 1033 descriptores. Esta base 

de datos de denominó “pKa_descriptors_fp”.  

 En el siguiente cuadro se muestran los descriptores utilizados. Los fingerprints por su 

estructura no tienen identificación de lo que representa cada bit.  

Cuadro XII. Descriptores utilizados a parte del conteo de fragmentos utilizados en la predicción 

de la constante de acidez.  

Descriptor Descripción  

MaxEStateIndex Valor máximo de índice de estado electropológico. 114 

MinEStateIndex Valor mínimo de índice de estado electropológico. 114 

MaxAbsEStateIndex Valor absoluto máximo de índice de estado electropológico.  114 

MinAbsEStateIndex Valor absoluto mínimo de índice de estado electropológico.  114 

qed Estimación cuantitativa de la semejanza a drogas. Estimación 

implementada por RDkit 99 basada en el primer método propuesta 

para estimar el QED basado en características de las moléculas 

como masa molar, log P, donadores y aceptores de puentes de 

hidrógeno, enlaces rotables, aromaticidad y área polar superficial. 

115 

MolWt Masa molecular promedio.  

HeavyAtomMolWt Masa molecular al tomar en cuenta solo átomos pesados 

(ignorando hidrógenos).  

ExactMolWt Masa molecular exacta.  

MaxPartialCharge Máxima carga parcial de la molécula.  

MinPartialCharge Mínima carga parcial de la molécula.  

MaxAbsPartialCharge Máxima carga parcial absoluta de la molécula. 

MinAbsPartialCharge Mínima carga parcial absoluta de la molécula. 

FpDensityMorgan1 

FpDensityMorgan2 
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FpDensityMorgan3 Índice de densidad de la huella dactilar circular de conectividad 

de Morgan para la molécula. El número del descriptor 

corresponde al radio con el cuál se hacen las iteraciones para 

construir la huella dactilar. 95 

BCUT2D_MWHI Implementación de RDkit basada en descriptores que contienen 

información topológica y atómica para obtener a partir de 

información 2D propiedades como refractividad molar, log P, 

masa molar y carga Gasteiger. 116 

BCUT2D_MWLOW 

BCUT2D_CHGHI 

BCUT2D_CHGLO 

BCUT2D_LOGPHI 

BCUT2D_LOGPLOW 

BCUT2D_MRHI 

BCUT2D_MRLOW 

BalabanJ Índice topológico basado en distancia altamente discriminante 

entre isómeros basado en distancias. 117  

BertzCT Índice general de complejidad molecular basado en teoría de 

grafos. 118 

Chi0 Índice de conectividad molecular basado en teoría de grafos 

tomando las moléculas en esqueleto. El número corresponde al 

orden de las subgrafos utilizadas para calcular los índices: 0 

corresponde usando los átomos (vértices), 1 a un enlace, 2 a dos 

enlaces, 3 a tres enlaces y 4 a cuatro enlaces. Los índices con 

subíndice “v” corresponde a índices que toman en cuenta los 

electrones de valencia como elementos del grafo, el resto calcula 

solo con los dominios enlazantes. 119 

Chi1 

Chi0n 

Chi1n  

Chi2n 

Chi3n  

Chi4n 

Chi0v  

Chi1v 

Chi2v  

Chi3v 

Chi4v 

HallKierAlpha Corresponde a la inclusión de la identidad de los átomos 

(elemento e hibridación) en el cálculo de los atributos Kappa que 

se basan solamente en la figura de las moléculas. 119 

Kappa1 Atributo de figura basado en el número de trayectorias mínimas y 

máximas, de orden n, en la molécula. Un orden, n, igual 1 

corresponde a un enlace, 2 a trayectorias de dos enlaces y 3 a de 

tres enlaces. 119 

Kappa2 

Kappa3 
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LabuteASA Área superficial aproximada basada en las áreas de van der Waals 

de los átomos individuales y corrección de las áreas por los 

enlaces según sean los elementos involucrados en este. 120 

PEOE_VSA1 Ecualización parcial de la electronegatividad de los orbitales 121 

pesada según las contribuciones de cada átomo a el área 

superficial de van der Waals aproximada. El subíndice del 

descriptor representa los límites de los intervalos (- ∞, -0.3, -0.25, 

-0.20, -0.15, -0.10, -0.05, 0, 0.05, 0.10, 0.15, 0.20, 0.25, 0.30, + 

∞) 120,122 

PEOE_VSA10 

PEOE_VSA11 

PEOE_VSA12 

PEOE_VSA13 

PEOE_VSA14 

PEOE_VSA2 

PEOE_VSA3 

PEOE_VSA4 

PEOE_VSA5 

PEOE_VSA6 

PEOE_VSA7 

PEOE_VSA8 

PEOE_VSA9 

SMR_VSA1 Refractividad molar computada pesada según las contribuciones 

de cada átomo a el área superficial de van der Waals aproximada. 

El subíndice del descriptor representa los límites de los intervalos 

(- ∞, -0.3, -0.25, -0.20, -0.15, -0.10, -0.05, 0, 0.05, 0.10, 0.15, 

0.20, 0.25, 0.30, + ∞) 120,122 

SMR_VSA10 

SMR_VSA2 

SMR_VSA3 

SMR_VSA4 

SMR_VSA5 

SMR_VSA6 

SMR_VSA7 

SMR_VSA9 

SlogP_VSA1 Log P computado pesado según las contribuciones de cada átomo 

a el área superficial de van der Waals aproximada. El subíndice 

del descriptor representa los límites de los intervalos (- ∞, -0.3, -

0.25, -0.20, -0.15, -0.10, -0.05, 0, 0.05, 0.10, 0.15, 0.20, 0.25, 

0.30, + ∞) 120,122 

SlogP_VSA10 

SlogP_VSA12 

SlogP_VSA2 

SlogP_VSA3 

SlogP_VSA4 

SlogP_VSA5 

SlogP_VSA6 

SlogP_VSA8 

TPSA Área polar superficial topológica calculada como suma de 

contribuciones de fragmentos. 123 

EState_VSA1 Descriptores calculados con índices de estados electrotopológicos 

124 y contribuciones del área superficial desarrollado por RDkit. 99  
EState_VSA10 

EState_VSA2 

EState_VSA3 

EState_VSA4 
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EState_VSA5 

EState_VSA6 

EState_VSA7 

EState_VSA8 

EState_VSA9 

VSA_EState1 Descriptores calculados con índices de estados electrotopológicos 

124 y contribuciones del área superficial desarrollado por RDkit. 99 
VSA_EState10 

VSA_EState2 

VSA_EState3 

VSA_EState4 

VSA_EState5 

VSA_EState6 

VSA_EState7 

VSA_EState8 

VSA_EState9 

FractionCSP3 Fracción de carbonos con hibridación sp3. 99 

NHOHCount Número de grupos NH y OH. 99 

NumAliphaticCarbocycles Número de carbociclos alifáticos. 99 

NumAliphaticHeterocycles Número de heterociclos alifáticos. 99 

NumAliphaticRings Número de anillos alifáticos. 99 

NumAromaticCarbocycles Número de carbociclos aromáticos. 99 

NumAromaticHeterocycles Número de heterociclos aromáticos. 99 

NumAromaticRings Número de anillos aromáticos. 99 

NumHAcceptors Número de grupos aceptores de puentes de hidrógeno. 99 

NumHDonors Número de grupos donadores de puentes de hidrógeno. 99 

NumRotatableBonds Número de enlaces rotables. 99 

MolLogP Log P calculado con contribuciones atómicas según elementos y 

características de este como aromaticidad, alifaticidad, grupo 

funcional al que pertenece, si es ionizable, etc. 125 

MolMR Refractividad molar calculada con contribuciones atómicas según 

elementos y características de este como aromaticidad, 

alifaticidad, grupo funcional al que pertenece, si es ionizable, etc. 

125 
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Tipo Variable categórica binaria, según la molécula sea ácido o base. 

Se determina a partir de las cargas de la molécula ionizada. 

Programación propia utilizando RDkit. 99 

 

2.3.3. Modelos  

 

En el Cuadro XIII se muestran los algoritmos y/o arquitecturas de los algoritmos probados 

para la predicción de la pKa. Para generar los modelos fueron utilizados los mismos módulos de 

Python ya mencionados utilizados en la predicción de las otras dos propiedades.  

Cuadro XIII. Algoritmos utilizados para la construcción de modelos de predicción de pKa.  

Modelo Descripción 

MLR Regresión lineal múltiple 

PLS-2 Mínimos cuadrados parciales con 2 componentes 

PLS-3 Mínimos cuadrados parciales con 3 componentes 

RF Bosques aleatorios 

SVM Máquinas de soporte vectorial 

kNN k vecinos más próximos 

XGB Xtreme Gradient Boosting 

NN 512 512 512 Red neuronal de 3 capas con 512 neuronas cada una 

NN 512 256 128 Red neuronal de 3 capas con 512, 256 y 128 neuronas 

NN 256 256 128 Red neuronal de 3 capas con 256, 256 y 128 neuronas 

 

2.3.4. Evaluación y validación 

 

Se construyeron modelos para ambos con solo los descriptores y con los descriptores + el 

fingerprint. Los algoritmos utilizados se muestran en el Cuadro XIII. Se eligieron los dos 

algoritmos con mejor desempeño, basados en el RMSE, para luego realizar las validaciones 

cruzadas y externas y finalmente elegir el modelo con mejor desempeño. La validación cruzada se 

realizó con 𝑘 =  10 y los sets externos fueron los del SAMPL6 108 y SAMPL7 109. En ambas 

validaciones se calcularon el RMSE, R2, MSE y MAE para decidir el mejor modelo. 

Posteriormente se realizó un análisis por separado para ácidos y bases del modelo escogido. Se 

graficó un Williams plot para determinar el dominio de aplicabilidad. 
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2.4. Coeficiente de distribución (log DpH) 

Para la predicción se inició con la predicción del log PN y Delta de la molécula, a partir de 

estos se calculó el log PI realizando la resta log PI = log PN – Delta. Con la predicción de la pKa ya 

se tienen los tres valores necesarios para predecir el log D al pH que se requiera usando la ecuación 

24. Por comparación, también se calculó los valores con la ecuación 26 que solo necesita el log PN 

y pKa. En este caso, no existe un set de entrenamiento para log D, recopilaron varios valores a 

diferentes pH de diferentes fuentes 7 109 126 para crear una base de datos de prueba (𝑛 =  289).  

Para las predicciones se calcularon las métricas que se utilizaron en la evaluación de los 

modelos anteriores, RMSE, R2, MSE y MAE. Además, se graficaron los perfiles para las moléculas 

que tenían valores de log D a varios pH y se realizaron comparaciones con los valores predichos 

por la herramienta comercial de Chemaxon JChem for Office. 127 
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3. Resultados y discusión  

3.1. Coeficiente de partición neutro (log PN) 

Con el modelo de regresión lineal múltiple se hicieron los primeros análisis para determinar 

los porcentajes de partición training/test óptimos, así como el tipo de descriptores a utilizar. Al 

probar las condiciones mostradas en el Cuadro IV, se obtuvieron mejores resultados al utilizar la 

totalidad de los descriptores y no filtrando según su correlación con el log PN, es decir con el 

modelo MLR-1. Esto se puede evidenciar en las siguientes figuras donde el modelo MLR-1 tiene 

mejor desempeño que los modelos MLR-2, MLR-3, MLR-4 y MLR-5.  

 

Figura 25. Variación del RMSE con el porcentaje del dataset utilizado para entrenar el modelo 

MLR-1 en la predicción del coeficiente de partición neutro.  

El menor RMSE con el modelo MLR-1 se tiene al entrenarlo con el 86% y es de 0.86. 

Como se puede observar en la Figura 33, ninguno de los otros modelos con menos cantidad de 

descriptores obtiene mejores resultados. En el caso de los modelos MLR-6 al MLR-10, que 

consisten en las mismas condiciones de los MLR-1 al MLR-5 pero con los descriptores 

regularizados, se obtuvieron los mismos resultados que sin regularizar. Por lo que se opta para el 

resto de algoritmos siguientes no regularizar.   
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MLR-2 

 

MLR-3 

 

 

MLR-4 

 

MLR-5 

 

Figura 26. Variación del RMSE con el porcentaje del dataset utilizado para entrenar los modelos 

MLR-2, MLR-3, MLR-4 y MLR-5 en la predicción del coeficiente de partición neutro. 

Los resultados del PLS se muestran en las Figuras 27 y 28, para los modelos con 2 y 3 

componentes respectivamente. El menor RMSE para PLS-2 fue de 0.98 al usar el 91% y para PLS-

3 fue de 0.94 con 86%. Es evidente que el modelo con tres componentes tiene mejor desempeño 

que el de dos, pero no mejora el de MLR-1.  
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Figura 27. Variación del RMSE con el porcentaje del dataset utilizado para entrenar el modelo 

PLS-2 en la predicción del coeficiente de partición neutro. 

 

Figura 28. Variación del RMSE con el porcentaje del dataset utilizado para entrenar el modelo 

PLS-3 en la predicción del coeficiente de partición neutro. 

 La Figura 29 muestra el resultado para el modelo XGB, se puede observar que la variación 

del RMSE no es tan abrupta como en algunos de los modelos anteriores, lo que lo hace un buen 

candidato. El menor RMSE se obtuvo con el 98%, sin embargo, este porcentaje es muy alto ya que 

deja solo un 2% como test set, lo cual conduciría a una evaluación no representativa del modelo.128 
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Al acomodar por los valores y tomando en cuenta que se deje un porcentaje considerable para el 

test set, el mejor RMSE es de 0.62 al 87%.  

 

Figura 29. Variación del RMSE con el porcentaje del dataset utilizado para entrenar el modelo 

XGB en la predicción del coeficiente de partición neutro. 

 

Figura 30. Variación del RMSE con el porcentaje del dataset utilizado para entrenar el modelo 

RF en la predicción del coeficiente de partición neutro. 
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En el caso del modelo RF, se obtuvo un menor RMSE en comparación con el MLR-1 pero 

no menor que el del XGB. Como se puede observar en la Figura 30, el RMSE del modelo no varía 

abruptamente con el porcentaje del dataset utilizado para el entrenamiento y al tener un bajo RMSE 

también hace este modelo un buen candidato.    

 Al evaluar los tres modelos de SVM se obtuvo el menor RMSE con el modelo SVM-1 que 

corresponde al kernel lineal, el valor fue de 0.90. Los modelos SVM-2 y SVM-3 tuvieron RMSE 

mayores a la unidad, por lo que no fueron considerado como opciones viables para predecir el log 

PN. En el caso de los modelos SVM cabe resaltar que solo se probó a un porcentaje fijo ya que el 

tiempo de entrenamiento de los modelos es bastante alto.  

 En el caso de los modelos de NN, se muestra en el Cuadro XIV un resumen de los RMSE 

más bajos para cada uno de los modelos y el porcentaje correspondiente al cual se obtuvieron. 

Como se puede apreciar, los mejores modelos corresponden a NN-14, NN-17, NN-19 y NN-20. 

En la Figura 31 se muestran las variaciones del RMSE con el porcentaje utilizado como training 

set para estos cuatro modelos. Basándose en el RMSE y que la variación alrededor del punto donde 

es mínimo, se determina que el modelo que parece el mejor candidato para predecir el log PN es el 

NN-20. 

El Cuadro XV muestra a manera de resumen los valores de RMSE más bajos por cada 

algoritmo utilizado y el porcentaje del dataset utilizado como training respectivo. De este cuadro 

se puede inferir que los mejores resultados se obtienen al tomar 87 % del dataset como training set 

y el algoritmo de redes neuronales NN-20. Con base en los resultados del Cuadro XVI se determinó 

que los dos algoritmos electos para realizar las validaciones y evaluaciones de hiperparámetros (en 

casos aplicables) corresponden al XGB y NN-20.  

Previo a las validaciones se entrenaron los modelos con los sets de entrenamiento 

conformados con un 87% del dataset y con la misma semilla aleatoria. En el caso del modelo NN-

20 se probaron las tres funciones de activación ofrecidas por el módulo y se mantuvo la función 

de entrenamiento ‘adam’. La métrica de evaluación utilizada fue el RMSE. Con estos resultados 

el modelo de redes neuronales que fue escogido para continuar con las validaciones fue el de 

activación con tangente hiperbólica.  
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Cuadro XIV. Resumen de RMSE más bajos y porcentajes óptimos utilizados como training set 

para cada uno de los modelos de NN utilizados en la predicción de log PN.  

Modelo Arquitectura Porcentaje training set 

(%) 

RMSE 

NN-1 120 91 0.69 

NN-2 170 81 0.67 

NN-3 400 90 0.69 

NN-4 1024, 512 84 0.73 

NN-5 120, 10 83 0.64 

NN-6 128, 64 90 0.68 

NN-7 170, 18 84 0.65 

NN-8 256, 128 81 0.75 

NN-9 400, 200 81 0.70 

NN-10 400, 4 90 0.63 

NN-12 500, 100 83 0.62 

NN-13 512, 256 93 0.69 

NN-14 1024, 512, 256 92 0.57 

NN-15 128, 128, 128 88 0.59 

NN-16 256, 128, 64 88 0.61 

NN-17 256, 256, 256 82 0.58 

NN-18 400, 200, 100 89 0.59 

NN-19 512, 256, 128 89 0.58 

NN-20 512, 512, 512 87 0.58 
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Figura 31. Variación del RMSE con el porcentaje del set de datos utilizado como set de 

entrenamiento de modelos de redes neuronales (NN-14, NN-17, NN-19 y NN-20) de perceptrón 

múltiple con diferentes arquitecturas en la predicción del coeficiente de partición neutro.  

 

Cuadro XV. Resumen de RMSE y porcentajes utilizados como training set por algoritmo en la 

predicción del coeficiente de partición neutro.  

Modelo Porcentaje training set (%) RMSE 

MLR-1 86 0.86 

PLS-3 86 0.94 

XGB 87 0.62 

RF 89 0.65 

SVM-1 87* 0.90 

NN-20 87 0.58 
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Cuadro XVI. RMSE de los mejores modelos de predicción de log PN para el mismo test set. Para 

los modelos de redes neuronales (NN) se prueban diferentes funciones de activación.  

Modelo RMSE 

XGB 0.62 

NN-20 logistic 0.59 

NN-20 tanh 0.56 

NN-20 relu 0.64 

 

 Para comparar los dos mejores modelos, XGB y NN-20 tanh, se calcularon los parámetros 

de desempeño (R2, RMSE, MSE y MAE) para tanto el set de entrenamiento como para el set de 

prueba de log PN. Como se muestra en el Cuadro XVII el modelo de redes neuronales tiene un 

coeficiente de determinación más cercano a uno y los tres tipos de errores calculados son menores. 

En el Cuadro XVII también se muestran las métricas de desempeño para las predicciones del 

software de ChemAxon, estas son peores que ambos modelos propuestos. En las Figuras 32 y 33 

se muestran las regresiones de los datos predichos por el modelo XGB y NN-20 tanh 

respectivamente, con los valores experimentales.  

Cuadro XVII. Parámetros estadísticos de la evaluación del desempeño de los dos mejores 

modelos de predicción de log PN y comparación con el modelo de licencia ChemAxon. 

Set 

                     Modelo 

Training set Test set 

R2 RMSE MSE MAE R2 RMSE MSE MAE 

XGB 0.94 0.42 0.18 0.32 0.88 0.62 0.39 0.44 

NN-20 tanh 0.98 0.33 0.11 0.25 0.91 0.56 0.32 0.40 

ChemAxon  0.84 0.73 0.54 0.51 0.82 0.76 0.58 0.53 
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Figura 32. Regresión de los valores de log PN predichos con el modelo XGB con los valores 

experimentales del test set. En naranja se muestran los valores cuyo error absoluto es mayor a tres 

veces el RMSE del modelo. La línea negra punteada corresponde a la línea de tendencia generada 

por los puntos, la línea gris a la función identidad.  

Al analizar en ambas regresiones se nota que ambas tienen la misma cantidad de puntos 

fuera del rango ± 3·RMSE. En el caso del XGB estos puntos se encuentran más distribuidos a 

valores extremos del coeficiente de partición neutro, mientras que en el NN-20 tanh se encuentran 

más distribuidos en todo el rango. El comportamiento del XGB es más esperado ya que en los 

valores extremos hay menos cantidad de datos, como se evidencia en la Figura 23. Esto representa 

una ventaja del XGB ya que no tantos compuestos tienen valores extremos del coeficiente de 

partición. 
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Figura 33. Regresión de los valores de log PN predichos con el modelo NN-20 tanh con los valores 

experimentales del test set. En naranja se muestran los valores cuyo error absoluto es mayor a tres 

veces el RMSE del modelo. La línea negra punteada corresponde a la línea de tendencia generada 

por los puntos, la línea gris a la función identidad.  

  En las Figuras 34 y 35, se muestran las regresiones de los valores predichos y valores 

experimentales de log PN para el set de entrenamiento. Como se puede observar la regresión es 

más cercana a la función identidad, como es de esperar ya que con estas mismas moléculas se 

entrenaron los modelos. Se puede apreciar que las predicciones con NN-20 tanh se encuentran más 

cercanas la función identidad, lo que es esperable ya que los errores de este modelo son menores 

que los del modelo XGB, para el training set.  
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Figura 34. Regresión de los valores de log PN predichos con el modelo NN-20 tanh con 

los valores experimentales del training set. En naranja se muestran los valores cuyo error absoluto 

es mayor a tres veces el RMSE del modelo. La línea negra punteada corresponde a la línea de 

tendencia generada por los puntos, la línea gris a la función identidad.  

Una posible causa de los errores de los modelos es el no considerar los tautómeros. 

Usualmente los tautómeros tienen diferente hidrofobicidad entre sí, el ignorar la presencia de 

tautomerismo lleva a que los modelos computacionales tengan errores en la predicción de 

propiedades. Investigaciones han comparado como modelos computaciones predicen diferentes 

coeficientes de partición para los tautómeros de una misma molécula. 129 
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Figura 35. Regresión de los valores de log PN predichos con el modelo NN-20 tanh con los valores 

experimentales del training set. En naranja se muestran los valores cuyo error absoluto es mayor a 

tres veces el RMSE del modelo. La línea negra punteada corresponde a la línea de tendencia 

generada por los puntos, la línea gris a la función identidad.  

Cabe destacar que entre los dos modelos existen moléculas en común que la predicción se 

sale de los rangos ya especificados. En la Figura 36 se muestran las estructuras de estos 

compuestos. Es importante analizar estos compuestos a la luz del dominio de aplicabilidad de los 

modelos que se presentará posteriormente.   
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Figura 36. Estructura de las moléculas cuya predicción de log PN se desvía más de 3·RMSE en 

ambos modelos XGB y NN-20 tanh.  

En las validaciones cruzadas de k-iteraciones se utilizó k = 10, de manera que los resultados 

de las métricas, mostradas en el Cuadro XVIII, corresponden al promedio de los diferentes 10 test 

sets en cada iteración. De nuevo, el modelo con mejores métricas corresponde al de redes 

neuronales, la comparación es bastante semejante a la de la evaluación general simple de los 

modelos.  

 

 

 



 

84 

 

Cuadro XVIII. Parámetros estadísticos de la evaluación del desempeño de los dos mejores 

modelos de predicción de log PN. 

Set 

                     

Modelo 

Tiempo 

entrenam. 

/ min 

Training set Test set 

R2 RMSE MSE MAE R2 RMSE MSE MAE 

XGB 0.98 0.94 0.44 0.19 0.32 0.88 0.63 0.39 0.45 

NN-20 222.4 0.96 0.32 0.11 0.24 0.90 0.56 0.21 0.40 

 

 Para complementar la validación cruzada, se realizó una validación con dos sets externos, 

SAMPL6 y SAMPL7. Los resultados de las métricas de desempeño se muestran en el Cuadro X, 

como se puede observar el desempeño del modelo XGB es mejor que el del NN-20, contrario a las 

evaluaciones realizadas previamente. En el caso del set externo SAMPL6, el RMSE del modelo 

XGB fue 0.35 unidades de log PN menor y para el SAMPL7 0.30. Esto representa diferencias de 

41% y 26% respectivamente, lo cual se considera significativo. Esta diferencia es mucho mayor 

que la de las evaluaciones en los test sets donde el modelo NN-20 tiene un RMSE mejor en 0.07 

unidades, esto solamente representa una diferencia del 11%, lo cual no se considera significativo. 

130 Por esta razón el modelo que se seleccionó para los posteriores cálculos del coeficiente de 

distribución es el XGB.  

Cuadro XIX. Parámetros estadísticos de la evaluación del desempeño de los dos mejores modelos 

de predicción de log PN en la validación con dos sets externos SAMPL6 y SAMPL7. 

Set 

                     Modelo 

SAMPL6 SAMPL7 

R2 RMSE MSE MAE R2 RMSE MSE MAE 

XGB 0.58 0.50 0.25 0.42 0.18 0.84 0.70 0.66 

NN-20 0.50 0.85 0.72 0.74 0.11 1.14 1.29 0.93 

 

En la Figura 37 se muestra el gráfico de William para evaluar el dominio de aplicabilidad. 

Los puntos fuera de los límites corresponden a puntos de moléculas que está fuera del dominio del 

modelo, es decir predicciones que no se pueden realizar con seguridad a como está construido el 

modelo. Para el modelo electo, XGB, el 96.00% del training set y el 96.00% del test set se 

encuentra dentro del dominio de aplicabilidad del modelo. Este porcentaje es bastante favorable 

considerando el tamaño de la base datos (𝑛 =  14041), lo que quiere decir que se cubre un espacio 

químico amplio. 
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Figura 37. Gráfico de William para la evaluación del dominio de aplicabilidad del modelo XGB 

para la predicción del coeficiente de partición neutro. En azul se muestran los puntos del training 

set y en naranja el test set. Los límites de residuos estándar son tres desviaciones estándar y el 

valor límite de apalancamiento (h*) es de 0.022. 

 Al examinar las moléculas que se encuentran fuera del dominio de aplicabilidad con las 

moléculas que presentan mayores errores, mostradas en la Figura 36, se nota que la totalidad de 

estas se encontraban fuera del dominio de aplicabilidad del modelo. Incluso al evaluar todas 

aquellas moléculas del test set que tuvieron un error mayor a 3·RMSE con el modelo XGB, 

también se encontró que estaban fuera del dominio. Esto nos indica que la predicción del log PN 

para moléculas que se encuentran fuera del dominio de aplicabilidad implica errores importantes. 

Conclusiones y recomendaciones   

3.2. Coeficiente de partición iónico (log PI) 

Dada la poca cantidad de datos para log PI, se considerarán modelos exitosos solo aquellos con 

un set de entrenamiento menor al 85% del dataset inicial, para asegurar que el test set no sea muy 

pequeño. Cabe recalcar de nuevo, que los errores y predicciones analizadas en esta sección no son 

directamente de log PI, si no de la diferencia entre el log PN y log PI.  

Se probaron seis diferentes tipos de descriptores, detallados anteriormente, con seis algoritmos 

de ML. En el Cuadro XX se muestran los RMSE para estas 36 posibles combinaciones. Los 
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mejores resultados se obtuvieron con el RF en la condición I-6 y con XGB con la condición I-5. 

En las Figuras 38 y 39 se analiza la variación del RMSE de los valores predichos, con el porcentaje 

del dataset utilizado para el entrenamiento. Se puede notar que el modelo XGB-I-5 tiene un 

comportamiento más estable luego del 88%, para el RF-I-5 es un menos estable. Es deseable que 

sea constante descartar de que no sea simplemente una buena combinación en el test set. Se nota 

que ambas condiciones I-5 e I-6 son las que tienen mayor cantidad de descriptores, incluyen los 

de las moléculas ionizadas, se puede inferir que son de importancia en la predicción.  

En el Cuadro XXI se muestras las métricas para evaluar el desempeño en la predicción de la 

diferencia entre el coeficiente de distribución neutro y el iónico. Un punto alto de ambos modelos 

es que presentan un mejor desempeño que JChem de ChemAxon. 127 Se puede notar que en caso 

del modelo XGB-I-5 para el set de entrenamiento tiene excelentes resultados, pero para el set de 

prueba resultados peores que el modelo RF-I-6. Esto último es importante de notar, ya que la 

utilidad pensada del modelo es que pueda predecirlo para compuestos novedosos que sean 

prospectos, donde un buen desempeño solo en el training set no es suficiente. 

Cuadro XX. Resultados del RMSE por condiciones y algoritmo en la predicción del Delta. Entre 

paréntesis se muestra el porcentaje del set utilizado como training set con que se obtuvo ese RMSE. 

Se destacan en negrita los modelos con mejor desempeño.  

 MLR PLS RF SVM NN XGB 

I-1 2.32 (88) 0.98 (80) 0.81 (78) 0.99 (85) 1.02 (80) 0.66 (83) 

I-2 1.19 (89) 1.00 (80) 0.82 (83) 0.89 (84) 0.71 (84) 0.72 (83) 

I-3 1.42 (78) 1.01 (80) 1.02 (84) 0.76 (80) 0.98 (80) 0.88 (83) 

I-4 1.36 (78) 1.05 (80) 0.95 (80) 0.77 (80) 1.13 (83) 0.95 (83) 

I-5 3.06 (81) 0.82 (89) 0.56 (90) 0.70 (90) 1.13 (86) 0.53 (88) 

I-6 2.30 (81) 0.79 (89) 0.51 (90) 0.67 (90) 0.95 (89) 0.69 (88) 

I-7 1.36 (83) 0.89 (89) 0.55 (90) 0.68 (90) 0.81 (90) 0.72 (90) 

I-8 1.34 (80) 0.87 (89) 0.58 (86) 0.82 (90)  0.77 (90) 0.58 (89) 
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Figura 38. Variación del RMSE con el porcentaje del dataset utilizado como training set con el 

modelo XGB-I-5 para la predicción del Delta (log PN y log PI). 

 

Figura 39. Variación del RMSE con el porcentaje del dataset utilizado como training set con el 

modelo RF-I-6 para la predicción del Delta (log PN y log PI). 
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Cuadro XXI. Parámetros estadísticos de la evaluación del desempeño de los dos mejores modelos 

de predicción del Delta y comparación con el software de licencia ChemAxon. 

Set 

                     Modelo 

Training set Test set 

R2 RMSE MSE MAE R2 RMSE MSE MAE 

XGB-I-5 0.99 0.04 0.00 0.01 0.83 0.54 0.29 0.43 

RF-I-6 0.95 0.41 0.17 0.29 0.88 0.51 0.26 0.40 

ChemAxon 0.25 1.59 2.53 1.11 0.82 0.75 0.57 0.63 

De una manera más clara en la Figura 41 se puede notar donde casi todos los puntos de la 

regresión de valores predichos por el modelo XGB-I-5 contra experimentales caen sobre la función 

identidad, pero en la Figura 40 que corresponde al test set está más dispersos. Las Figuras 42 y 43 

contienen las regresiones para el modelo RF-I-6, en la del training set se nota un punto que tiene 

un error significativo, el compuesto MON69 que corresponde al tamoxifeno.  Posteriormente se 

notará que este compuesto se encuentra fuera del dominio de aplicabilidad del modelo, una de las 

posibles razones es que el Delta de este compuesto es el más alto de todo el dataset y no hay 

observaciones que describan apropiadamente valores tan altos. La estructura del tamoxifeno 

ionizado se muestra en la Figura 47. 

 

Figura 40. Regresión de los valores de Delta predichos con el modelo XGB-I-5 con los valores 

experimentales del test set. La línea negra corresponde a la línea de tendencia generada por los 

puntos, la línea gris a la función identidad.  
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Figura 41. Regresión de los valores de Delta predichos con el modelo XGB-I-5 con los valores 

experimentales del training set. La línea negra corresponde a la línea de tendencia generada por 

los puntos, la línea gris a la función identidad.  

 

Figura 42. Regresión de los valores de Delta predichos con el modelo RF-I-6 con los valores 

experimentales del test set. La línea negra corresponde a la línea de tendencia generada por los 

puntos, la línea gris a la función identidad.  
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Figura 43. Regresión de los valores de Delta predichos con el modelo RF-I-6 con los valores 

experimentales del training set. La línea negra corresponde a la línea de tendencia generada por 

los puntos, la línea gris a la función identidad.  

 La evidencia mostrada al momento indica que el modelo a elegir es el RF-I-l ya que tiene 

mejor desempeño para el test set. Para corroborar esto se realizó una validación cruzada de k-

iteraciones con 𝑘 =  10, los resultados las métricas de esta validación se muestran en el Cuadro 

XXII. En la validación se notó el mismo patrón que en los resultados obtenidos previamente, el 

modelo XGB-I-5 tienen mejor desempeño en el training set y el RF-I-6 mejor en el test set.  

Cuadro XXII. Parámetros estadísticos de desempeño de la validación cruzada de k-iteraciones, 

con 𝑘 =  10, de los dos mejores modelos de predicción del Delta. 

Set 

                     

Modelo 

Tiempo 

entrenam. 

/ min 

Training set Test set 

R2 RMSE MSE MAE R2 RMSE MSE MAE 

XGB-I-5 0.02 1.0 0.09 0.01 0.02 0.43 1.07 1.34 0.77 

RF-I-6 0.15 0.93 0.40 0.16 0.28 0.55 0.95 1.03 0.71 
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 A parte de la validación cruzada también se realizó una validación con un set externo, las 

métricas de desempeño se muestran en el Cuadro XXII. En este caso del RMSE, MSE y MAE fue 

menor con el algoritmo XGBoost, pero este tiene un menor coeficiente de determinación. A pesar 

de que no hay consenso en la comunidad de ML sobre si tienen más importancia los errores o el 

R2, hay autores que mencionan que el último da más información sobre la exactitud del modelo. 

131 Además, al no ser tan grandes las diferencias entre los errores, se optó por decidir seleccionar 

el modelo RF-I-6. 

Cuadro XXIII. Parámetros estadísticos de desempeño de la validación externa de los dos mejores 

modelos de predicción del Delta. 

Set 

                     Modelo 

External set 

R2 RMSE MSE MAE 

XGB-I-5 0.65 0.56 0.32 0.43 

RF-I-6 0.78 0.57 0.33 0.50 

 En las Figuras 44 y 45 se muestran las regresiones de los valores predichos por ambos 

modelos y los valores experimentales. A pesar de que se aparenta que los valores predichos están 

lejos de los experimentales, si se nota en la escala la mayoría de puntos tienen errores menores a 

la unidad. En la Figura 45 se puede notar que la gran mayoría de errores son negativos. Si se 

comparan las ecuaciones de las rectas de ajuste, la pendiente de la del modelo con el algoritmo RF 

tiene un valor más cercano a uno y un intercepto más cercano a cero que el modelo con XGB. Lo 

que refuerza la evidencia para seleccionar el modelo RF-I-6. 
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Figura 44. Regresión de los valores de Delta predichos con el modelo XGB-I-5 con los valores 

experimentales del set externo.111 En rojos se muestran los ácidos y en azul las bases. La línea 

negra corresponde a la línea de tendencia generada por los puntos, la línea gris a la función 

identidad.  

 

Figura 45. Regresión de los valores de Delta predichos con el modelo RF-I-6 con los valores 

experimentales del set externo.111 En rojos se muestran los ácidos y en azul las bases. La línea 

negra corresponde a la línea de tendencia generada por los puntos, la línea gris a la función 

identidad. 
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Al realizar el análisis del dominio de aplicabilidad de obtuvo en gráfico de Williams 

mostrado en la Figura 46. Como se pueden notar existen dos puntos que está fuera de los límites 

del dominio de aplicabilidad, ya que sus residuales estandarizados son mayores al límite superior 

de 3.  Con esto significa que un 98.11% del training set y un 100% del test set se encuentra dentro 

del dominio de aplicabilidad. El valor de h* en este caso es de 2.07, pero ningún valor se sale de 

este límite.  

En las Figuras 47 se muestran las estructuras de los dos compuestos que se salen del 

dominio de aplicabilidad: el tamoxifeno y el clorumbacil. Como se mencionó previamente el 

tamoxifeno es el compuesto del set con el mayor valor de Delta y no hay otros valores en rangos 

similares, lo cual dificulta que el modelo esté bien entrenado para predecir Deltas altos. En el caso 

del clorumbacil no hay una razón evidente que justifique el error tan alto, lo cual es una desventaja 

de los modelos de ML. 

 

 
Figura 46. Gráfico de Williams para la evaluación del dominio de aplicabilidad del modelo RF-I-

6 para la predicción del Delta. En azul se muestran los puntos del training set y en naranja el test 

set. Los límites de residuos estándar son tres desviaciones estándar y el valor límite de 

apalancamiento (h*) es de 2.7. 
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a) 

 

b) 

 

Figura 47. Estructura de los compuestos que se salen del dominio de aplicabilidad del modelo RF-

I-6: a) tamoxifeno y b) clorumbacil ionizados.  

3.3. Constante de acidez (pKa) 

En el Cuadro XXIV se muestran los RMSE para el test set para las 20 combinaciones 

posibles entre algoritmos de ML y las dos condiciones de descriptores usadas. En ambas 

condiciones se utilizan los mismos descriptores que corresponden a las diferencias entre los valores 

entre la molécula neutra y la molécula ionizad, aparte de esto la segunda condición incluye una 

huella dactilar molecular de la molécula neutra. Los modelos con mejor desempeño preliminar 

corresponden al de RF y XGB. Para el RF se obtuvo el mismo RMSE en ambas condiciones de 

descriptores, para el XGB se obtiene mejores resultados al incluir el fingerprint. Se seleccionaron 

estos dos modelos, en ambas condiciones para evaluaciones posteriores.  

En las Figuras 48-51 se muestran las variaciones del RMSE con el porcentaje utilizado 

como set de entrenamiento. En todas se nota que el RMSE para el training set es mucho más bajo 

que el del test set, como es de esperar. En todos los casos no se ven variaciones abruptas en el 

RMSE, se observa una tendencia constante, lo cual es deseable en los modelos. Por lo tanto, se 

continuará con los cuatro modelos para realizar validaciones y evaluaciones posteriores. Algo 

relevante de notar es que para tres de los cuatro modelos el porcentaje del data set utilizado para 

el entrenamiento es del 88%. Por lo tanto, para igualar las condiciones y que sean comparables los 

cuatro modelos se utilizó este porcentaje para entrenarlos.  
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Cuadro XXIV. Resultados del RMSE por condiciones y algoritmo en la predicción de la pKa. 

Entre paréntesis se muestra el porcentaje del dataset utilizado como training set con que se obtuvo 

ese RMSE. Se destacan en negrita los modelos con mejor desempeño. 

Modelo 
Dataset 

pKa_descriptors pKa_descriptors_fp 

MLR 1.26 (84) 1.24 (88) 

PLS-2 1.61 (90) 1.48 (87) 

PLS-3 1.51 (87) 1.35 (87) 

RF 0.85 (88) 0.85 (88) 

SVM 1.29 (84) 1.21 (88) 

kNN 1.25 (83) 1.26 (83) 

XGB 0.84 (86) 0.78 (88) 

NN 512 512 512 1.08 (88) 0.96 (88) 

NN 512 256 128 1.12 (83) 0.93 (88) 

NN 256 256 128 1.12 (84) 0.99 (88) 

  

 

Figura 48. Variación del RMSE con el porcentaje del dataset utilizado como training set con el 

modelo XGB- pKa_descriptors para la predicción de la pKa. 
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Figura 49. Variación del RMSE con el porcentaje del dataset utilizado como training set con el 

modelo XGB- pKa_descriptors_fp para la predicción de la pKa. 

 

Figura 50. Variación del RMSE con el porcentaje del dataset utilizado como training set con el 

modelo RF- pKa_descriptors para la predicción de la pKa. 
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Figura 51. Variación del RMSE con el porcentaje del dataset utilizado como training set con el 

modelo RF- pKa_descriptors_fp para la predicción de la pKa. 

 Al evaluar los cuatro modelos y compararlos con el software de ChemAxon se obtienen las 

métricas mostradas en el Cuadro XXV. En el caso del training set el mejor desempeño lo obtiene 

el modelo XGB-descr-fp, con un coeficiente de determinación casi perfecto de 0.99 y un RMSE 

bastante bajo de 0.25 unidades.  Cabe destacar que para el training set los errores de los valores de 

pKa predichos por JChem de ChemAxon son mucho mayores que los del resto de modelos 

propuestos.  

Para el test set, los modelos propuestos también tienen mejor desempeño que ChemAxon. 

De nuevo el modelo XGB-descr-fp es el que tiene las mejores métricas. En revisiones hechas para 

modelos empíricos de pKa ha quedado evidenciado que los modelos enfocados en un solo tipo de 

compuestos tienen mejor desempeño, pero su dominio de aplicabilidad es muy restringido. Los 

modelos generales, usualmente rondan un RMSE superior a la unidad y en los mejores casos un 

poco menos de la unidad, con rangos usuales de 0.7-1.5. Generalmente los modelos de mecánica 

cuántica tienen mejores desempeños que los de ML. 132 Esto confirma que el desempeño de los 

modelos propuestos es bastante satisfactorio.  
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Cuadro XXV. Parámetros estadísticos de la evaluación del desempeño de los dos mejores 

modelos de predicción de la pKa y comparación con el software de licencia ChemAxon. 

Set 

                     Modelo 

Training set Test set 

R2 RMSE MSE MAE R2 RMSE MSE MAE 

XGB-descr 0.98 0.26 0.07 0.19 0.86 0.90 0.80 0.59 

XGB-descr-fp 0.99 0.25 0.06 0.19 0.90 0.78 0.62 0.53 

RF-descr 0.98 0.36 0.13 0.23 0.88 0.84 0.71 0.55 

RF-descr-fp 0.98 0.36 0.13 0.23 0.88 0.86 0.74 0.55 

ChemAxon 0.81 1.15 1.33 0.77 0.81 1.12 1.26 0.78 

En las validaciones cruzadas de k-iteraciones se utilizó 𝑘 =  10, de manera que los 

resultados de las métricas, mostradas en el Cuadro XXVI, corresponden al promedio de los 

diferentes 10 test sets en cada iteración. Se puede notar que a diferencia de los resultados del 

Cuadro XXV, los modelos de RF y XGB tienen desempeños casi que similares. El XGB-descr-fp 

tiene RMSE y MSE menores en 0.01 que el XGB-descr. Además, se nota que el tiempo de 

entrenamiento es aproximadamente cuatro veces menor para el XGB-descr. Esto pone en una 

nueva perspectiva ya que no es claro que el XGB-descr sea superior como aparentaba serlo. 

Cuadro XXVI. Parámetros estadísticos de desempeño de la validación cruzada de k-iteraciones, 

con 𝑘 =  10, de los dos mejores modelos de predicción de la pKa. 

Set 

                     

Modelo 

Tiempo 

entrenam. 

/ min 

Training set Test set 

R2 RMSE MSE MAE R2 RMSE MSE MAE 

XGB-descr 0.51 0.99 0.27 0.07 0.19 0.86 0.94 0.88 0.61 

XGB-descr-fp 3.44 0.99 0.26 0.07 0.19 0.86 0.93 0.87 0.61 

RF-descr 8.30 0.98 0.36 0.13 0.23 0.86 0.94 0.89 0.60 

RF-descr-fp 29.8 0.98 0.36 0.13 0.22 0.86 0.94 0.88 0.59 

 Para tener un panorama más claro se realizó una validación con dos sets externos. En ambos 

casos, el modelo que tienen mejor desempeño es el XGB-descr entre los modelos propuestos en 

este trabajo. En el caso del SAMPL6, con el modelo XGB-descr se obtuvo un RMSE de 1.21 
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unidades el cual es menor que el obtenido con el software de referencia. Al comparar las métricas 

con las del reto a ciegas de donde se tomó el set externo se nota que este modelo estaría en el top 

10. 133 

Cuadro XXVII. Parámetros estadísticos de desempeño de la validación externa de los dos mejores 

modelos de predicción de la pKa. 

Set 

                     Modelo 

SAMPL6 SAMPL7 

R2 RMSE MSE MAE R2 RMSE MSE MAE 

XGB-descr 0.83 1.21 1.46 0.94 0.71 1.70 2.90 1.49 

XGB-descr-fp 0.66 1.51 2.29 1.16 0.29 2.37 5.60 1.96 

RF-descr 0.84 1.33 1.78 1.07 0.76 2.15 4.61 1.89 

RF-descr-fp 0.80 1.42 2.00 1.17 0.68 2.04 4.14 1.82 

ChemAxon  0.86 1.25 1.55 0.99 0.90 0.78 0.61 0.62 

 

 En el caso del SAMPL7, ChemAxon tiene un mejor desempeño que los cuatro modelos 

propuestos en este trabajo. Al comparar solamente entre los modelos obtenidos, el XGB-descr 

también es el que obtuvo mejor desempeño, tanto en coeficiente de determinación como en los 

tres tipos de errores. Los errores del resto de modelos son bastante altos, esto pone al XGB-descr 

en primer lugar para elección del modelo a seleccionar. Si se comparan con el resto de modelos 

submitidos en el reto a ciegas SAMPL7, el modelo XGB-descr hubiese obtenido el segundo lugar, 

siendo superado solamente por un modelo de mecánica cuántica, en la revisión del reto también 

utilizaron como referencia ChemAxon y este obtuvo el mejor desempeño. 134 

 Para abundar más en el modelo a seleccionar, XGB-descr, se calcularon las métricas de 

desempeño separado por ácidos y bases para el SAMPL6. Es claro que para las bases las 

predicciones son más exactas, el RMSE de las bases es incluso menor a la unidad. El MSE es dos 

veces mayor para ácidos que para las bases. Esto indica que una posible debilidad del modelo sea 

la predicción de pKa para ácidos. En la Figura 52 se puede observar de manera gráfica como los 

ácidos, mostrados en rojo, tiene errores mayores que las bases. La Figura 53 muestra la regresión 

para el SAMPL7, este set consiste solamente de ácidos, lo que puede explicar el por qué no fue 

superior a ChemAxon en esta validación externa.  
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Cuadro XXVIII. Parámetros estadísticos de desempeño de la validación externa de los dos 

mejores modelos de predicción de la pKa con las moléculas separadas en ácidos y bases. 

Modelo 

                     Set 

XGB-descr 

R2 RMSE MSE MAE 

SAMPL6 ácidos 0.69 1.50 2.25 1.27 

SAMPL6 bases 0.63 0.98 0.96 0.74 

 

 

Figura 52. Regresión de los valores de pKa predichos con el modelo XGB con los valores 

experimentales del SAMPL6. En rojos se muestran los ácidos y en azul las bases. La línea negra 

corresponde a la línea de tendencia generada por los puntos, la línea gris a la función identidad. 
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Figura 53. Regresión de los valores de pKa predichos con el modelo XGB con los valores 

experimentales del SAMPL7. La línea negra corresponde a la línea de tendencia generada por los 

puntos, la línea gris a la función identidad. 

En las Figuras 54 y 55, se muestran las regresiones al comparar los valores predichos por 

XGB-descr y los experimentales, para el test set y training set, respectivamente. En ambos casos 

se puede notar que la pendiente de la línea de tendencia es bastante cercana a uno, atributo que es 

deseable en el modelo. En naranja se muestran las moléculas con errores más grandes, para el caso 

del test set nueve moléculas se consideran outliers, cinco ácidos y cuatro bases.  
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Figura 54. Regresión de los valores de pKa predichos con el modelo XGB-descr con los valores 

experimentales del test set. En naranja se muestran los valores cuyo error absoluto es mayor a tres 

veces el RMSE del modelo. La línea negra corresponde a la línea de tendencia generada por los 

puntos, la línea gris a la función identidad.  
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Figura 55. Regresión de los valores de pKa predichos con el modelo XGB-descr con los valores 

experimentales del training set. En naranja se muestran los valores cuyo error absoluto es mayor a 

tres veces el RMSE del modelo. La línea negra corresponde a la línea de tendencia generada por 

los puntos, la línea gris a la función identidad. 

 Al analizar las moléculas con mayores errores, estas se encuentran fuera del dominio de 

aplicabilidad. En la Figura 56 al observar las estructuras se puede notar que la molécula 16560802 

tiene un grupo que no es monoprótico, probablemente de ahí viene el error en la predicción, ya 

que el modelo no está diseñado para moléculas con más de un sitio ionizable. Otra posible fuente 

de error es que el modelo propuesto no toma en cuenta la tautomerización, fenómeno que ocurre 

en la molécula 1203. Además, también se nota la presencia de heterociclos análogos en las 

moléculas 14647193, 7025 y 3339; lo cual puede ser indicativo de que se necesitan más datos de 

este tipo de moléculas o que los descriptores utilizados no describen correctamente la variación de 

pKa. Al realizar el gráfico de Williams y determinar las moléculas que están fuera del dominio de 

aplicabilidad, las nueve moléculas efectivamente están fuera de este.  
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Figura 56. Estructuras de los nueve compuestos con mayor error en la predicción de pKa con el 

modelo XGB-descr.  

 El gráfico de Williams mostrado en la Figura 57, muestra como existen moléculas fuera 

del dominio de aplicabilidad tanto en el training como en el test set. El valor límite de 

apalancamiento (h*) del modelo es de 0.086. Un 95.86% del training set se encuentra dentro del 

dominio de aplicabilidad y un 94.84% del test set. Estos son porcentajes son menores si se 

comparan con los de los modelos de log PN y log PI. Esto quiere decir que la descripción de cómo 

se comporta la pKa es más difícil de predecir, en retos a ciegas esto se ha notado previamente. 

133,134 
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Figura 57. Gráfico de Williams para la evaluación del dominio de aplicabilidad del modelo XGB 

para la predicción la pKa. En azul se muestran los puntos del training set y en naranja el test set. 

Los límites de residuos estándar son tres desviaciones estándar y el valor límite de apalancamiento 

(h*) es de 0.086. 

 En otras investigaciones76 se han utilizado abordajes similares donde se calculan con 

RDkit99 los mismos descriptores utilizados en este modelo, pero la clave del por qué se obtuvieron 

mejores desempeños radica en que no fueron solamente calculados para la molécula en su estado 

neutro o ionizado, si no en ambos. De manera que se pudieran restar los valores y relacionar este 

cambio con los valores de la constante de acidez.  

3.4. Coeficiente de distribución (log DpH) 

 Al tener los tres modelos para predecir log PN, log PI y pKa se integraron según las dos 

ecuaciones físico-químicas que describen el fenómeno de distribución entre una fase orgánica, n-

octanol en este caso, y la fase acuosa. La ecuación 24 no incluye la partición de los compuestos 

ionizados, mientras que la ecuación 26 sí, de esta manera se propusieron dos modelos para la 

predicción del log DpH. Ambos modelos toman como input el código SMILES de la molécula 
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neutra, el código SMILES de la molécula cargada y el pH al que se quiere conocer el coeficiente 

de distribución.  

 En el Cuadro XIX se muestras los parámetros estadísticos para evaluar el desempeño de 

los modelos y la comparación con el software comercial ChemAxon127. Se puede observar que en 

general el modelo que toma en cuenta la partición iónica tiene menores errores que el modelo que 

no; y un mejor coeficiente de determinación. El modelo de ChemAxon presenta un mejor 

desempeño, sin embargo, para ser un primer acercamiento al problema de predicción a diferentes 

pH el modelo log D-1 al menos es comparable con este.   

Cuadro XIX. Parámetros estadísticos de la evaluación del desempeño de los modelos de 

predicción de log DpH y comparación con el software comercial ChemAxon127 para todas las 

observaciones del set de prueba.  

Parámetro 

Modelo                                

R2 RMSE MSE MAE 

log D-1  (con Pi) 0.75 0.92 0.84 0.66 

log D-2  (sin Pi) 0.66 1.18 1.38 0.77 

ChemAxon 0.85 0.66 0.44 0.50 

 

 En la Figura 58 se muestra la regresión lineal para comparar los valores predichos por el 

modelo y los valores experimentales. Se observa en naranja una cantidad considerable de puntos 

que tienen un error mayor al RMSE (0.92), la mayoría de los errores observados provienen de un 

alto error en la predicción de la pKa.  

El compuesto con el que se obtuvieron mayores errores corresponde a la benzoxazinona, 

en la Figura 59 se muestra el perfil de las predicciones y valores experimentales en un rango de 

pH 8-13. Se aprecia que los errores a pH extremo son mayores a las 3 unidades. Al buscar la razón 

de este error tan grande se encontró que la predicción de la pKa para este compuesto fue de 7.44 y 

el valor experimental es de 13.2. 135 Esta gran diferencia en la pKa significará que según las 

ecuaciones 24 y 26 la gran mayoría del compuesto se encuentre ionizado, lo cual significará que 

la predicción será un log D mucho más hidrofílico. Una de las razones por las que este compuesto 

tiene tan mala predicción de pKa es por la ausencia de grupos funcionales oxazinona en el set de 

entrenamiento.  
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Figura 58. Comparación de los valores de log D predichos para el set de prueba con los valores 

experimentales. Se muestran en naranja las predicciones con un error mayor a valores del RMSE.  

 

Figura 59. Perfil de variación de las predicciones de log D y valores experimentales con el pH del 

compuesto benzoxazinona.   
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 La principal razón por la que el modelo log D-1 tiene mejor desempeño que el modelo log 

D-2 es que a pH extremos la predicción de log D-2 es pobre debido a que la mayoría de la molécula 

va a estar ionizada y este no toma en cuenta su partición. En el Cuadro XXX se comparan los 

parámetros estadísticos para los dos modelos tomando en cuenta las predicciones solo a pH mayor 

a 9 o menor a 5 unidades. Los errores para el modelo log D-2 aumentan en comparación con el set 

completo, mientras que los del log D-1mejoran.   

Cuadro XXX. Parámetros estadísticos de la evaluación del desempeño de los modelos de 

predicción de log DpH y comparación con el software comercial ChemAxon127 para todas las 

observaciones a pH menor de 5 o mayor de 9. 

Parámetro 

Modelo                                

R2 RMSE MSE MAE 

log D-1  (con Pi) 0.82 0.76 0.58 0.50 

log D-2  (sin Pi) 0.72 1.45 2.10 0.84 

ChemAxon 0.90 0.53 0.28 0.40 

 

 En los siguientes ejemplos de perfiles para las moléculas de difunisal, naproxeno y DDA 

se puede observar cómo las predicciones con log D-1 siguen la forma sigmoidea de la variación 

del log D con el pH experimentalmente. Mientras que las predicciones con log D-2 se comportan 

de manera lineal a pH extremo.  
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Figura 60. Perfil de variación de las predicciones de log D y valores experimentales con el pH del 

compuesto difunisal.   

 

Figura 61. Perfil de variación de las predicciones de log D y valores experimentales con el pH del 

compuesto naproxeno.   
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Figura 62. Perfil de variación de las predicciones de log D y valores experimentales con el pH del 

compuesto DDA.   

 Es importante destacar que la mayoría de los compuestos en este set de prueba estaban 

presentes en algunos de los tres sets de entrenamiento de las propiedades individuales. Por esta 

razón, se compararon los modelos con moléculas que no estuvieran presentes del todo. Para esto 

se utilizó el set externo del SAMPL7 109, cuyos resultados se muestran en el Cuadro XXXI. Se 

puede observar que en este caso el modelo log D-1 tiene errores menores que ChemAxon127, lo 

que demuestra que este modelo propuesto tiene un buen desempeño en la predicción del coeficiente 

de distribución.  

Cuadro XXXI. Parámetros estadísticos de la evaluación del desempeño de los modelos de 

predicción de log DpH y comparación con el software comercial ChemAxon127 para el set externo 

SAMPL7.  

Parámetro 

Modelo                                

R2 RMSE MSE MAE 

log D-1  (con Pi) 0.55 0.96 0.93 0.77 

log D-2  (sin Pi) 0.43 1.24 1.55 0.90 

ChemAxon 0.19 1.07 1.14 0.89 
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 Al comparar con otro tipo de métodos submitidos al reto a ciegas SAMPL7, se observa que 

el modelo propuesto presenta un mucho mejor desempeño que el primer lugar del reto. Cabe 

destacar que el método log D-1 es el único que tiene un RMSE menor a una unidad y en 

comparación con los otros métodos que tienen un buen desempeño es el único empírico, el resto 

corresponde a modelos físicos basados en mecánica cuántica. En el Cuadro XXXII se resumen los 

parámetros de desempeño de los tres mejores métodos del SAMPL7 para la predicción del 

coeficiente de distribución. 134 

Cuadro XXXII. Parámetros estadísticos de la evaluación del desempeño de los modelos con 

mejor desempeño en la predicción de log DpH en el reto a ciegas SAMPL7. 134 

Parámetro 

Modelo                                

Tipo de Modelo R2 RMS

E 

MS

E 

MAE 

TFE IEFPCM MST + IEFPCM/MST Mecánica Cuántica 0.55 1.27 1.61 0.98 

EC_RISM Mecánica Cuántica 0.53 1.69 2.86 1.43 

TFE-NHLBI-TZVP-QM + TZVP-QM Mecánica Cuántica 0.25 1.72 2.96 1.47 

 

 Para continuar con la evaluación del modelo, una de las moléculas, sulindaco, que se 

encontraba en el set de prueba para log D, pero no está incluida en ninguno de los tres sets de 

entrenamiento. El perfil de coeficiente de partición del sulindaco en un rango de pH de 3.5-8.2 se 

muestra en la Figura 63. Se puede apreciar que la tendencia de los log D predichos con los modelos 

propuestos, conforme aumenta el pH, es similar a la tendencia de los valores experimentales. Sin 

embargo, es evidente la existencia de un error positivo, esto se puede interpretar como que la 

predicción de pKa es buena, pero la de log PN  no es tan buena. El valor de pKa predicho es de 4.57 

unidades y el experimental de 4.7; el log PN predicho es de 3.71 mientras que el valor experimental 

es de 3.42. Esto confirma que el principal error viene de la predicción del coeficiente de partición 

neutro. El coeficiente de partición iónico no tiene mucha influencia ya que como se observa los 

puntos del modelo que incluye el log Pi y el que no están prácticamente superpuestos.  
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Figura 63. Perfil de variación de las predicciones de log D y valores experimentales con el pH del 

compuesto sulindaco.   
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4. Conclusiones y recomendaciones 

Se presentaron tres modelos de ML para la predicción de log PN, log PI y pKa; que resultan 

en desempeños similares e incluso mejores en algunos casos al compararlos con software bajo 

licencia utilizados comúnmente. Todos los modelos utilizan herramientas de software libre y 

programables en Python.  

En el caso de log PN, se utilizaron descriptores de conteo de grupos funcionales y 

estructurales de las moléculas neutras. El algoritmo seleccionado fue el de XGBoosting, con este 

se obtuvo un RMSE 0.62 para el test set, a pesar de no ser el más bajo. La decisión radica en el 

mejor desempeño en set externos.  

Para la predicción del log PI el algoritmo seleccionado fue el de RF. El entrenamiento se 

hizo con descriptores de conteo de grupos funcionales de la molécula neutra y con diferencias en 

descriptores relacionados con la polaridad de la molécula en su estado iónico. Al realizar el análisis 

con varios arreglos de descriptores se llegó a la conclusión que estos últimos descriptores 

mencionados mejoran el desempeño en la predicción la partición iónica. Es claro que a pesar del 

buen desempeño en la predicción de los Delta (log PN - log PI), es necesario la ampliación del 

dominio de aplicabilidad y espacio químico del modelo.  

La predicción de la pKa fue el reto de predicción más arduo en comparación con las otras 

dos propiedades. A pesar de esto, se obtuvieron resultados favorables, el modelo seleccionado 

presentó un RMSE de 0.90 para el test set, mejores métricas en el set externo SAMPL6 y las 

mejores para el SAMPL7 de los modelos propuestos en el trabajo. El algoritmo utilizado fue el 

XGBoosting. Los descriptores del modelo son bastante simples, pero a pesar de que en otras 

investigaciones se han hecho abordajes similares, la clave está en incluir descriptores para la 

molécula tanto en su estado neutro como ionizado. Para este modelo es necesario la mejora 

principalmente para ácidos.  

Los tres modelos son simples y presentan tiempos de entrenamiento/predicción bajos en 

comparación con modelos que tienen desempeños similares pero que requieren mucho más tiempo 

y coste computacional, como los de mecánica cuántica. Al integrar los tres modelos se obtuvo un 

modelo efectivo del coeficiente de distribución a diferentes pH. La evidencia mostrada sugiere que 

es necesario la inclusión del fenómeno de partición iónico en la predicción del log D, 

especialmente para pH extremos. En varios de los perfiles calculados, se notó que el modelo que 
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más influía en los fallos era el de la pKa. Se recomienda a futuro buscar el aumento de la base datos 

o descriptores que describan mejor la constante de acidez.   

Para el set de prueba la mayoría de los compuestos estaban presentes en al menos uno de 

los sets de entrenamiento de alguna de las tres propiedades. Es recomendable la búsqueda de sets 

externos que no estén presentes para evaluar de una mejor manera el desempeño del modelo 

integrado. Una de las principales limitaciones es la falta de datos en la literatura pH diferente del 

pH fisiológico. Con el set de prueba no se logró obtener mejores métricas que el software de 

licencia ChemAxon, pero para el set externo sí. Esto es un buen indicativo de que el modelo sí 

tiene un buen desempeño con moléculas fuera de los sets de entrenamiento, pero se requiere más 

evidencia con otros sets que sean más diversos y con diferentes valores de pH para evaluar 

correctamente el modelo.  
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 Apéndices 

 

El código, sets de datos y modelos principales utilizados en la elaboración de este trabajo 

de investigación se incluyen en el siguiente repositorio. Incluido se encuentra un jupyter notebook 

configurado para la predicción del coeficiente de distribución al introducir el SMILES de la 

molécula neutra, el SMILES de la molécula cargada y el pH deseado.  

https://github.com/KennethLopPer/CBIO3_logD 

 

https://github.com/KennethLopPer/CBIO3_logD

