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Resumen 

El Dengue es la infección viral transmitida por artrópodos más importante de las últimas décadas 
para los seres humanos. Se ha estimado que aproximadamente 2500 millones de personas, en cerca de 
100 países, están en riesgo de desarrollar dicha enfermedad [12]. El riesgo aumenta para las personas 
que habitan en las regiones tropicales o subtropicales del mundo. El mosquito Aedes aegypti, su prin
cipal vector de transmisión, es una especie endémica para la mayoría de estas regiones. Los modelos 
teóricos que existen para ajustar la dinámica de transmisión del mosquito dan gran importancia a 
variables como la temperatura y la precipitación, la finalidad de dichos estudios es determinar los 
patrones de transmisión; sin embargo ha faltado evidencia empírica. 

Para desarrollar sistemas de alerta tempranos que ayuden a enfrentar la transmisión de la enfer
medad, es esencial entender las relaciones empíricas entre algunos factores meteorológicos, geográfi
cos, socioeconómicos y la fiebre del dengue [12]. En esta tesis se utiliza un modelo espacial Auto
regresivo Condicional (CAR, por sus siglas en inglés) para determinar el riesgo relativo en cada 
municipio de Puerto Rico, explícitamente en los municipios que pertenecen a la Isla Principal. El 
modelo propuesto intenta estudiar la relación de variables como: temperatura, precipitación y alti
tud, entre otras, con el riesgo relativo de transmisión del dengue. Se aplica esta metodología a datos 
recolectados en la Isla de Puerto Rico en el año 2014, datos que están desagregados por municipio. 

En la primera parte de esta tesis se da una descripción bibliográfica sobre los modelos espacia
les CAR (Conditional Auto-Regressive) y SAR (Simultaneously Auto-Regressive); también se expli
can dos métodos de simulación para Cadenas de Markov de Monte Cario (MCMC, por su siglas en 
inglés), estos son: el Muestreo de Gibbs y el método de Metropolis-Hastings. Otros dos temas a tratar 
son Estimación Bayesiana y Estimación Clásica. Con especial énfasis se va a describir el método de 
interpolación espacial Óptima, también conocida como kriging. Se habla de los índices de correla
ción espacial de Moran y Geary, y finalmente se da una descripción sobre algunos criterios para la 
bondad de ajuste de modelos espaciales, por ejemplo: Deviance Information Criterion (DIC)y Widely 
Applicable Bayesian Information Criterion (WAIC). 

En la segunda parte de la tesis se utilizan algunas de las herramientas mencionadas anterior
mente para hacer un análisis descriptivo de los datos que se utilizan en el modelo. En particular, se 
justifica el uso del modelo espacial haciendo uso de los Índices de Moran y de Geary para estudiar 
la autocorrelación espacial de la variable en estudio y de las covariables. Otro tema a tratar en esta 
segunda parte es el de realizar la interpolación espacial a los datos o variables climatológicas. 

La parte final del proyecto se centra en la aplicación del Modelo Espacial CAR, al caso particular 
de la variable de Riesgo Relativo de cada Municipio de la Isla Principal de Puerto Rico, y se estudia 
la bondad de ajuste del mismo cuando se incluyen variables de índole climatológico y social, además 
de hacer la comparación de los modelos realizados. 

vi 
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Capítulo 1 

Marco Teórico 

l. l. Inferencia Bayesiana 

La inferencia bayesiana supone que las cantidades desconocidas o parámetros, son variables alea

torias, y que los datos, una vez que se observan, son fijos. Por esta razón, la estimación bayesiana 

consiste en encontrar una distribución de probabilidad completa para dichos parámetros 

Se le conoce como inferencia bayesiana al proceso de ajustar un modelo de probabilidad sobre 

un conjunto de datos, luego resumir dicho ajuste o resultado por medio de una distribución de pro

babilidad dada para los parámetros del modelo, también sobre las cantidades sin observar aún. El 

análisis bayesiano de datos es un conjunto de métodos prácticos que permite realizar inferencia a 

partir de observaciones, usando modelos de probabilidad tanto en la fase previa como en la posterior 

de la información. La característica esencial en los métodos bayesianos, es que usan explícitamente 

modelos de probabilidad, con el fin de cuantificar la incertidumbre que hay en la inferencia basada 

en el análisis preliminar de los datos. 

El proceso de análisis bayesiano se puede idealizar haciendo una partición de tres fases según [7]. 

Estas fases son: 

a. Definir un modelo de probabilidad completo: una distribución de probabilidad conjunta para 

todas las cantidades observables y las no observables en el problema. Dicho modelo debe ser 

consistente con lo que se conoce del problema científico subyacente, así como con el proceso 

de recolección de datos. 

b. Condicionamiento sobre los datos observados: calcular e interpretar una distribución posterior 

apropiada, es decir, la distribución de probabilidad condicional de los datos no observados de 

último interés. 

c. Evaluar el ajuste del modelo y las implicaciones de la distribución posterior resultante: ¿se 

ajusta el modelo a los datos?, ¿son razonables las conclusiones obtenidas?, y, ¿qué tan sensibles 
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son los resultados con respecto al modelo de probabilidad de la fase (a)? 

Como se mencionó antes, la inferencia bayesiana tiene como rasgo o característica central, el 

poder cuantificar de manera directa la incertidumbre, lo que significa que en muchas ocasiones estos 

modelos se comportan mejor en situaciones de sobreajuste, y también el poder especificar modelos 

de probabilidad de varios n iveles (capas), lo que se conoce como Modelos Jerárquicos. 

1.2. Interpolación Espacial Óptima 

En esta sección se presentan algunos elementos que son esenciales para los modelos espaciales, 

el análisis clásico y el análisis de datos georeferenciados. El concepto fundamental que subyace en 

la teoría es que se tiene un proceso estocástico {Y(x) : x E D}, donde Des un subconjunto del 

espacio euclídeo ~2, en este caso particular, D representaría el conjunto de coordenadas de Puerto 

Rico (Longitud, Latitud). 

La finalidad del capítulo 2 sección 2.3 es realizar interpolación espacial óptima, a las variables 

climáticas, creando modelos que se ajusten a las observaciones, así como hacer inferencia sobre 

estos procesos espaciales en puntos de D donde no hay observaciones. Para el kriging, el proceso 

estocástico viene dado por: 

Y(x) = µ(.T) + S(x) + ~. (1.1) 

donde: 

• x = coordenadas o ubicación espacial, es decir: x E D, 

• Y = variable de estudio y observada, 

• µ ~ componente de la media del modelo, 

• S = proceso estacionario con distribución normal, con varianza o-2 llamada "silo parcial", y 

una función de correlación parametrizada en su forma más simple por rp (parámetro de rango), 

• ~ !!!!!! término que representa el error, con varianza T 2 (varianza nugget). 

Sin embargo, para explicar el proceso de interpolación, primero se deben describir algunos de los 

conceptos que son necesarios para dicho proceso, además esta descripción es más de índole explica

tiva y sin rigurosidad matemática, para ver de manera más rigurosa la teoría del kriging se invita al 

lector a revisar [39). 
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1.2.1. Datos de tipo espacial 

En [20] se clasifica a los conjuntos de datos espaciales, en uno de los siguientes 3 tipos básicos: 

• Puntualmente referenciados: se refiere a los datos donde Y(x) es un vector aleatorio en 

la ubicación x E IR2, donde x varía de forma continua en D, un subconjunto fijo de JR2 . Son 

conocidos como datos geoestadísticos o geocodificados, se asume que la covarianza entre dos 

variables aleatorias en ubicaciones distintas depende de la distancia entre ellas. Un ejemplo 

utilizado con frecuencia para la covaríanza es el modelo exponencial, donde la covarianza entre 

dos medidas es una función exponencial de la distancia, es decir, 

2 _ :!.ti_ 
Cov[Y(x.¡), Y(xj)) = C(<4j) = a e ~ 

para i =f:. j, donde dij representa la distancia entre Xi y X j, a 2 es el parámetro de "silo parcial", y 

</>es el parámetro del rango. Es claro que d;j = O si i - j, por lo que C(dii ) = Var[Y(xi)], pero 

esta varianza se expande con frecuencia al valor a 2 +r2, donde r 2 es llamado la varianza nugget 

(efecto nugget), y a la varianza total se le llama "silo". Si se agrega un modelo de distribución 

conjunta al supuesto anterior de covarianza. entonces se puede realizar inferencia usando una 

función de verosimilitud. Por lo general, para estos supuestos de varianza y covarianza es 

conveniente asumir una distribución normal multivariada para los datos, ya que así se dará 

un vínculo entre modelos que son conjugados, esto es que la forma funcional es similar. Es 

decir, suponiendo que se tienen las observaciones Y ; {Y(xi)}, para locaciones conocidas 

X i, i = 1, · · , n, se asume luego que: 

YIµ., O "' Nn[µ, E(9 )]. 

Para especificar la covarianza, basta con 8 = (r2 ,a2 ,</J)', ya que la matriz depende direc

tamente de estos parámetros. La elección más simple para E corresponde a la que conlleva 

a modelos "isotrópicos", donde se asume que la correlación espacial es una función que solo 

depende de la distancia. 

• Datos de Área: En este tipo de datos se acostumbra a denotar las regiones por Bi, y los datos 

propiamente son sumas o promedios de variables en esas regiones. Ahora, si se desea introdu

cir una asociación espacial, por lo general se define un estructura de vecindarios basado en la 
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estructura u orden de las regiones en el mapa. Una vez que se define dicha estructura, se consi-

deran modelos semejantes a los modelos de series de tiempo autoregresivos. Dos modelos muy 

populares que incorporan esta información de vecindarios, y que serán explicados con más de

talle en la sección 1.4, son los modelos Simultaneamente y Condicionalmente Autoregresivos 

(SAR y CAR respectivamente, por sus siglas en inglés). El modelo SAR se basa en verosimilitud, 

por lo que es conveniente en el sentido computacional si se usan métodos con funciones de 

verosimilitud, mientras que el modelo CAR se basa en métodos bayesianos, así que es mejor 

usar el Muestreo de Gibbs en conjunto con el ajuste de modelos bayesianos, y en ese sentido 

se usa con frecuencia un vector de efectos aleatorios variando espacialmente para incorporar 

correlación espacial, </J = (</J1 , · · · . <Pn)'. Por ejemplo, si Yi = Y(Bi), se podría asumir que 

Yi,...., N(c/>i, 0'
2 ), siendo independientes, de esa forma, el modelo CAR impuesto sería: 

donde: 

• <P- i = { </Jj : j =f i}, 

• T1
2 es la varianza condicional, 

• a ij son constantes conocidas o no, tales que a ii = O, i = l. · , n 

En la subsección 1.4.2 se tratará con más detalle este tema. 

• Datos de procesos puntuales: En un modelo de procesos puntuales, el dominio espacial D 

es aleatorio, de modo que los elementos del conjunto de índices D, representan la ubicación 

de eventos aleatorios que constituyen el patrón de puntos espaciales. Y(x) con frecuencia es 

igual a la constante 1 para cada :r en D (indicando la ocurrencia del evento en D), además si 

se toman algunas características adicionales en cada punto (información adicional covariada) 

se dice que los datos constituyen un proceso puntual marcado. 

Algunas preguntas de interés en este tipo de datos por lo general se centran en si los datos son 

agrupados (clustered) en mayor o menor cuantía de lo que puede esperarse si la ubicación de 

cada punto fuera totalmente determinada por el azar. Estocásticamente, dicha uniformidad se 

describe con frecuencia usando un Proceso de Poisson Homogéneo, lo que implica que el número 

de ocurrencias en la región A es dada por >.IAI, donde >. es un parámetro de intensidad del 
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proceso y /A/ es el área de la región. Este tipo de datos no son de interés para el presente 

trabajo, para un trato más profundo del tema, el lector puede referirse a [20]. 

1.2.2. El supuesto de estacionariedad 

Si no se hacen supuestos restringiendo la clase de campos aleatorios que deseamos conside

rar, hacer inferencias sobre sus leyes de probabilidad a partir de una simple observación, no tiene 

sentido. Un supuesto común utilizado para simplificar las cosas, es el de suponer que la estructura 

probabilística luce similar en diferentes lugares del espacio JR.d, con d E N. 

Se dice que un proceso S(x) es estrictamente estacionario [39], si para cada valor k, para todas 

las ubicaciones x 1 , x2, · · · , Xk, para todos los subconjuntos C1, C2, · · · . Ck, y para cualquier vector 

h E JR.d, se cumple que: 

El proceso es estacionario en el sentido que la distribución conjunta de este, evaluada en cualquier 

conjunto de puntos, no cambia si todos los puntos se mueven en la misma dirección. De hecho, 

E[S(x)] = E[S(x + h)], 't/h E !Rd. (1.3) 

Por lo anterior se puede concluir que E[S(x)] = µ,es decir, la media del proceso es constante. 

Además, para cualesquiera dos puntos x, y E JR.d, y cualquier vector h E JR.d, se cumple que: 

a(x, y) = a(x + h, y+ h), (1.4) 

en particular, si h. = -y, se tiene que a(x, y) = a(x - y, O), por lo que la función de covarianza se 

puede ver como una función de x - y solamente. Para indicar lo anterior, se define h = x y, y se 

escribe: 

a(x,y) = a(x - y) = CT(h) . (1.5) 

Por definición se puede ver que CT(x, y) ~ Cov(S(x), S(y)) - Cov(S(y), S(x)) - CT(y, :r:). En 

particular, para un proceso estacionario se tiene que: 

a(x - y) = a(y - x ) 

Un proceso estacionario de segundo orden (débilmente estacionario), es cualquier proceso con 

media constante, y que cumple (1.5). 
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1.2.3. Variograma y semivariograma 

Existe otro tipo de estacionariedad, llamada estacionariedad intrínseca [20]. Se asume en este 

caso que E[S(x + h) - S(x)] = O, y se define: 

E[S(x + h) - S(x)]2 = Var(S(x + h) - S(x)] = 2¡(h). (1.6) 

La ecuación (1.6) tiene sentido solamente si el lado izquierdo depende solo de h, no de la elección 

particular de x, si ese fuera el caso, decimos que el proceso es intrínsecamente estacionario. A la 

función 2¡(h) se le llama variograma, y a ¡(h) se le llama semivariograma. 

Es fácil obtener una relación entre el variograma y la función de covarianza, 

Por lo tanto: 

Var [S(x + h) - S(x)] 

- Var[S(x + h)] + Var[S(x)] - 2Cov[S(x + h), S(x)] 

C(O) + C(O) - 2C(h) 

- 2(C(O) - C(h)). 

"f(h) = C(O) - C(h). (1.7) 

Es claro de la ecuación anterior, que si se tiene la función de covarianza, se puede tener el vario grama. 

Sin embargo, para el recíproco se necesita hacer un supuesto más: si el proceso espacial es ergódico, 

entonces límlhl-+oo C(h) = O, esto significa que la covarianza entre dos puntos se anula, cuando estos 

puntos se alejan lo suficiente en el espacio. Con dicha condición, se obtiene que límu-+oo ¡(u) 

C (O), por lo que si despejamos C(h) en (1.7) y escribimos C(O) como un límite, se obtiene: 

C(h) = lím ¡(u) - ¡(h). 
U-+00 

(1.8) 

En general, el límite del lado derecho no necesariamente existe, pero en caso de existir, se concluye 

que el proceso es débilmente estacionario, con la función de covarianza dada por la ecuación (1.8). 

Por lo anterior, para un proceso estacionario o intrínseco el variograma se reduce a una función 

de h. Las propiedades del segundo momento de un proceso estocástico estacionario, S(x ), se pueden 

describir por su función de covarianza, C(h) , o por su variograma, ¡ (h); otra equivalencia entre 

estos se puede ver en la ecuación: 

"f (h) = C(O) - C(h) = o-2(1 - p(h)) (1.9) 
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donde a2 - Var[S(x) ] y p(h) = Co17·[S(s + h) , S(x)]. 

Con frecuencia, se puede asumir que las propiedades del segundo momento de un proceso de

penden solamente de la distancia entre dos puntos, Jhl, y no de la dirección del vector formado entre 

ellos. Así, un proceso estacionario de segundo orden es isotrópico si C(h) ::: C(JhJ), mientras que 

un proceso intrínsecamente estacionario es isotrópico si: 

1(h) ; 1(lhJ). 

Mientras que un proceso que no es isotrópico, se dice que es aniso trópico. En el presente trabajo se 

asumirá que los procesos son isotrópicos. 

Los procesos isotrópicos son populares debido a su simplicidad, interpretabilidad, y en particular, 

debido a que existen fórmulas paramétricas relativamente simples disponibles como candidatos para 

el semivariograma. 

La interpolación que se realizará para la temperatura y la precipitación usando kriging, se basarán 

en un variograma; sin embargo, para hacer esto se debe ajustar un variograma empírico (desde los 

datos) con alguno de los modelos que se verán más adelante. Suponga que los datos (xi, Yi) : i = 

1, · · , n son generados por un proceso estacionario, 

(1.10) 

donde los Zi son mutuamente independientes e idénticamente distribuidos, con media cero y varian

za 7 2
. Se define el variograma del proceso de observaciones (variograma teórico, [16]) como: 

(1.11) 

donde hij - lxi - XJI · Por lo anterior, se concluye que: 

(1.12) 

Según [16] el variograma típico es una función monótona creciente, con las siguientes carac

terísticas: el intercepto, 7 2, que corresponde a la varianza nugget, la asíntota, r 2 + a 2, que corres

ponde a la varianza del proceso de observaciones, también llamado sill (o silo, en español), la cual es 

la suma de la varianza nugget y la varianza de la señal, a 2 . La fonna en la cual el variograma crece 

desde el intercepto a la asíntota, depende de la función de correlación, p( h); entre sus características 

más relevantes están, su comportamiento cerca de h - O, el cual se refiere a la suavidad analítica 

del proceso subyacente, y qué tan rápido p(h) se aproxima a cero cuando jhJ crece, que refleja la 
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extensión fisica de la correlación espacial en el proceso. Cuando p(h) = O para algún valor finito 

de 1 h!, este valor es conocido como el rango del vario grama. Así, cuando p( h) se aproxima a cero 

asintóticamente cuando !hl aumenta, el rango no está definido. Por eso, en tales casos se define el 

"practica! range"(rango práctico o simplemente rango en español) como la distancia !hol en la cual 

se cumple que p(ho) = 0,05. A continuación se presenta una representación esquemática de un 

variograma típico: 

" 
silt 

.. 

í -y(h) 

practical 1·a.n.9e nug9et 

!2'00 ,_ ~ ..... -"'.., _ _ _ 
~ •-t ~ - K · r •-

Figura 1.1: Representación esquemática del vario grama típico. 

La varianza nugget, que en el contexto actual es igual al intercepto de "¡(h), es un parámetro 

importante para la predicción espacial. El valor de 7 2 afectará el grado al cual la superficie pre de

cida, S ( x), rastreará los datos observados Yi .. En particular, hacer 7 2 = O forzará las predicciones 

espaciales a interpolar los datos. Por lo anterior, decidir si 7 2 = O o estimar un valor positivo de este 

parámetro, es importante al elegir alguna de las familias de la sección (1.2.4). 

Desde una perspectiva analítica de datos, la definición de variograma teórico en (1.11) es im

portante ya que implica que, siempre en el supuesto de estacionariedad, las cantidades observadas 

"fiJ = ~(Y; - Yj)2 son estimadores no sesgados de las correspondientes ordenadas del variograma, 

/Y (hij ). La colección de pares de distancias y las debidas ordenadas del vario grama (h;1, /ii ) : j > i 

es llamada variograma empírico de los datos (xi, Y;) : i = 1, · , n [16] 

El estimador clásico del variograma propuesto por Matheron en 1962 [14] es: 

2-::Y(h) = IN~h)I (Y; - Yj)
2 

N (h) 

(1.13) 

donde la suma es sobre N(h) = { (i, j) : x; - xJ = h} y IN(h) 1 es el número de elementos distintos 
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de dicho conjunto. Es un estimador insesgado, sin embargo tiene propiedades muy pobres (1 4] , por 

ejemplo es fuertemente afectado por observaciones atípicas debido al término (-)2 de (1.13). 

1.2.4. Algunas familias de fun ciones de covarianza 

La forma más común del comportamiento empírico, para una estructura de covarianza estacio-

naria, es que la correlación entre S(x) y S(y) va a disminuir conforme la distancia, h ; lx y¡, 
aumenta. Por lo que es natural buscar modelos de correlación teóricos, con una estructura que se 

comporte así. 

El que algunas familias paramétricas de funciones sean definidas positivas, es una condición 

necesaria y suficiente para que éstas definan una clase de familias de covarianza; sin embargo, di

cha condición no es algo sencillo de probar directamente. Por este motivo, es razonable contar con 

un conjunto de familias de funciones que son definidas positivas, además que sean flexibles como 

para cumplir con las necesidades de algunos datos geoestadísticos. Se presentan algunos modelos 

isotrópicos de covarianza y variograma como funciones de lhl (en adelante, h, entendiendo que es 

función sólo de la distancia), para conocer más modelos se puede revisar (13]. Para vario gramas aso

ciados con una covarianza, se da la forma analítica de la covarianza y se deduce el variograma desde 

¡(h) = C(O) - C(h), además para los modelos descritos se toma C(O) = 1 

Modelos esféricos y sus derivados 

Por autoconvolución de la función indicadora de la esfera de jRd con diámetro <jJ (13], es decir, en 

términos del módulo r = lh/, de la función 

sir :::; </J/2, 
(1.14) 

sir > <jJ/2 

se obtiene el covariograma esférico de JRd , el cual se puede considerar como una función de r = /h/: 

si r :::; </>, 
(1.15) 

sir ~ </J. 

En la fórmula anterior Vd es el volumen de la bola de diámetro unitario de .!Rd, el cual viene dado por 

1íd/2 

Los modelos usados en la práctica, corresponden ad = 1, 2, 3: 



• Modelo triangular, válido en IR: 

{

1 _ IM 
C1(lhl) = 

0 
"' 

si lh/ :-:; </J, 

si lh/ 2: </>. 

• Modelo circular, válido en JR.2 : 

• Modelo esférico, válido en IR3 

3lhl + lhl2 

-;¡;¡; w si /h/ :-:; </>, 

si /hl 2: </J. 

10 

si /hl :-:; </>, 

si lh/ 2: </>. 

Los variogramas correspondientes se comportan de forma lineal cerca del origen y alcanzan el sill 

en 1 hl = </>. por lo que el parámetro de escala, </J, coincide con el rango. 

Modelo exponencial 

En [13] se define el modelo exponencial con parámetro de escala <P > O por: 

C(/hl) = exp (- l~I) . (1.16) 

Este modelo es una covarianza en JRd para cualquier valor natural de d, ya que su densidad espectral 

correspondiente es (ver [39], sección 2.5): 

(1.17) 

En este caso, el variograma alcanza su sill solo de forma asintótica cuando lhl -+ oo, y su rango 

práctico (95 3 del sill) es cercano a 3</J. 

Modelo de Cauchy y Clase de Cauchy 

En [13] el modelo de Cauchy, con parámetro de escala</>, es dado por: 

( 
lhl2 )-{3/2 

C(/h/) = 1 + 4J2 ( </> > O, {3 2: O), (1.18) 
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el cual es un modelo válido en JR.d para todo d. Este tipo de modelo es muy regular cerca del origen, 

ya que su expansión en series de Taylor contiene solamente términos pares, y alcanza el sill muy 

lentamente. La clase de Cauchy generaliza el modelo de Cauchy a comportamientos en lhlª en el 

origen, es decir que su expansión en serie de Taylor en h. = O se presenta en potencias de lhlª, con 

una covarianza de la forma: 

( 
l!l" )-fJ/a: 

C(lhl) - 1 + ;°' (4; >O, O< a::; 2, f3 "2 O), (1.19) 

donde a: es un parámetro de la forma mientras fJ parametriza la dependencia en distancias grandes. 

Modelo Matérn 

La función isotrópica (1.18) es positiva e integrable en IR.d para todo d. Por lo tanto, su transforma

da de Fourier d-dimensional es una covarianza en JR.d (ver [13], secciones 2.3.3, 2.3.4). Al considerar 

el caso /3 - 211: + d, se obtiene el modelo Matérn (también conocido como el modelo K-Bessel) : 

(1.20) 

donde J( "· es la función de Bessel modificada de segundo tipo de orden K. en IR. dada por: 

siendo Ix:(x) la función de Bessel modificada de primera especie y de orden K. , la cual viene dada por: 

oo 1 (x)2j+r.. 
nic(x) - :L j!ru +,,, + i) 2 

J=O 

K. es un parámetro de la forma, el cual determina la suavidad analítica del proceso subyacente S(x). 

Específicamente, S(x) es [IK. - Ij]-veces diferenciable en media cuadrática. Según [16), este modelo 

puede tener cualquier tipo de comportamiento cerca del origen, pues su principal término irregular 

se comporta como lhl2" si K. no es un entero y como lhl2 11: log(lhl) si K. es un entero. Además, para 

K. - 0,5 la función de covarianza Matérn se reduce a la familia exponencial, mientras que si hacemos 

K. -* oo, el modelo que se obtiene es conocido como gaussiano. 

Note que los parámetros </J y K. son no ortogonales, en el siguiente sentido. Si la estructura de 

covarianza es Matérn con parámetros </J y 11:, entonces la aproximación que mejor se ajusta con or den 

11:* =/. K. también tendrá </J* =/. </1. Es decir, los parámetros de escala que corresponden a distinto orden 

de la covarianza Matérn, no son directamente comparables. La relación entre el "practica! rangeD y 

el parámetro </J depende por lo tanto de fL. 
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1.2.5. Ajustando un modelo de variograma 

Después de haber visto una pequeña selección de modelos para el variograma, uno debería pre

guntarse cómo escoger alguno de los modelos para algún conjunto de datos dado, o si los datos 

pueden distinguirlos. Históricamente, según [20) un modelo de variograma se elige graficando el va

riograma empírico, un estimador simple no parámétrico del variograma, y luego se compara a varias 

formas teóricas disponibles. El variograma empírico habitual es: 

;:;;(1.) = f \ j """' [Y(:i;i) - Y(xJ·)J2 
I 2 N t) L 

(.'t¡,XJ)EN(t) 

(1 .21) 

donde N(t) es el conjunto de pares de puntos tales que jfxi - xill - t, y jN(t)I es el número de 

pares en dicho conjunto. Note que, al menos que las observaciones caigan en una malla regular, 

las distancias entre los pares de ubicaciones podrían ser todas diferentes, por lo que este no será 

un estimador muy útil tal como está. En su lugar, se puede definir una rejilla para las distancias en 

intervalos Ji = (O,t1),h = (t1 ,t2),yasísucesivamentehastaJK = (tI<-i, t¡<)paraalgunarejilla 

(posiblemente regular) O < t1 < · · < tK. Representando los valores de t en cada intervalo por su 

punto medio, se puede alterar la definición de N(t) a: 

1.2.6. Kriging: el método y sus ecuaciones 

Un problema central en estadística espacial es la estimación de una variable de interés sobre 

cierto dominio, sobre la base de valores observados en un número limitado de puntos. Típicamente, 

el investigador puede querer construir un modelo de cuadrícula con el objetivo de dibujar un mapa de 

contornos, hacer un inventario y calcular cantidades (contaminantes, especies animales, etc) dentro 

de ciertas unidades de área. Con más generalidad, la cantidad deseada puede ser una función de la 

variable observada, funciones que se restringen a tipo lineal (kriging lineal). 

Desde un punto de vista determinístico ese es un problema de interpolación. La variable de interés 

es aproximada por una función paramétrica cuya forma se postula por adelantado, ya sea explícita 

o implícitamente. Los parámetros son seleccionados para optimizar algún criterio de mejor ajuste a 

los datos puntuales. 

En el presente trabajo se realizará con un enfoque probabilístico, conocido como kriging, un 

término usado por George Matheron en 1963, en honor a Danie G. Krige. Este método produce una 
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interpolación basada en un modelo de variograma o de covarianza derivado desde los datos, en lugar 

de un modelo a priori de la función de interpolación. 

En [13] se presenta la siguiente tabla, con las principales formas de kriging lineal, al decir lineal 

se refiere al hecho de que los predictores son funciones lineales de las observaciones [39]: 

TipG de krígm~ M~che Moddo denvada P~c·rc-q u1s lta 

Simple (SK) Conocida Ninguno Covarianza 

Ordinario (OK) Desconocida Constante Vario grama 

Universal (UK) Desconocida Función de las coordenadas Vario grama 

Externo (KED) Desconocida Variable externa Vario grama 

Cuadro 1.1: Principales formas de kriging lineal. 

Antes de comenzar a explicar los métodos, se debe aclarar un poco la terminología, la palabra 

predicción la establecemos como la determinación del valor de cierta cantidad aleatoria, mientras que 

estimación se refiere a la inferencia sobre algún parámetro fijo pero desconocido de algún modelo. 

Sin embargo, acá serán usadas indistintamente refieriéndose a estimación. 

Notación y supuestos 

• Se le denota por {Y(x) : x E D C JRd} a la función aleatoria usada como un modelo para la 

variable regionalizada de interés, {y( x) : x E D C JRd} denota a la realidad, es decir, y( x) es 

una realización de Y(x). 

• T denota el conjunto de puntos donde Y(x) fue muestreado. En nuestro caso, Tes finito y 

consistirá de N puntos denotados por: 

T = { X n : n = l. · · · , N}. 

• El valor de las funciones en puntos muestreados, son referenciados por los subíndices de dichos 

puntos, por ejemplo: 

Y;, = Y(xi ), los datos , 

µi = µ(xi ), valor medio de Y;, 

O"i j = u(xi, XJ) covarianza entre Y; y }j. 
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• Los estimadores hechos con kriging son marcados con un asterisco de superíndice(*). Explíci-

tamente, el estimador de Y(xo) es de la forma: 

n 

Y*(xo) - L >.i(xo)Y(xi) + >.o(xo) 
i= l 

donde >.i(xo) es un peso puesto sobre Y(xi) y >.o(xo) es una constante que depende de xo. Se 

debe tener en mente que los pesos Ai dependen de la ubicación xo donde la función está siendo 

estimada. 

• En cuanto a los vecindarios, se debe aclarar que la teoría se deriva siempre como si todos los 

N puntos de la muestra serán usados para hacer la estimación, este caso es llamado inter

polación con vecindario global. En la práctica, N puede ser lo suficientemente grande como 

para permitir el uso de "vecindarios movibles" o "vecindarios locales", es decir, usar solamente 

un subconjunto de los datos para hacer la estimación en cada nodo de la malla que se desea 

interpolar. Se debe tener presente que eso podría alterar la relación entre las estimaciones de 

diferentes nodos, e incluso introducir discontinuidad. 

Kriging con media conocida 

En esta parte se verá el caso conocido como Kriging Simple [13], donde conocemos la parte 

media del modelo. Conocer la media nos hace la teoría muy simple y además dota el estimador 

de kriging con todas las propiedades agradables (consistente, eficiente, ver [13]). En el caso de un 

proceso gaussiano, esta coincide con la esperanza condicional E[Yo 1 Y1, , YN], que es el estimador 

ideal de Yo en el sentido de media cuadrática. En todas las circunstancias el error Y* - Yo no está 

correlacionado con Yi . para todo i, ni con Y*. 

En el mundo real la media puede ser conocida solamente si hay repeticiones del fenómeno, como 

lo es el caso de procesos espacio-temporales, o cuando el número de datos es tan grande que se puede 

estimar la media casi a la perfección. 

Para derivar las ecuaciones, se va a considerar el caso de estimación puntual. Se quiere estimar 

Yo = y( xo) a partir de N observaciones Yl, · · · , YN usando el estimador afín: 

interpretado en el modelo como una realización de la variable aleatoria 
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La constante >.o y los pesos >.i son elegidos para minimizar en el modelo el error medio cuadrático 

esperado E[Y* - Yo]2. Primero nos concentramos en >.o; el error medio cuadrático (MSE, por sus 

siglas en inglés: mean squared error) se puede escribir como 

E[Y* - Yo] 2 = Var[Y* - Yo] + (E[Y* - Yo])2
. 

Como las varianzas no son sensibles a las traslaciones, solamente el último término del lado derecho 

involucra >.o. Para minimizar el MSE, es necesario elegir >.o de forma que cancele el sesgo E(Y* - Yo ): 

El estimador Y* se transforma en 

(1.22) 

Esto equivale a estimar la variable de media nula Z(x) = Y(x) - µ(x ) por el estimador lineal: 

y añadir después la media. Con lo anterior se establece que el caso de media conocida es equivalente 

al caso de una media nula y >.o ~ O, por lo que en adelante, en esta parte, se considera que Y ( x ) 

tiene media cero. El MSE se puede expandir en términos de la covarianza centrada a ( x, y) de Y ( x ), 

E[Y* - Yo] 2 = L L Ai Aj O'ij 2 ) --.. AWio + aoo. 
J 

El mínimo de esta función cuadrática se obtiene cancelando sus derivadas pardales con respecto a 

los pesos Ai, es decir: 

J 

El que lo anterior alcance un mínimo, lo garantiza la propiedad de positividad de la función de cova

rianza, y el MSE es una función convexa. Los Ai son soluciones del sistema lineal de N ecuaciones: 

, N (1.23) 

en notación matricial lo anterior se escribe: 

EA = a0 
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donde L: ; (aij) es la matriz N x N de covarianzas de los datos, ao = (aiO) es un vector en JRN de 

covarianzas entre los datos y el objetivo o estimación, y A = (>.i) es un vector en JRN de soluciones. 

El sistema (1.23), llamado sistema de kriging simple (SK), tiene solución única, dado que la matriz L: 

es no singular. Este será siempre el caso si la matriz de covarianzas es estrictamente definida positiva 

y si todos los puntos muestrales son distintos, lo cual se asumirá. 

Kriging con media desconocida 

El enfoque de kriging que se presenta en este apartado provee una solución óptima que invo

lucra solamente una estimación por paso. El caso más sencillo se da cuando la media es constante, 

µ(x) = µ,llamado Kriging Ordinario (OK, por sus siglas en inglés). El modelo general, conocido co

mo Kriging Universal, asume que la parte media del modelo se puede represen tar como una función 

de la superficie [13]: 

L 

1Ax) = L akfk(x) (1.24) 
k=O 

donde las fk(x) son funciones básicas conocidas y los ak son coeficientes fijos pero desconocidos. 

Usualmente se tiene que Jº = 1, lo que garantiza que el caso de media constante está incluido en 

el modelo. Las otras funciones son por lo general monomios de bajo grado en las coordenadas de 

x (en la práctica el grado no excede 2). Note que (1.24) se puede ver como una aproximación local 

para µ.(x); esto es, los coeficientes ak pueden variar en el espacio, pero suficientemente lento para 

ser considerados constantes dentro de los vecindarios de estimación. 

En el modelo de kriging universal se descompone la variable Y ( x) en la suma 

Y(x) = µ(x) + S(x) , 

de una función determinista suave µ(x) describiendo el aspecto sistemático del fenómeno, y llamada 

desviación (drift), y una función aleatoria de media cero S(x), llamada residuo y que captura las 

fluctuaciones erráticas. 

Kriging Ordinario 

Primero vamos a ver como, el no conocer la media, afecta el problema de estimación en el caso de 

media constante µ(x) = ao. Considerando de nuevo el estimador afin Y * = Li >.iYi +>.o, para el 

cual según [13), el error medio cuadrático se puede escribir como: 
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EIY' - Yo]' ~ VariY' - Yo]+ [.\o+ ( ~ .\¡ - 1) ao]' 
Solamente el término del sesgo en el lado derecho involucra >.o, pero esta vez no se puede mini

mizar sin conocer ao. Una solución podría ser reemplazar ao por un estimador ao y resolver para >.o, 

pero dicho estimador necesariamente será dependiente de los datos, por lo que >.o podría resultar no 

constante. La única solución real es establecer >.0 = O e imponer la condición sobre los pesos ,\i de 

que Li Ai - 1 = O. Sujeto a esta condición, el error medio cuadrático es igual a la varianza del error 

Y* - Yo y depende solo de las covarianzas: 

Var(Y* - Yo] = L --. >.i>.jaij - 2 L AWiO + aoo· 
J 

El problema se puede reformular de la siguiente manera: Encuentre N pesos ,\i que sumen 1 

y minimicen Var[Y* - Yo]. Lo anterior es resuelto por el método de multiplicadores de Lagrange. 

Considere la función: 

Q ~ VariY' - Yo] + 2µ ( ~ .\¡ - 1) 
donde ¡;, es el multiplicador de Lagrange, y determine el mínimo sin restricciónes de Q igualando sus 

derivadas parciales a O: 

DQ 
a>.i = 2 L >.jaij - 2cri0 + 2µ = O, i = 1, .. . , N 

J 

~~ ~ 2 ( ~ .\¡ - 1) ~ o 

Q}le el ex tremo sea ciertamente un mínimo, se garantiza de nuevo por la convexidad de Var[Y* - Yo] 

como función de >.o. Lo anterior nos deja el siguiente sistema lineal de N + 1 ecuaciones e incógnitas: 

Sistema de Ecuaciones de Kriging Ordinario 

, N 

(I.25) 

La varianza se obtiene premultiplicando las primeras N ecuaciones de (1.25) por Ai, sumando sobre 

i, y luego usando la última ecuación. El resultado será: 

(1.26) 
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El sistema lineal tiene solución única si y solo si la matriz de covarianza :E = [aij] es definida positiva, 

lo que será el caso si se usa una función de covarianza definida positiva y todos los puntos de los 

datos son distintos. 

Kriging Universal 

Se quiere estimar Yo = Y(xo) usando un estimador lineal Y* = Li AiYi , y se busca minimizar 

el error cuadrático medio, el cual, como es usual lo podemos descomponer como [13]: 

E[Y* - Y0]
2 = Var[Y* - Yo]+ (E[Y* - Yo])2. 

Ahora la parte media del modelo no la asumimos constante, pero sí de la forma (1.24). El sesgo 

se puede expandir como: 

E[Y* - Yo] = L Ai L ªkÍik - Lªk!~. 
k ¡,. 

donde se usó la notación .fik = f k (Xi), y la convención de que la suma sobre k se extiende sobre 

todos los posibles valores k - O, 1, · , L. Al cambiar el orden de la suma en k e i, se obtiene 

E[Y* - Yo] = L:O-k (¿ Ai/t - /~) . 
k i 

Para minimizar E[Y* - Yo] 2 , se debe hacer (E[Y* - Y0])2 cero, independientemente de los 

coeficientes ªk> lo que implica anular sus factores en lo anterior. Eso conduce a las L + 1 condiciones: 

(1.27) 

conocidas como condiciones de universalidad, de donde sale el nombre de kriging universal. Sujeto 

a esas condiciones, el error medio cuadrático es igual a la varianza del error Y* Yo: 

Var[Y* - Yo] = L 
J 

Usando multiplicadores de Lagrange, se minimiza: 
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donde µki l., = O, · - . L, son L + 1 incógnitas adicionales, los multiplicadores de Lagrange, y se 

determina el mínimo sin restricción de Q igualando sus derivadas parciales a cero: 

8Q ~ k . a>-. = 2 ~ AjUij - 2uio + 2 µkfi = 0. i = 1, . N 
i J k 

8Q ["""· f k kl L Bµk = 2 ~ Ai i - fo ~ O. k ~ O, . . . ' . 

Lo anterior conduce al siguiente conjunto de N + L+ 1 ecuaciones lineales con N + L + 1 incógnitas: 

Sistema de Ecuaciones de Kriging Universal 

{ 

2= AjUij + ' µkfik = UíO , i - 1, 
i ~ 

I:,>-.ifik - f~. k - O, 
i 

- · ,N 

(1.28) 

. , L . 

En notación matricial el sistema (1.28) es de la forma Aw = b con la siguiente estructura: 

(;, :) C) (~:) (1.29) 

donde 2:, A y uo se definen como en kriging simple y donde: 

1 Ji Jf µo 1 

1 ti tf µ.l t6 (E F) F = ' µ = , fo = A = 
' F' O 

1 J}.¡ f/:¡ µ [ !& 
La varianza kriging se obtiene premultiplicando las primeras N ecuaciones de (1.28) por Ai, su

mando sobre i, y luego usando las últimas L + 1 ecuaciones. El resultado es la varianza de kriging 

universal: 

uiI< = E[Y* Yo] 2 = uoo - 2: Á¡u;o - L µkf~ 
;: 

también en forma matricial: 

2 \ I I f 'b uu J( - uoo - /\ uo - µ Jo ;¡; uoo - w . 

(1.30) 

El sistema lineal (l.28) tiene solución única si y solo si la ma triz A es no singular. Eso se cumple 

bajo el siguiente conjunto de condiciones: (1) que la submatriz :E es estrictamente definida positiva, 
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(2) que la submatriz F sea de rango completo. Se asegura que E es definida positiva al utilizar una 

función de covarianza definida positiva y además eliminando los puntos duplicados en los datos. La 

condición sobre F expresa que las L + 1 funciones básicas Jk(x) son linealmente independientes 

sobre el espacio: 

1.3. Modelos lineales generalizados mixtos (glmm) 

Los modelos lineales generalizados (GLM) son una extensión de la regresión ordinaria (ver [1] , 

en capítulo 4), ya que permiten variables de respuesta que no son distribuidas normalmente y una 

función de enlace para su media. Los modelos lineales generalizados mixtos (GLMM, siglas en inglés) 

son una extensión adicional, ya que permite la presencia de efectos aleatorios y efectos fijos en el 

predictor lineal. 

Sea Yi.k la observación k en el clúster i, i l. , I<i, sea Xik un vector columna que contiene 

los valores de las variables explicativas para dicha observación, sea 'Ui un vector de efectos aleatorios 

para el mismo clúster, Zik un vector columna de variables explicativas para el efecto aleatorio y 

finalmente , sea µ ¡k = E[Yik lu i ] el predictor lineal, un GLMM tiene la forma: 

(1.31) 

donde g ( ·) es una función de enlace y /3 es un conjunto de parámetros para los efectos fijos, además 

se asume que el vector U i tiene una distribución normal multivariada, N (O, E).Los elementos en la 

diagonal de la matriz de covarianzas E son desconocidos, y es posible que los demás elementos en 

la misma tampoco se conozcan, es decir la correlación entre las entradas de U i puede no conocerse. 

Condicionado en 'Ui, el modelo de ajuste estándar (GLM) trata los {Yik } como independientes para i 

y para k. La variabilidad entre los elementos Ui induce asociaciones no negativas entre las respuestas 

(ver [1] , sección 11.2.2), para la distribución marginal promediada sobre los casos u ocurrencias, lo 

anterior es causado por los efectos aleatorios compartidos para cada observación en un clúster. 

En la ecuación (1.31) el efec to aleatorio entra al modelo en la misma escala que los términos 

predictores . Por ejemplo, en ocasiones dicho efecto representa heterogeneidad causada por la omisión 

de ciertas variables explicativas. Considere el caso especial con efecto aleatorio univariado y Zik - L 
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Con 'Ui reemplazado por ·u¡cr, donde {ui} son normales estándar, el GLMM toma la forma: 

Esto tiene la forma de un GLM ordinario con valores no observados { 11.¡:} de una covariable particular. 

Así, los GLMM están relacionados a métodos para tratar con predictores sin medir u otras formas de 

datos perdidos. También, los efectos aleatorios se pueden ver aveces como una medida de error de 

las variables explicativas. Para más detalles, el lector puede revisar los capítulos 4 y 13 de [l]. 

1.4. Los Modelos para Datos de Área: CAR y SAR 

1.4.1. Herramientas de exploración para datos de área 

Se comienza con la presentación de algunas herramientas que pueden ser útiles en la exploración 

inicial de datos de unidades de área. Un concepto primario en este tipo de datos es el de matriz de 

proximidades, W (ver [20]). Dadas las medidas Y1, 1'2, · · · , Yn asociadas con las unidades de área 

1, 2, · · · . n , las entradas W ij en lV conectan espacialmente las unidades i y j en algún sentido, habi

tualmente se tiene que W ii = O. Las posibilidades para definir dicha matriz incluyen por ejemplo una 

matriz binaria, es decir, con entradas O o 1, donde W ij = 1 si i y j comparten la frontera, o comparten 

un vértice en el caso de que la región es dada en una retícula regular. Otra alternativa puede ser el 

uso de distancias entre las unidades( o sus centroides), por ejemplo una función decreciente de dis

tancias entre los centroides de las unidades (como en un cantón u otra región del mapa). Sin embargo, 

aún con el uso de distancias se puede crear W como una matriz binaria, por ejemplo, para un i fijo, 

Wij ~ 1 si j es uno de los I< vecinos más cercanos en términos de distancia. Todas las elecciones 

anteriores sugieren que ltV podría ser simétrica, pero, para unidades de área irregulares, el último 

ejemplo nos da una forma donde no necesariamente es el caso. Los W ij pueden ser estandarizados 

usando Ej W;j = Wi+· Si W tiene las entradas Wij = Wij/W;+, entonces W es estocástico por filas, 

es decir, Wl = 1, pero en este caso W no es necesariamente simétrica. 

Como lo sugiere la notación, las entradas de la matriz lV se pueden ver como pesos o pondera

ciones. Mayor peso se asocia a los vecinos más cercanos de cada municipio, en algún sentido. En este 

contexto exploratorio W nos da un mecanismo para introducir una estructura espacial en el modelo 

formal. 

Finalmente, al trabajar con distancias se pueden definir intervalos, es decir, (O, di], (d1 , d2], 

( d2 , d3], etcétera. Lo anterior habilita la noción de vecindarios de orden 1 de la unidad i, i.e., to-
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das las unidades (municipios) a una distancia menor o igual a dl, vecinos de orden 2, i.e., todas las 

unidades a una distancia mayor a d1 pero menor o igual a d2, y así sucesivamente. De forma análoga 

a 1V se puede definir vV(l) como una matriz de proximidad de los vecinos de primer orden. Esto es, 

111;}) = 1 si las unidades i y j son vecinos de primer orden y wiJ) = O si no es el caso. Similarmente 

se puede definir Hr(k) como una matriz de proximidad de los vecinos de orden k. 

Una herramienta muy importante para el análisis exploratorio de datos de área, según [7], es un 

mapa para los valores de los datos, ya que este nos puede mostrar si los datos exhiben una asociación 

espacial fuerte, o por el contrario, no existe tal asociación. Sin embargo, antes de dar conclusiones se 

deben estudiar todas las posibles covariables que puedan explicar la existencia de asociación espacial, 

en nuestro modelo la temperatura mínima por ejemplo. 

Dos medidas de asociación espacial 

Aunque el mapa con los datos es una herramienta muy útil para observar si la variable y las cova-

ria bles presentan asociación espacial, existen varias medidas que pueden ayudar a dar conclusiones 

más justificadas para esta asociación. En particular dos de ellas se exponen en este apartado: índice 

Moran (I de Moran) e índice Geary (C de Geary). 

El índice Moran es análogo al estadístico usado para medir asociación en series de tiempo, el 

coeficiente de autocorrelación. Para una matriz de asociación binaria, Patrick A.P Moran introdujo 

en 1950 el siguiente coeficiente de autocorrelación [37]: 

1 
= n ¿ oij(Y,, - Y)(}j - Y) 

"'o "'.(Yi - Y) 2 ' L., '·J L.,i i 

donde Y1, · , Yn. son las observaciones sobre n regiones y Óij = 1 si i =/= j e i y j son contiguos, 

Óij = O en otro caso. En 1973, Cliff y Ord [37] generalizaron esta definición reemplazando Oij por 

Wij, siendo VV una matriz de vecindarios. Es decir, el I de Moran toma la forma: 

1 
= nI:wiJ(Y,, - Y)(}j - Y) 

L Wij Li (Y,, - Y)2 
(1.32) 

I no tiene soporte estrictamente en el intervalo [- 1, 1]. El índice es el cociente de formas cuadráticas 

en Y , el cual da la idea de obtener aproximados para el primer y segundo momentos [7]. Moran 

muestra bajo el modelo nulo donde los Y/ s son independientes e idénticamente distribuidos, que I 

está asintóticamente distribuido como normal con media - 1/(n - 1), y varianza (ver [20] , sección 

3.1): 

Var[I] = n2 (n - l)S1 - n(n - l)S2 - 2SJ 
(n + l)(n - l)S6 



En la ecuación de dicha varianza, se tiene que: 

So - LWij, 
#j 
1 
2 L(Wtj 

i~j 
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Sin embargo, dichas fórmulas no son válidas para los residuos de una regresión [37], en [20] el 1 de 

Moran se recomienda usar como una medida exploratoria de asociación espacial, en lugar de usarse 

como una prueba de significancia espacial. 

El C de Geary es análogo al estadístico Durbin-Watson usado en series de tiempo para medir 

asociación. Robert C. Geary propuso en 1954 el índice con la forma [37]: 

sin embargo este índice se propuso para matrices de pesos binarias, y al igual que el 1 de Moran, este 

fue generalizado por Cliff y Ord [37] reemplazando Óij por Wij . donde W es una matriz de pesos no 

necesariamente binaria. Con esto, el C de Geary quedó con la forma: 

(1.33) 

Este índice es positivo, y tiene media 1 para el modelo nulo; valores entre O y 1 indican asociación 

espacial positiva. Como el índice de Moran, C es un cociente de formas cuadráticas en Y y, como el 

índice I, es asintóticamente normal si los Yi son independientes e idénticamente distribuidos (detalles 

en [37]). 

1.4.2. Modelo Condicional Autorregresivo (CAR) 

Los modelos estadísticos usados para generar estimadores estables de tasas de incidencia de en

fermedades deberían ser capaces de introducir y acomodar todas las características de los datos, 

incluyendo el uso de distribuciones que no son normales para datos de conteo, los efectos de las 

variables explicativas o covariables y la correlación espacial. Existe un enfoque que involucra el uso 

de modelos lineales generalizados mixtos (GLMM, por sus siglas en inglés ), en el cual el modelo 

lineal generalizado (GLM, por sus siglas en inglés ) es aumentado con un efecto aleatorio que no es 
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observado y es distribuido normalmente, introducido con el objetivo de explicar la correlación espa-

cial y la sobre dispersión. Al condicionar un vector de efectos aleatorios </>, el conteo de la incidencia 

observada Yi sigue un GLM lag-lineal con media condicional dada por: 

(1.34) 

donde Xi es un vector de variables explicativas para la región i, a es el vector de coeficientes de 

regresión y Ei es el conteo de incidencias esperado. 

Se particiona la región a estudiar en n unidades que no se traslapan, S = { S1 , !:h, , Sn}, es 

decir, la única intersección posible entre ellas es la frontera, las cuales están vinculadas a un con

junto correspondiente de respuestas Y = {Yí, Y2, - · · , Yn} y un vector de "offsets" conocidos O -= 
{ 0 1, 02, · · · . On}. El patrón espacial en la variable de respuesta se modela con una matriz de cova

riables X = { x1, x2, · . Xn} y un componente para la estructura espacial '¡/) = { 1/!1, 1/.!2, · · , 7/in}, 

este último se incluye para modelar cualquier autocorrelación espacial que quede remanente des

pués de que el efecto de las covariables se tome en cuenta. El vector de covariables para la unidad 

Sk se denota por Xk = {1, Xki, Xk2 , · · · , Xkp}, donde la primer entrada se refiere a un término pa

ra el intercepto. Un modelo lineal generalizado mixto, para los datos espaciales de área viene dado 

por [28]: 

Yklµk '""f(Yklµk, v2
), para k E {1 , 2, · · · , n}, 

g(µk) - xr f3 + ok + l/Jk, 

f3 '"" N(µ13, ¿r1) . 

(1.35) 

Las variables de respuesta, Yk, en general se supone que vienen de una familia exponencial de distri

buciones, entre las cuales pueden ser binomial, gaussiana o poísson. El valor esperado de Yk puede 

ser denotado por E(Yk) = µk, mientras que v2 es un parámetro de escala que se toma en cuenta 

si la distribución pertenece a familias de localización o si se modela con parámetros de sobredisper

sión; un ejemplo es la distribución gaussiana. El valor esperado de las respuestas se relacionan con 

el predictor lineal usando una función de enlace g(.) , la cual es la identidad en el caso gaussiano, la 

función logit en el caso de la distribución binomial y es el logaritmo natural en el caso de poisson. 

Con lo anterior, se ajustan los modelos de verosimilitud: 
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• Poisson Yk "" Poisson(µk) y ln(µ¡J = xf {3 + Ok + 1/Jk · 

El vector de los parámetros de regresión se denota por {3 = (/31, · · , /3p), y en el modelo se pue

den incorporar efectos no lineales usando splines cúbicos naturales o funciones polinomiales básicas 

para los elementos de X. En el paquete CARBayes [28) se asume una previa normal multivariada 

para {3, la media µf3 y la matriz diagonal de varianzas I:f3 son elegidas bajo algún criterio o informa

ción previa que se tenga, aunque dicho paquete sugiere µ {3 = O, los elementos en la diagonal de I:f3 

todos iguales 1000. 

El componente de estructura espacial 1/J de los modelos antes escritos, contiene un conjunto de 

efectos aleatorios cjJ ::: (4'1 , , c/Jn) , el cual viene de un modelo condicional autoregresivo, que se 

define en la ecuación (1.36). Esos modelos son un caso especial de un Campo Aleatorio de Markov 

Gaussiano (GMRF, por sus siglas en inglés) , y se puede escribir en la forma general </> ,.._, N(O, r 2 Q-1 ), 

donde Q es una matriz de precisión que puede ser singular (en dicho caso el modelo se llama intrínse

co). Dicha matriz controla la estructura de auto correlación espacial de los efectos aleatorios, y se basa 

en una matriz no negativa simétrica de vecindarios o matriz de pesos W . 

De hecho, en [25] , se define equivalentemente a </> de la siguiente manera: siempre teniendo pre

sente que se trabaja sobre un campo aleatorio de markov, se definen las distribuciones condicionales 

completas, 

(1.36) 

donde i ,.._, j denota el hecho de que j es vecino de i en algún sentido. Así, por el teorema de 

Hammersley-Clitford y el Lema de Brook (ver [20) , sección 3.2), las distribuciones completas de 1.36 

determinan de forma única la distribución conjunta: 

(1.37) 

donde Bes una matriz n x n tal que bii - O, y Dr = Diag(ri); según [25), usualmente se asume 

que D.,. = rD, donde Des una matriz diagonal n x n. Además, a es un parámetro con el efec to 

de suavizar, y con frecuencia es interpretado como una medida de asociación espacial. Note por 

ejemplo, que a = O genera un modelo independiente, sin embargo, es importante no ver a a como 

un parámetro de correlación. Es decir, el parámetro a: controla la dependencia espacial, y está entre 

O y 1, pero no se puede ver como un parámetro de correlación de la forma tradicional (ver [42) ). En 

el modelo 1.37, se pueden tomar distintos valores para a, elegir distintas D y By generar distintas 

estructuras para el modelo CAR. 
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El modelo Besag-York-Mollie (1991) 

Este modelo, también conocido como convolución, se introdujo en Besag et al [2], siendo el pri

mero de los CAR propuestos. Este contiene dos conjuntos de efectos aleatorios, autocorrelacionado 

espacialmente e independiente. Dicho modelo presenta la forma: 

1/Jk 

ef)kirP-k, W, T 2 

2 2 
T • (l 

(1.38) 

Gamma - Inversa( a , b). 

El efecto aleatorio 8 = (e1 . - . en) consta de elementos independientes de media cero y varianza 

constante 0"
2

, mientras que la correlación espacial es modelada por cp. Para este último, la esperanza 

condicional es el promedio de los efectos aleatorios en áreas vecinas, mientras que la varianza con

dicional es inversamente proporcional al número de vecinos. Lo anterior parece apropiado, ya que 

si los efectos aleatorios tienen una autocorrelación espacial fuerte, entonces los más cercanos en un 

área tienen la mayor cantidad de información sobre el valor del efecto aleatorio de sus vecinos. 

En el modelo 1.37, esto es equivalente a tomar o: = l. Además, con frecuencia se toma D = 

Diag(mi), donde mi es el número de vecindarios de la región i, y B = n - 1w, siendo W una 

matriz de vecindarios definida por ceros y unos, 1 en caso de compartir frontera y cero en otro caso, 

además Wii = O [25]. Con lo anterior, la ecuación 1.37 se transforma en: 

(1.39) 

Este modelo es simple y sencillo de ajustar, sin embargo, tiene dos grandes inconvenientes: 

• La matriz T(D - W) es singular, es decir que dicha distribución es impropia, 

• El modelo no contiene parámetros para controlar la fortaleza de la relación espacial entre las 

regiones. 

El modelo Lcroux-Lei-Breslow (1999) 

El modelo anterior, aunque es sencillo de ajustar, tiene como una de sus limitaciones el no conte

ner parámetros que controlen la fuerza de la asociación espacial, Leroux et al ( 1999), en [30] proponen 

un modelo para la dependencia espacial que incluye parámetros separados para la sobre dispersión 

y la fuerza de la dependencia espacial. 
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Besag et al [2] propusieron dos modelos para </J, el modelo intrínseco y el modelo independiente, 

pero dadas sus limitaciones, Leroux et al (1999) [30) proponen un nuevo modelo, donde 

los modelos anteriores son casos particulares, el modelo se basa en la especificación de la inversa 

generalizada de la matriz de covarianza D , de la siguiente manera: 

a-2D - = (1 - p)I + pW, (1.40) 

donde I es la matriz identidad, p E (O, 1) es un parámetro asociado a la correlación espacial, y W es 

una matriz que define la estructura de vecindarios de la forma: 

{

ni 

Tij = - J[i rv j ) 

Sl 7. = } 
(1.41) 

si i =I j 

donde ni es el número de vecinos que tiene la región i - ésima, en este caso I[-] es una función 

indicadora. 

Como se mencionó en el párrafo anterior, esta especificación contiene el caso de independencia 

(D ~ a-21), obtenido al tomar p = O, y también la autoregresión intrínseca, donde la matriz de 

covarianzas es dada por D = a-2w-, tomando p = 1 

Finalmente, en este caso los momentos condicionales están dados por: 

y 

El modelo Lee-Mitchell (2012) 

Según Lee y Mitchell en 2012 [28) , las previas CAR descritas cori anterioridad obligari a un nivel 

de suavizado espacial igual en el conjunto de efectos aleatorios para todas las regiones. Lo anterior 

se ilustra, para el modelo de Leroux et al, por la estructura de correlación parcial del mismo, la cual 

para ( <l>k, c/>j) está dada por: 

PWkj 
Corr((f>k, </>j l </> - kj) = ~n -n ' 

V ~p ¿:i=l Wki + 1 - p)((p 2:i=l Wji + 1 - p) 
(l. 42) 

donde la matriz W en este caso es la matriz de contigüidad mencionada en el modelo Besag-York-

Mollié. Para regiones no vecinas los efectos aleatorios son condicionalmente independientes, mien

tras que para regiones que son vecinas su correlación parcial es controlada por p. Pero dicha repre

sentación de suavizamiento espacial puede llegar a ser muy simplista en la práctica, ya que el efecto 



28 

aleatorio para la superficie es probable que incluya sub-regiones de suavizamiento, así como límites 

o fronteras donde ocurran cambios abruptos. Lee y Mitchell en 2012 [29] proponen un método para 

capturar dicha estructura espacial localizada, incluyendo la identificación de límites en los efectos 

aleatorios para la superficie. La idea consiste en modelar los elementos de W que corresponden a 

regiones geográficamente adyacentes como cantidades aleatorias binarias, en lugar de asumir que se 

fijan en el valor l. Por otro lado, si las regiones no comparten una frontera en común, entonces el ele

mento de la matriz W que las relaciona se fija en cero. En la ecuación (1.42) se puede ver que si Wkj 

es estimado en 1, entonces (9k, </>j) son espacialmente correlacionados, y son suavizadas en el pro

ceso del modelado. En contraste, si Wkj es estimado como O, entonces no se da ningún suavizamiento 

entre ( </Jk, </J1), y son modelados como condicionalmente independientes. 

Se denotan los datos usados para cuantificar el riesgo de alguna enfermedad por y - (y1 . . Yn) 

, En.). el primero siendo el número de casos de enfermedad observados, mientras que 

los segundos son los casos de enfermedad esperados que ocurran en cada región, los cuales dependen 

del tamaño y la estructura demográfica de la población viviendo ahí. La medida más simple de riesgo 

de enfermedad es la razón de incidencia estandarizado, el cual para cada región k está dado por 

Rk = Yk) Ek. Sin embargo, para estimar los efectos de covariables en el riesgo de alguna enfermedad, 

típicamente se usan modelos jerárquicos bayesianos. En general se definen: 

YklEk,Rk 

ln(Rk) 

Poisson(EkRk), para k = 1, · , n 

xif3 + </Jk 

El riesgo de enfermedad es denotado por Rk yes representado por las covariables x[ - (xki, 

(1.43) 

y los efectos aleatorios</> = ( </J1, · , <l>n). estos últimos permitiendo cualquier sobredispersión y co

rrelación espacial luego de que los efectos covariados se tomaran en cuenta. Aunque existen varias 

previas CAR para <P en la literatura, en [29] se adoptó la previa propuesta por Leroux y otros en [30] , 

la cual especifica las n distribuciones condicionales completas: 

2 ( p LJ=1 Wkj</Jj + (1 - p)µ T
2 

) 
<i>k l<fa-k>W,r ,p,µ"' N "°'n +l , ¿n + l · p i..Jj=l Wkj - p p j=l Wkj - p 

(1.44) 

Así, el modelo propuesto en [29] para (1.43) con el fin de capturar la correlación espacial localizada 

y además identificar fronteras de riesgo, es modelar el conjunto { Wkj} para áreas geográficamente 

adyacentes como ceros o unos. Lo anterior se lo proponen mediante el uso de un número reducido 

de parámetros de regresión o: = ( a 1 , · · , aq) y tratando a { Wkj} como conjunto en lugar de como 

valores se·parados desconocidos [29]. 
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El primer nivel del modelo está dado por: 

Poisson(EkRk), para k = 1, · · · , n (1.45) 

ln(Rk) - efik 

,...., (0,99 LJ=l Wkj(0t)</>j + O,Olµ 72 ) 
</Jkl</>-k , µ,Ot,T

2 
N ¿n ( ) , ¿n · 0,99 j=l Wkj 0t + 0,01 0,99 j=l Wkj(Ot) + 0,01 

En el modelo no se incluyen covariables, de manera que la estructura espacial de la superficie de 

efectos aleatorios y la superficie de riesgos es la misma. Además p se fija en 0.99, de forma que la 

estructura de la correlación espacial puede ser determinada localmente por {wkj(Ot)}, en lugar de 

globalmente por p. Note que p = O no es elegible pues eso desaparecería los { Wkj (a)}, mientras que 

un valor de 1 tampoco se elige debido a que esto podría resultar en media y varianza infinita si para 

alguna región k se cumple que L,1 Wkj(Ot) = O. 

La idea del modelo, es que las fronteras en la superficie de riesgo es probable que ocurran 

entre poblaciones que son muy distintas, ya que poblaciones homogéneas deberían tener perfi

les de riesgo similares. Por lo tanto, se modela la presencia o ausencia de una frontera entre re

giones adyacentes usando q métricas de disimilitud no negativas Zkj - (zkjli · , Zkjq). donde 

Zkji = lzki Zj¡j/ai, i = 1, · · , q. Usando dicha métrica se propone un modelo de vecindarios 

dado por: 

si exp (- L.i=I Zkjiai) $ 0,5 y k "'j 
(1.46) 

otro caso 

Los parámetros de la regresión, a , tienen la restricción de ser no negativos, de manera que cuanto 

mayor es la disimilitud entre dos zonas, es más probable que haya una frontera entre ellas. Además, 

no hay un término de intercepto en (1.46 ), de modo que dos regiones con poblaciones homogéneas 

no deben tener una frontera entre ellas. Para más detalles el lector puede ver [29]. 

1.4.3. Modelo Simultáneo Autorregresivo (SAR) 

Los modelos simultáneos autoregresivos han sido usados extensamente en el análisis de datos 

espaciales en diversas áreas, es otra alternativa disponible para modelar los datos de riesgo relativo 

y todas las covariables, sin embargo, no será considerado en la tesis ya que el enfoque más común 

en la inferencia de estos modelos es con máxima verosimilitud, mientras que un enfoque bayesiano 

ha quedado atrás [15], además de lo extensivo que se puede volver el trabajo, por lo que sólo vemos 

su definición. 
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Asumimos el estudio del modelo: 

Y - BY + </>, o, de forma equivalente, (1.47) 

(I B)Y </> 

Se asume que <f; induce una distribución sobre Y [20], imitando los modelos autoregresivos para las 

series de tiempo (ver [33], sección 5.4), se supone que los e/Ji toman innovaciones independientes, es 

más, se asume que <P "' N (O, Diag(af)). Ahora, en [42] Wall escribe que Yi - ¿
1 

bij Yj +</Ji, 

1 = 1 · , n, siendo n el número de elementos de una retícula, y donde </Ji '"" N (O, O"¡). Por lo tanto, 

si (I - B) es de rango completo, 

(1.48) 

siendo D = Diag(a;), además se cumple que Cov(</J, Y) - D(I - B)-1, lo que indica que la res

puesta está correlacionada con <P y es precisamente por ello que se le llama simultáneo. Note además 

que si se toma D = a 2 I, la distribución en (1.48) se simplifica a Y '"" N (o, a 2 [(I - B)(I - B)t]-1) ; 

para que dicha distribución no sea impropia, se debe cumplir que (I B) sea de rango completo. 

Dos elecciones para la matriz I - B son las que más se discuten en la literatura [ 42]. La primera 

de ellas asume que B - pW, donde W es una matriz de contigüidad, es decir, es una matriz de ceros 

y unos y tal que Wii = O. En este escenario, p es conocido como un parámetro de autocorrelación 

espacial y, Yi = Lj"-"i Yj +e/Ji. donde j ,....., i denota que el elemento j es vecino del elemento i en 

la retícula. De hecho, W puede ser cualquier matriz de proximidad, y I - p W será no singular si 

p E (f-, f- ), donde >.(l), · · · , A(n) son los valores propios ordenados de W [20]. 
(1) (n) 

De forma alternativa, W se puede reemplazar por una matriz W, obtenida al normalizar cada 
11) . . 

fila de W, es decir, Wij = ~_Es claro que esta nueva matriz no es necesariamente simétrica, pero 
_ W i + ·-

si se cumple que Wl = 1. Si se define B - a W, el valor de a será un parámetro de autocorrelación 

espacial, y como W es una matriz de contigüidad, se tiene que Yi = a 2:: Wij + </Ji· Si se tuviera 
.. Wi+ 
J~i 

una retícula muy regular, de modo que los valores de Wi+ sean esencialmente el mismo, entonces se 

tendrá que o: es un múltiplo de p. Ahora, como W es estocástica por filas, los valores propios de la 

misma serán menores o iguales a 1, por lo que I - a W será no singular siempre que a E ( -1, 1 ), 

lo que justifica el referirse a a como parámetro de autocorrelación [20]. 

Habitualmente, un modelo SAR se introduce en un contexto de regresión, por lo que los residuos, 

U = Y - Xf3, son los que se asumen que siguen dicho m odelo, en lugar de Y mismo. Entonces, 
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siguiendo el modelo (1.47 ), si U = BU+ cp, se obtiene la forma: 

Y = BY + (I - B)X{3 + cjJ (1.49) 

Esta expresión muestra que Y es modelado por un componente que es un promedio espacial de los 

vecinos, para cada elemento en la partición, y un componente que es una regresión lineal simple 

(usual). Si B fuera la matriz nula, entonces se obtendría un modelo de regresión lineal simple para 

Y, mientras que si B = I, se obtiene un modelo puramente espacial. 

1.5. Cadenas de Markov de Monte Cario 

La simulación a través de Cadenas de Markov de Monte Carlo es un método general basado en la 

extracción de muestras de e utilizando distribuciones posteriores aproximadas, donde e representa 

el conjunto total de parámetros del modelo. Las muestras se extraen secuencialmente, a través de 

métodos iterativos, los cuales garantizan que el conjunto de muestras forme una cadena de Markov. 

Según [9], un método de Cadenas de Markov de Monte Carla para la simulación de una distribu

ción fes cualquier método que produce una cadena de Markov ergódica (X(tl), cuya distribución 

estacionaria es f. 

Para referirse a este método de simulación, es necesario hablar un poco de Cadenas de Markov 

por un lado, y de integración de Monte Carlo por otro, lo cual se hará de manera sintetizada, ya que 

se sale de los objetivos de la tesis profundizar en dichos temas. 

1.5.1. Simulación de Monte Cario 

Dos problemas numéricos importantes que tienen lugar en inferencia estadística son los relacio

nados con integración o con optimización, y generalmente el problema de optimización se asocia al 

problema de estimación por máxima verosimilitud, mientras que los de integración se relacionan al 

enfoque bayesiano, principalmente en la determinación de constantes de normalización (ver [9]). 

Los métodos de Monte Cario se basan en el muestreo de distribuciones de probabilidad. La ge

neración de muestras aleatorias de una distribución uniforme, U(O, 1), es sumamente importante, 

ya que todos los métodos de muestreo clásico dependen de un generador de números aleatorios que 

tengan este comportamiento. Actualmente la simulación de números aleatorios se basa en genera

dores más complejos, los cuales son proporcionados por programas de computadora especializados 

en estadística, por ejemplo R-CRAN, MATLAB, SAS, entre otros. 
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Uno de los principales problemas a resolver usando integración de Monte Carla, es el de calcular, 

o aproximar la integral: 

E¡ [g(X)] = l g(x)f(x)dx. (1.50) 

Basado en lo anterior, parece natural proponer el uso de una muestra, (X1 , . . . , Xm), generada por f 

para aproximar (1.50) a través del promedio empírico: 

ya que 9m converge a E¡[g(X)] casi seguramente debido a la ley de los grandes números [9]. Además, 

si se cumple que g2(X) tiene una esperanza finita bajo f, se puede evaluar la velocidad de con ver-

gencia de .9m, pues la varianza: 

var(9m) - ~ .l [g(x) - E¡[g(x )]]2 f( x )dx 

también se puede aproximar por la muestra (X1, .... X m) por medio de la fórmula: 

1 
m 

[g(Xi) - ¡2 gm . 

Para m suficientemente grande, la variable aleatoria: 

9m - E¡ [g(X)] 

"Vm 
es distribuida aproximadamente como una variable aleatoria N(O, 1), lo que permite la construcción 

de un test de convergencia y de intervalos de confianza para la aproximación E ¡[g(X)]. Este enfoque 

se conoce con frecuencia como el método de Monte Carla. 

1.5.2. Cadenas de Markov 

Sea (S, S) un espacio medible, en [17] se define un Cadena de Markov con respecto a la filtración 

Fn como una sucesión de variables aleatorias, {Xn}nEN• que toman valores en S , si X n E Fn y 

VB E S se cumple: 

P(Xn+l E BIFnJ = P(Xn+l E BIXn)· (1.51) 

Es decir, para predecir X n+l dado Xn , es innecesario conocer Xn- 1, X n 2 . , Xo . Por lo tanto se 

define la probabilidad de transición como: 
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Definición 1.6. Una función p S x S ---+ lR. se llama una probabilidad de transición si: 

(i) Para cada x E S, A---+ p(x, A) es una medida de probabilidad sobre (S, S). 

(ii) Para cada AES, x---+ p(x , A) es una función medible. 

Entonces decimos que Xn es una cadena de Markov con respecto a Fn con probabilidades de transición 

Pn si: 

P(Xn+l E BIFn) ~ Pn(Xn, B). 

Cuando Ses discreto, las probabilidades de transición se pueden representar fácilmente mediante 

una matriz, también llamada matriz de transición, y las entradas de dicha matriz son dadas por: 

P.-r:y = P(X,, = y!Xn-l = x), x, y E S. 

Es importante notar que la distribución de Xo (distribución inicial) juega un rol crucial, pues si 

tenemos la matriz de transición de la cadena de Markov; P, y la distribución inicial µo = ( w 1 , w2, .. . ) , 

entonces podemos obtener la distribución de probabilidad marginal de X 1 mediante el producto 

matricial µ.1 = p.oP, y haciendo repetidas multiplicaciones obtenemos la distribución de probabilidad 

marginal de X n, es decir, Xn ~ µn = µoPn. 

Por lo tanto [9], en el caso de una cadena de Markov, si la distribución inicial o el estado ini

cial son conocidos, la construcción de la cadena de Markov es completamente determinada por su 

probabilidad de transición, es decir, por la distribución de Xn condicionalmente sobre Xn-1· 

1.6.1. Muestreo de Gibbs y el Algoritmo Metropolis-Hastings 

El muestreo de Gibbs se ha convertido en uno de los métodos computacionales más populares 

de la inferencia bayesiana. Técnicamente, este puede ser visto como un método especial que supera 

el problema de la dimensionalidad por medio del condicionamiento. La idea básica es la misma que 

hay en los métodos de optimización condicional iterativos, suponga que se quiere generar números 

aleatorios desde una función de densidad .f(.r), .T E S ~ JR.d, se particiona el vector en]{ bloques, 

es decir, x ;:;;;: (x1, ... , XJ( )t, con]{::::; d y 

dim(x1) + -· · + dim(xK) = d. 

Denote por: 

(1.52) 
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el correspondiente conjunto de distribuciones condicionales completas. Bajo ciertas condiciones, este 

conjunto de condicionales, a su vez, determina la distribución destino (distribución posterior) f(x), 

de acuerdo con el teorema de Hammersley-Clifford [8]. 

Teorema 1.6.1. (Hammersley-Clifford) Si f(x) > O \/x E S, entonces la distribución conjunta f(x) 

es únicamente determinada por las condicionales completas (1.52). Más precisamente: 

f (x) f (y) IT fjk (xjk lxJi --· -, xik-1' 1Jjk+I' .. , 1JJK) (x E S) 
1., 1 Íik (Yik lxi1, .. -, X]k-1 • Yik+1, . .. , YJK) 

para toda permutación j en (1, .. .. d) y todo (y ES). 

(1.53) 

Algorítmicamente, el muestreo de Gibbs es iterativo. Iniciando con un punto arbitrario x(O) E S, 

con la restricción que f(x<º)) > O, cada iteración del muestreo de Gibbs genera un número aleato

rio desde cada fk(x1.,lx1, .. . , Xk-l, Xk+l, ... , xx) cambiando X1, . , Xk-1, Xk+i, . . , X]( a sus valores 

generados más recientes. 

Una de las principales ventajas de este algoritmo es que todas las simulaciones son aceptadas, y 

en cada transición se obtiene un punto diferente de la cadena, lo anterior se debe a que la probabi

lidad de aceptación es 1 en todo momento. Además, las simulaciones sólo se realizan a través de las 

densidades condicionales completas, y el que estas sean densidades unidimensionales representan 

una gran ventaja computacional. 

Sin embargo, para poder implementar el algoritmo es necesario que se pueda simular de una 

manera sencilla cada una de las densidades condicionales completas. En muchas situaciones esto no 

es posible tan siquiera para una de esas densidades, lo que limita la aplicación de este método. Dicho 

método se presenta el algoritmo l. 

Algoritmo 1 Muestreo de Gibbs. 

Entrada: Una distribución previa: ¡(Ol (x) >O. 

Salida: x(t) 

1· Tome x<0l =: (x~O) , · · · , x}~)) desde ¡(O) (x ). 

G (t) 1· ( 1 (t-1) (t-1)) 
2 enere x 1 "" 1 X1 x 2 , •• . , xK . 

G (t) f ( 1 (t) (t) (t- 1) (t-1) ) 
3: enerexk"" k XkXi , . .. , xk_1 , x k+l , . .. ,xK . 

(t) ( 1 (t) (t) (t) ) 
4: Generexg "' JI< X](X1 , ., xk , ... ,xk- l 

Bajo ciertas condiciones de regularidad la distribución de x(t) = (xit), .. ., x}~)'. denotada por 

¡(t) (x), convergerá a f(x ) (ver [19]). 
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Aunque el muestreo de Gibbs es muy útil en muchos modelos estadísticos, dicho método no puede 

ser aplicado a una selección de problemas en donde se involucra espacios de múltiples parámetros 

con dimensionalidad distinta. Es decir, el muestreo de Gibbs es inconveniente para sacar muestras 

desde algunas distribuciones para las cuales las distribuciones condicionales de algunas o todas las 

componentes no son estándar. Para esos problemas, el Algoritmo de Metropolis-Hastings, el cual es 

una generalización del muestreo de Gibbs, es necesario [8]. 

El algoritmo de Metropolis-Hastings es ciertamente el método McMC por excelencia, fue nom

brado en honor a los trabajos realizados por Nicholas Metropolis (1953) y W.Keith Hastings (1970). 

Sea F una distribución de probabilidad, con función de densidad .f, la idea básica de crear una ca

dena de Markov con núcleo de transición ]( es tener a F como su distribución invariante, de modo 

que [8]: 

F(dy) = L F(dx)K(x, dy), 

donde X es el espacio de muestras. El algoritmo parte de la función de distribución F, conocida como 

función objetivo o de interés. Luego se elige una densidad condicional, q(ylx), definida con respecto a 

la medida dominante del modelo, en la práctica se busca una densidad q de la cual es sencillo realizar 

simulación mientras la densidad f debe estar disponible en algún sentido, por ejemplo, el cociente: 

f (y)/ q(ylx), 

es una constante independiente de x , o constante en términos de x . Así, el algoritmo de Metropolis

Hastings asociado con la densidad f y la densidad condicional q produce una cadena de Markov por 

medio del algoritmo 2. 

Algoritmo 2 Metropolis-Hastings. 

Entrada: x(t). 

Salida: X (t ) 

1 Genere: yt rv q(ylx(tl ). 

2. Defina: 

( ) 
{

ytconprobabilidadp(x(tl,yt) 
X t+l = 

x(t ) con probabilidad 1 - p(x(t), yt) 

donde p(x y) = min (í(Y)1_(:i;JJL2_1) 
' f(x) q(i/lx) 

La probabilidad de transición de la cadena Metropolis-Hastings está dado por [9]: 

K(x, y) = p(x , y)q(ylx) + bx (y)(l - r(x) ), (1.54) 
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donde r(x) = J p(x, y)q(y\x)dy, y Ox(Y) es la función delta de Dirac. 

La distribución q es llamada la distribución instrumental, y la probabilidad p(x,y) es conocida 

como la probabilidad de aceptación Metropolis-Hastings. Dicha probabilidad debe distinguirse de la 

tasa de aceptación, la cual es el promedio de la probabilidad de aceptación sobre las iteraciones, 

] ..,. J p = limr_.,00 T p(X(t>, Yi) = p(x , y)f(x)q(y!x)dydx. 
t=O 

(1.55) 

Esta cantidad permite una evaluación del rendimiento del algoritmo. Por otro lado, el algontmo 2 

satisface la condición de balance detallado, 

f(x)I<(vlx) = f(y)I<(xiy), (1.56) 

desde la cual se puede deducir que f es la distribución estacionaria de la cadena { x(t)}' integrando 

a ambos lados de la ecuación sobre x (ver [9]). 

Según [9], el algoritmo 2 siempre acepta valores Yt tales que el cociente f (Yt) / q(yt, :r(t) ) es cre

ciente, comparado con el valor previo f (x(t))j q(x(t), Yt) . Una característica importante del algoritmo 

2 es que éste puede aceptar valores Yt tales que el cociente es decreciente, algo similar a algunos méto

dos estocásticos de optimización (para más información al respecto se puede referir a la sección 5.3 

de [9]). El algoritmo de Metropolis-Hastings depende sólo de los cocientes: 

y es, por lo tanto, independiente de constantes de normalización, asumiendo, nuevamente que q( · lx) 

es conocida excepto por una constante que es independiente de x. 

Es obvio que la probabilidad p(x(t), yt) está definida solo cuando f(x(tl) > O. Sin embargo, si 

la cadena comienza con un valor x(o) tal que f(x(O)) > O, se sigue que f(x(tl) > O Vt E N ya que 

los valores de Yt tal que f (Yt) - O hacen que p(x(t), Yt) = O, y son por lo tanto rechazados por el 

algoritmo. En lo anterior se usa la convención de que p(x, y) = O siempre que J(x) = f( 'U) - O, 

con el fin de eliminar dificultades teóricas [9]. 

1.6.2. Convergencia del Algoritmo Metropolis-Hastings 

En este apartado se establecen las condiciones suficientes bajo las cuales f es la distribución 

estacionaria del algoritmo, y además la cadena generada es ergódica, para la prueba de los teoremas 

y más detalles en este tópico el lector puede revisar Robert y Casella (2004) [9]. 
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Definición 1.7. Una cadena de Markov estacionaria {X(t)} es reversible si la distribución de 

x(t+l) IX(t+Z) es la misma que la distribución de x(t+l) IX(t). 

Teorema 1.7.1. Sea {X(t)} una cadena de Markov con probabilidad de transición I<. Suponga que 

dicha probabilidad satisface la condición de balance detallado (1.56) con una función de densidad de 

probabilidad f. Entonces se cumple: 

(a) La probabilidad de transición de { x(t)} satisface la condición de balance detallado con f, 

(b) f es una distribución estacionaria de la cadena { X(t)}. 

El teorema anterior es necesario para poder probar nuestro primer resultado de interés, el cual 

afirma que la distribución f es estacionaria. 

Teorema l. 7.2. Sea { X(t) } una cadena de Markov generada por el algoritmo de Metropolis-Hastings. 

Entonces se cumple que para cualquier distribución condicional q, que satisface que s'Upp(f) <;;; s·upp( q ), 

se cumple: 

(a) La función f es una densidad invariante de la cadena, 

(b) La cadena { X(t)} es reversible. 

Para garantizar que la distribución límite es f y que la cadena sea convergente sin importar cual 

sea el punto inicial, se debe establecer la ergodicidad. Para lograr lo anterior, es necesario que la 

cadena sea aperiódica y Harris recurrente, dos conceptos que se definen a continuación: 

Definición 1.8. Sea'¡/; una medida, la cadena de Markov {X(t)} con probabilidad de transición 

K(x, y) es '¡/;-irreducible si, para todo A E S con '¡/;(A) > O, existe un natural n tal que Vx E 

Definición 1.9. Un conjunto A es Harris recurrente si Vx E A, Px(nA = oo) = l. Una cade

na { X(t)} es Harris recurrente si 3 '¡/;, una medida tal que la cadena es 1¡0-irreducible y para cada 

conjunto A para el cual '¡/;(A) > O, A es Harris recurrente. 

En la definición anterior se usó el término nA, el cual se define como el número de pasadas de 

{X(t)} por A, es decir: 
oc 

nA - L lIA ( x(tl) 
t= l 
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Para la aperiodicidad de la cadena es suficiente que se cumpla que K(x, x) > O para todo x E S, 

siendo K la probabilidad de transición, sin embargo esto se logra haciendo que se cumpla que: 

P [f(x)q(ylx)::; f(y)q(x(y)J <l. 

Ahora, para que la cadena sea Harris recurrente, basta el siguiente teorema: 

Teorema 1.9.1. Si la cadena de Metropolis-Hastings { X(t)} es f-irreducible, entonces es Harris recu-

rrente. 

1.10. Comparación y evaluación de modelos 

1.10.1. Criterio de información de la devianza (DIC} 

El DIC surge como una generalización de los criterios de información de Akaike (AIC) y el ba

yesiano (BIC), fue propuesto por Spiegelhalter et al en 2002 (38). Es de gran utilidad en la selección 

de modelos bayesianos donde la distribución posterior se obtiene a partir de cadenas de Markov con 

Monte Cario (MCMC). El ajuste de un modelo se puede medir a través del error cuadrático medio 

ponderado: 

donde y representa los datos, y e es el parámetro en el modelo. Una opción más general, es usar la 

devianza, la cual se define como -2 veces el logaritmo de la verosimilitud, 

D(y, O) = -2 log(p(ylO)), (1.57) 

y es proporcional al error cuadrático medio si los datos tienen una distribución normal de varianza 

constante [21]. En el límite, para muestras de gran tamaño, el modelo con la devianza esperada más 

baja, tendrá una probabilidad posterior más alta. Por lo tanto, parece razonable estimar la devianza 

esperada como una medida de ajuste del modelo global; la discrepancia entre los datos y el modelo 

depende en general de e así como de y. Para obtener un resumen que dependa sólo de y, se puede 

definir: 

n 8 - D(y, a(y)), (1.58) 
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donde se usa un estimador puntual para e, tal como la media de las simulaciones posteriores. Desde 

un punto de vista bayesiano, parece ser más atractivo promediar la discrepancia misma sobre la 

distribución posterior: 

Dave(Y) = E[D(y, B)IB], (1.59) 

la cual podría estimarse usando simulac·ones posteriores Bt: 

~ _ 1 L l 
Dave(Y) - L Lt=l D(y , e). (1.60) 

La diferencia entre la devianza media posterior en (1.60) y la devianza puntual (1.58), 

(1.61) 

representa el efecto del ajuste del modelo y es usado como una medida del número efectivo de 

parámetros del modelo bayesiano. En (1.61), PD representa el decremento en la devianza esperada 

debido a la estimación de los parámetros en el modelo. Otro enfoque relacionado, hace la estimación 

del error que podría esperarse al aplicar el modelo ajustado a datos futuros, por ejemplo el error 

cuadrático medio en la predicción: 

(1.62) 

donde D (yrep ,e) = - 2 log (p(yrep(r9) )), y yrep se define como una réplica independiente de los da-

tos, o de forma predictiva, como los datos que podríamos ver mañana si el experimento que produjo 

y hoy se repitiera con el mismo modelo y el mismo valor de () que produjo los datos observados (7]. 

La esperanza se calcula sobre la distribución de yrep y e es un parámetro estimado. En general, la 

devianza esperada en (1.62) será más alta que la devianza esperada Dave· ya que los datos que se pre

dijeron están siendo comparados con un modelo obtenido a partir de los datos. La devianza esperada 

en (1.62) ha sido sugerida como un criterio de ajuste de modelos, cuando el objetivo es obtener una 

mejor potencia al hacer predicciones fuera de la muestra, este valor puede ser aproximado por una 

expresión conocida como criterio de información de la devianza (DIC, por su nombre en inglés): 

DIC = .iJr:.red( ) ave Y 

- 2Dave (y) - D¡¡ 

- 2pD + D¡¡ 

El lector más interesado en el tema, puede revisar (38) , (21]. 
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1.10.2. Criterio de información de Watanabe-Akaike (WAIC) 

Este criterio de información tiene un enfoque completamente bayesiano, es usado para estimar 

la esperanza del logaritmo de la densidad de predicción puntual: 

n 

elppd - L E¡[log(Ppos(Yi))], (1.63) 
7 1 

donde Pvos se refiere a la distribución posterior, iniciando desde el logaritmo de densidad puntual 

calculado: 

(1.64) 

para después añadir una corrección para el número efectivo de parámetros para ajustar debido al 

sobre-ajuste. En la literatura se proponen 2 ajustes, ambos basados en cálculos puntuales que se 

pueden ver como aproximaciones a la validación cruzada [44), en el presente trabajo sólo se dará 

uno de dichos ajustes. 

Esta medida usa la varianza de términos individuales en el logaritmo de la densidad predictiva, 

sumado sobre n datos puntuales: 

n 

Pwaic ). Varpost(logp(yi[8)). 
~ 

(1.65) 

1- l 

Para obtener (l.65), se calcula la varianza posterior del logaritmo de la densidad predictiva para 

cada dato puntual Yi. es decir, \1s!1 log7{1Jil08
), donde V8! 1 representa la varianza muestral, esto es, 

Sumando sobre todos los datos puntuales Yi se obtiene el número efectivo de parámetros del 

modelo: 
r. 

CPwaic = L vs~l (logp(Yil08
)). (1.66) 

i = l 

Después se usa CPwai c como una corrección de sesgo para el logaritmo de la densidad predictiva 

puntual, calculada como: 

lwd ~ ~log ( ~ t,p(y,111')), (1.67) 

es decir, se obtiene la medida eT;;dwaic sin sesgo definida por 

----elppdwaic = lppd - Pwaic, (1.68) 
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asumiendo que el número de simulaciones extraídas es suficientemente grande para capturar com-

pletamente la distribución posterior. 

Así, se define el criterio de información de Watanabe-Akaike (o Criterio de Información Amplia

mente Aplicable), como -2 veces el valor de ;¡:;;p;¡.waic' por lo tanto: 

n n 

lY AIC = log Ee¡y (p(yd ti)) + (1.69) 

donde el primer elemento en la suma es visto como medida de ajuste del modelo, mientras que el 

segundo término es una medida de complejidad. En comparación de modelos, se prefieren aquellos 

que tengan un WAIC menor, para más detalles se puede revisar [21], [43] y [44]. A diferencia del 

DIC, el WAIC tiene la propiedad deseable de promediar sobre la distribución posterior, en lugar de 

condicionarlo a un estimador puntual; además el WAIC funciona incluso con modelos singulares, lo 

que resulta útil en modelos con estructuras jerárquicas y mixtas en los cuales el número de paráme

tros aumenta con el tamaño de la muestra y donde los estimadores puntuales con frecuencia no 

tienen sentido. Por tales motivos en el presente trabajo preferimos como medida de comparación de 

modelos el WAIC. 

1.10.3. Diagnóstico de convergencia de Geweke 

Este diagnóstico es utilizado como un método para estimar el número de iteraciones que serán 

quemadas en la simulación, además de proveer información concluyente en cuanto a la convergencia 

del algoritmo a una distribución estacionaria. El diagnóstico compara la ubicación del parámetro 

muestreado en dos momentos diferentes de la cadena; si los valores medios de los parámetros en dos 

momentos distintos son muy cercanos entre si, podemos asumir que las dos partes de la cadena tienen 

ubicaciones similares en el espacio de estados del parámetro, y se asume que las dos sub-muestras 

vienen de la misma distribución. Usualmente se compara la última mitad de la cadena, la cual se 

asume que ha convergido, con algún intervalo más pequeño del inicio de la cadena, este diagnóstico 

usa la estimación de la densidad espectral para dicho análisis. 

Ahora se procede a describir el diagnóstico. Sea 8(X) un funcional y denote por et = G(Xt+no ), 

donde no + 1 es la iteración inicial desde donde se quiere probar si la cadena ha tenido convergencia. 

Sí se definen A = {t ; 1 ~ t ~ nA} y B ~ {t : n * ~ t ~ n} , donde 1 < nA < n* < n y 

nA + nB < n, sean: 

1 ' t eA = - L e. 
nA t EA 
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Note que [JA y Bs son las medias del parámetro del modelo en dos momentos distintos que no trasla-

pan. Además, si el proceso MCMC y el funcional 8 implican la existencia de una densidad espectral 

Se(O) para esta serie de tiempo sin discontinuidades en O, entonces s:(o)/nA y sff (O)/(n - n* + 1) 

son las varianzas asintóticas de dichas medias. Por lo tanto, la raíz cuadrada de dichas varianzas 

asintóticas estiman el error estándar de [j A y [j B. 

El diagnóstico sugiere que si la cadena ha convergido en n 0 , es decir, ambas sub-muestras se 

extrajeron de la distribución estacionaria de la cadena, entonces las dos medias [jA y [jB deberían ser 

iguales, y el estadístico de Geweke es asintóticamente normal estándar, 

sin-+ oo. 

Dicho resultado nos permite probar la hipótesis nula de igualdad en la ubicación en el espacio de 

estados de fJ. La hipótesis nula se rechaza si IZnl es grande, y eso indicaría que la cadena aún no ha 

convergido en no. 

En el presente trabajo se hace el diagnóstico de Geweke usando la configuración predeterminada 

del paquete coda [34] , de R-CRAN [35]. Es decir, las ventanas son A = O,ln y B = 0,5n, que son 

los valores sugeridos por Geweke en 1992 (22]. Primero se aplica el estadístico a la cadena completa, 

si el estadístico Z está fuera del intervalo de confianza de 95 3 , se continúa aplicando el diagnóstico 

después de quemar (bum-in) el 10 3, 20 3, 30 3 y 40 3 , si se mantiene el comportamientom se reporta 

no convergencia en la cadena. Para más detalles el lector puede revisar {[22], [27]). 
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Capítulo 2 

Sobre los Datos 

2.1. Origen de los datos 

El modelo que se construirá incorpora el riesgo relativo de contraer la infección del dengue por 

municipio de Puerto Rico, este riesgo se define como: 

(2.1) 

donde: 

• RRi: representa el riesgo relativo para las personas que habitan en el municipio i-ésimo,por 

ejemplo los datos de la semana 1 de 2014 arrojan el comportamiento descrito en la figura (2.1) 

que se presenta a continuación: 

'O 
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Figura 2. 1: Mapa de colores para riesgo relativo en semana l. 

Una descripción de la figura 2.1 se hará en la sección 3.1. 

R.R. 
o 

10 

-65.5 

• e, : es el número de presuntos casos de dengue para el municipio i. Este dato se obtuvo de los 

reportes semanales de casos presuntos de Dengue, reportes elaborados en conjunto por el 

Centro para el Control y Prevención de Enfermedades de Estados Unidos (CDC, por sus siglas 
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en inglés) y el Departamento de Salud de Puerto Rico. Específicamente, fueron obtenidos en la 

página de intemet de dicho departamento de salud, ver [10), 

• Pi : es la población del municipio i, según el censo del año 2010, disponibles en la página de la 

Junta de Planificación del Gobierno de Puerto Rico [6], 

• cr: es el número de casos presuntos totales de Puerto Rico, es decir que es la suma del número 

presunto de casos de todos los municipios, 

• Pr: es la población total en Puerto Rico según el censo del año 2010. 

Las covariables a utilizar dentro del modelo son: 

l. Altitud por Municipio: esta covariable se obtuvo utilizando el API de Google Maps@. El dato 

obtenido se refiere a la altitud de un punto en el centro poblacional de cada municipio, sin 

embargo, en el modelo se usará como el dato para toda el área del municipio. Como es natural, 

los municipios costeros son los de altitud mas baja, mientras que el centro de Puerto Rico tiene 

las regiones mas altas, dado que ahí se encuentra la mayor región montañosa de este país, sin 

embargo, la máxima altitud obtenida es de 602.8 m.s.n.m., para el municipio de Aibonito, esto 

nos permite decir que el país en promedio es plano, ya que no posee lugares de gran altitud. 

En la figura (2.2) se presentan los datos, 
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Figura 2.2: Altitud usada para cada municipio de Puerto Rico. 
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2. Precipitación, Temperatura máxima y Temperatura mínima: los datos fueron obtenidos desde 

la base de datos Global Historical Climatology Network, en su página de internet, la cual es 

manejada por National Centers for Environmental Information (NCEI) , el cual pertene

ce al National Oceanic and Atmospheric Administration de los Estados Unidos de América [32) . 
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3. Porcentaje de pobreza: este porcentaje fué obtenido desde U.S Census Bureau, de los Estados 

18.4 

Unidos, desde el censo tomado para el año 2010. En la figura (2.3) se presenta un mapa de 

colores para esta covariable: 
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Figura 2.3: Porcentaje de pobreza según Censo de 2010. 

Se puede observar en la figura 2.3 que las regiones con mayor índice de pobreza se sitúan en 

el centro del país, tal es el caso de los municipios de Orocovis y Morovis que son vecinos en 

la región central, además al noreste se encuentra el municipio de Qyebradillas, al este centro 

Maricao, un municipio bastante diferente a sus vecinos en términos de pobreza. Las regiones 

con mayor desarrollo se sitúan en su mayoría cerca de San Juan, tal es el caso de Guaynabo, 

Carolina, Trijullo Alto Bayamón, más al sur Gurabo y al este en la región costera los vecinos 

de Dorado y Toa Baja. 

4 Índice de vegetación mejorado (EVI, siglas para Enhanced vegetation index): los datos de esta 

covariable fueron extraídos utilizando el paquete MODISTools [ 40] desarrollado para el sofwa

re R-CRAN, el cual extrae los mismos usando internet desde los archivos de NASA LPDAAC 

(Land Processes Distributed Active Archive Center of NASA). 

2.2. Indice de Vegetación Mejorado 

Este índice obtiene la respuesta de las variaciones estructurales del dosel vegetal, incluyendo 

el índice de área foliar, tipo y arquitectura del dosel, además de la fisonomía de las plantas. Fue 

desarrollado para optimizar la señal de la vegetación con sensibilidad mejorada para altas densidades 

de biomasa, esto se logra al separar la señal proveniente de la vegetación y la influencia atmosférica 
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[24]. Dicho índice se calcula como: 

Elí I = G · I Rp - R 
I Rp + C1 R C2A + L 

(2.2) 

donde: 

• A, R., I Rp: representan la reflectividad en la banda azul, roja e infrarroja cercana, respectiva-

mente, 

• C1 - 6: es un coeficiente de resistencia atmosférica, 

• C2 = 7, 5: es un coeficiente de resistencia atmosférica, 

• G = 2, 5: es un factor de ganancia, 

• L - 1: es un factor de corrección. 

A diferencia de los datos de temperatura y precipitación, los valores del índice de vegetación se 

pueden obtener para cada centro de población, sin embargo, los datos de EVI no están disponibles 

para las fechas que en que los demás datos fueron recolectados, por lo que se interpola la serie 

temporal que se obtiene con el paquete MODISTools de R-CRAN. Este paquete tiene una función 

encargada de extraer de forma remota y descargar localmente series temporales de productos MODIS 

(siglas en inglés para Moderate-Resolution Imaging Spectroradiometer), MODIS es un instrumento 

científico puesto en órbita terrestre lanzado por la NASA en 1999 a bordo del satélite Terra, en 2002 

a bordo del satélite Aqua. Dicha función, a partir de coordenadas, fechas y el tamaño de la retícula 

descarga los datos, en este caso, el producto obtenido fue el índice de vegetación de cada 16 días y una 

banda de 250 metros, se decidió descargar los datos para un área de 4 kilómetros cuadrados, siendo el 

centro de población de cada municipio, también el centro de cada cuadrado 2 X 2, al hacerlo de este 

modo se obtienen 81 datos por centro de población, y el valor usado en el modelo será la interpolación 

temporal de los promedios de estos 81 valores. La serie obtenida para el Municipio de Adjuntas por 

ejemplo, se muestra en la figura (2.4). 

La interpolación se realizó mediante el uso del paquete Zoo ( [ 46] ), también de R-CRAN, a través 

de splines cúbicos mediante la función na. spline () . El objetivo principal de esto es obtener el 

valor del EVI por municipio para cada semana, y utilizar dicho dato en nuestro modelo CAR 

Una vez que se hace la interpolación, se quiere estudiar el comportamiento espacial del EVI para 

cada semana, en la primer semana por ejemplo se tiene un valor mínimo de 2362.8, obtenido en 
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Figura 2.4: Serie del EVI en 2014 para Adjuntas. 

el Municipio de Caguas, mientras que el máximo para dicha semana es de 6568.1 en Toa Baja, el 

promedio y la mediana son de 4144 y 4149 respectivamente, además una desviación estándar de 

76 1.5. En la figura (2.5) podemos observar el histograma para las primeras tres semanas del año 2014. 

En las tres semanas se puede ver que la mayoría de lo municipios tienen un índice entre los 3000 y 

los 5000, siendo mas de 50 los municipios con esta característica. 
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Figura 2.5: H istogramas para Índice de vegetación. 

En los diagramas de cajas (boxplot), presentados en la figura (2.6), podemos ver el comporta

miento estable de esta variable, donde se muestra además que para las semanas 1 y 3 existen posibles 

valores atípicos, ya que estos se alejan much o del valor medio de las muestras. 
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Figura 2.6: Diagramas de Caja para Índice de vegetación. 

La información anterior, es mejor descrita mediante un mapa coroplético o de "temperaturas", 

para la primer semana se muestra dicho mapa en la figura 2.7. Podemos ver en dicho mapa que las 

regiones mas boscosas se sitúan en el centro del país, que es de hecho la región menos poblada y con 

mayor altitud del mismo, por otro lado, la región mas habitada de Puerto Rico es San Juan, la capital, 

y en los datos obtenidos para la primer semana del EVI se nota que es de las regiones con menos 

índice foliar, lo que parece consistente dada la naturaleza de dicha región. 
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Figura 2. 7: Mapa para el Índice de vegetación. 

2.3. Interpolación espacial de datos climáticos 
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Los datos obtenidos para precipitación y temperaturas no se encuentran ubicados espacialmente 

en los centros de población de cada municipio de Puerto Rico, ya que las estaciones que toman dichas 
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medidas no necesariamente se sitúan de esta fo rma. Por lo anterior, se debió aplicar un método 

de interpolación espacial para estimar estas covariables para cada municipio. En la figura (2.8) se 

muestra la posición de las estaciones climatológicas y la posición de cada centro de población de los 

municipios de Puerto Rico, donde es claro que para obtener valores de precipitación, temperaturas u 

otra variable, es necesario algún tipo de interpolación espacial. 
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Figura 2.8: Ubicación espacial de las estaciones y los centros población. 

Como se expresó en la sección (1.2.5), para realizar esta interpolación primero se debe hacer 

un ajuste de los parámetros para un variograma, en el presente trabajo se utilizará la función de 

covarianza exponencial, en las tres covariables, es decir: 

C(h) = exp ( 1~1) , 

debido a que es una estructura de variograma más simple, y los datos disponibles para ajustar son 

relativamente pocos. 

Es importante aclarar que los datos se obtienen de forma diaria por las estaciones, por lo tanto, en 

el presente trabajo lo que se utiliza como dato bruto es el promedio de precipitaciones o temperaturas 

que se midieron en las semanas 1 a 4 y 31 a 34 del año 2014, es decir, para cada estación se calcula el 

promedio de los datos medidos desde el día 1al7, y ese será nuestro dato para la primer semana, desde 

el día 8 al 14 los de la segunda semana y así sucesivamente. Por lo tanto, el análisis e interpolación 

que se realiza en este apartado, es a dichos promedios. 

2.3.1. Análisis exploratorio de datos, caso no espacial 

Los datos de precipitación están medidos en décimas de milímetros, según la documentación de 

la GHCN (Global Historical Climatology Network) [32]. Para la primera semana de 2014 van desde 
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O y 79,2 décimas de mm, en la segunda semana el intervalo va desde O a 99.42 décimas de mm de 

lluvia, en tanto que en la tercera semana las precipitaciones oscilan entre O y 141 décimas de mm. El 

promedio en la precipitación de la semana 1 es de 20.17, la mediana es igual a 13.33 y los datos tienen 

una desviación estándar de 23.34. Para la segunda semana se tiene un promedio de 19.48, con una 

desviación estándar de 21.27 décimas de mm. Durante la tercera semana llovió en promedio 11.46 

décimas de mm, y esta tuvo una desviación de 24.9. Según los datos, la primera semana fue mas 

lluviosa que la segunda y tercer semanas en promedio, sin embargo se puede ver que se registran 

11 uvias mas grandes en las semanas 2 y 3. Un histograma para los datos de estas 3 semanas se presenta 

en la figura (2.9), podemos ver que dichos datos tienen una distribución truncada, ya que sólo toma 

valores positivos (naturalmente) y también se puede ver que es una distribución asimétrica, lo que 

nos da suficiente evidencia de que una distribución normal no es una buena elección. 
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Figura 2.9: Histograma para los datos de precipitación. 

Por otro lado, los datos de temperatura máxima de la primer semana entán entre los 23.09° y 

34.7° grados celsius, con un promedio de 28.29° y una mediana de 28.97°, la desviación esándar 

para dicha semana es de 2.6236°. En la segunda semana se tiene que el rango de la temperatura 

máxima está entre 22.31° y 31.57°, con una mediana de 28.57° y un promedio de 27.74°, en este caso 

la desviación estándar es de 2.5°. Finalmente, para la tercera semana los promedios se sitúan entre los 

22.1 º celsius y los 32.14° celsius, tienen un promedio de 28.29º , mientras que la mediana es de 28.97° 

y la desviación estándar tiene un valor de 2.56º. En la figura (2.10) se presentan los histogramas para 

los datos de temperatura máxima medida para las primeras 3 semanas de 2014. 

Los datos de temperatura mínima para estas 3 semanas tienen un comportamiento semejante 

a los de temperatura máxima, en la primer semana la temperatura mínima estuvo entre los 14.11 º 

centígrados y 24.53° centígrados, el promedio alcanzó un valor de 19.76°, mientras que la mediana 
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Figura 2.10: Histograma para los datos de temperatura máxima. 

fue de 19 .64 °, además su desviación estándar es de 2.64 °. Para la segunda semana la temperatura 

mínima estuvo en promedio entre 13.17° y 23.89º celsius, y tuvo un promedio de y una mediana 

de 18.95° y 18.89° respectivamente, mientras su desviación estándar fue de 2.79° . Si observamos 

los datos de temératura máxima y mínima para las dos primeras semanas podemos concluir que la 

semana 2 fue en promedio mas fresca. Luego, en la semana 3 este dato se encontró entre 11.37° y 

23.09°, teniendo un promedio de 18.31° con una desviación estándar de 3.09°, además dichos datos 

tienen una mediana de 17.84° celsius. En la figura (2.11) se presenta un histograma para cada una de 

las semanas de estudio. 
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Figura 2.11: Histograma para los datos de temperatura mínima. 

2.3.2. Análisis exploratorio de datos, caso espacial 

Semana 3 

Como bien se sabe, en la recolección, digitación y almacenamiento de datos pueden ocurrir erro

res, lo que conlleva a la posible presencia de datos con anomalías o también conocidos como datos 
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atípicos (outliers en inglés), el presente trabajo no se enfoca en el estudio de herramientas para la 

detección de los mismos, sin embargo, se pueden usar gráficos y el ajuste de variogramas para la 

eliminación de algunos datos que se consideren, desde punto de vista meramente gráfico, atípicos. 

El primer escenario del análisis espacial de datos, es la graficación de los mismos en el mapa de 

Puerto Rico, este elemento es una herramienta muy simple, pero importante, ya que se puede ver si 

hay respuestas discordantes en~re vecinos y también con los supuestos de continuidad e isotropía, 

también se puede ver si existen tendencias espaciales que puedan sugerir la necesidad de incluir un 

modelo de superficie con tendencia para una media espacialmente variable, o también se pueden 

notar comportamientos cualitativamente diferentes en diferentes subregiones. En este gráfico los 

datos se representan usando círculos, donde el radio de cada círculo es proporcional al valor del dato 

que representa con respecto a los demás datos. 

Caso de precipitación 

En cuanto a la variable de precipitación se realizó la transformación: 

prect = ln(prec + 1), 

donde prect es el valor de la variable transformada y prec es el valor del dato original, esto con el 

fin de suavizar la variable y contrarrestar la asimetría. 

En la figura (2.12) se exhibe que la región noreste de Puerto Rico es más lluviosa para esta semana 

en cuestión. Se puede notar en la figura (2.12) que existen datos muy cercanos espacialmente, lo 

que se puede traducir en un problema al momento de ajustar una función de covarianza para el 

variograma, una forma de resolverlo es tomar dichos datos como uno sólo (el promedio por ejemplo), 

o si tienen valores muy cercanos( como debería ser) tomar sólo uno de los dos, sin embargo, lo anterior 

se realizará sólo en el caso de que al ajustar los variogramas se presentes soluciones discordantes. 

No es claro si hay datos atípicos en dicha ilustración, sin embargo se puede ver que hay dos parejas 

de datos(estaciones climáticas) que son cercanos pero que son discordantes en magnitud, una de 

ellas situada en las coordenadas (18,19; -67,0), y la otra aproximadamente a una latitud de 18,42 y 

longitud -67,1, esto puede generar problemas al momento de hacer el ajuste en el variograma para 

precípitación en la semana l. 

Los gráficos de dispersión que se obtienen entre las coordenadas y los datos se pueden ver en la 

figura (2.13), en estos se puede visualizar una vez más que la región noreste de Puerto Rico presenta 

más precipitaciones para esta semana en particular, esto nos confirma la necesidad de realizar las 
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Figura 2.12: Datos de lluvia transformados en semana l. 
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pruebas de hipótesis para tomar la decisión de usar un modelo con media variable o uno de media 

constante en la modelación de precipitación usando kriging. Un elemento más que merece ser men

cionado, es que existen muchas estaciones cuya medida de precipitación es nula, eso puede generar 

predicciones negativas en kriging, ya que este es un proceso de suavizamiento. 

Longitud Latitud 

4 
\ 

e: 3 o 3 
u a 
u 
Q) 

et 
2 

. . . .. 
- 67.0 -66.5 -r.r n l~I 18.C'. llG 

Figura 2.13: Datos de lluvia versus coordenadas en la semana l. 

Se realizó una prueba sobre la bondad de ajuste de los modelos con cociente de verosimilitud 

usando las devianzas, una prueba de x2 [1] , se comenzó probando un modelo donde la media es 

dada por la función µ( x) = f3o (se refiere a la ecuación 1.1 ), versus un modelo con media dada 

por µ(x) = /30 + /31Lat(x), o µ(x) -:; /30 + /32Lon(x), en el caso en que alguno de los modelos 

saturados mejoran el ajuste, se vuelve a realizar la prueba de alguno de ellos versus uno con media 

µ.(x) • /30 + /31Lat (x ) + /J2 Lon(x ), como se puede observar son modelos anidados, ya que el primero 

de ellos es un caso particular de los otros dos tomando /32 = O, o (31 = O, y cualquiera de ellos es un 

caso particular del último. La prueba tiene como hipótesis nula que el modelo sencillo y parsimonioso 
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es el mejor, mientras que la hipótesis alternativa es que el modelo "saturado" es el mejor, el estadístico 

del cociente de verosimilitud es: 

.6.log(L) = -2log(LR) - (-2log(LA)) 

donde LR es la verosimilitud del modelo reducido, y LA es la del modelo aumentado, además tiene k 

grados de libertad, siendo k el número de parámetros extra que tiene el modelo saturado respecto al 

modelo simple. Sean MCte y Mlst los modelos con media constante y lineal respectivamente, además 

MLo y MLa modelos donde la media es solo función de la longitud y la latitud respectivamente, es 

decir: 

MCte :µ.(.r,) f3o, 

MLo :µ(x) - /30 + ,B2Lon(x), 

MLa :µ(x) - f3o + f31Lat(.:r), 

M1st :µ(x) ,Bo + ,81Lat(x) + f32Lon(x). 

Además, los resultados del ajuste de los variogramas, el cual se hizo mediante el paquete geoR ([36]) 

de R Cran, para precipitación se resumen en el cuadro (2.1), donde se observa que según el criterio 

de información de Akaike (AIC), la mejor elección entre los cinco modelos, es el que tiene una media 

que es una función lineal de las coordenadas, mientras que el criterio de información bayesiano (BIC) 

parece dar como mejor modelo el que tiene la media como función de la latitud. 

Moddo de Mecli..a # de :par.dmclros AIC BIC Jog(L) 

Constante 4 141.7 148.7 -66.86 

Longitud :¡ 143.3 152 -66.64 

Latitud 5 139.9 148.6 -64.94 

Lineal (¡ 139 149.4 -63.49 

Cuadro 2.1: Ajuste en vario gramas para precipitación, semana l. 

Se resumen los resultados de las pruebas de hipótesis en el cuadro (2.2), donde se da evidencia, 

junto con lo antes mencionado, que el mejor modelo para ajustar estos datos de precipitación, es un 

modelo con media variable, siendo ésta una función de la coordenada correspondiente a la latitud. Lo 

anterior lo vemos porque al comparar el modelo con media constante con el de media dependiendo 

de la longitud, no se rechaza la hipótesis nula, en la cual el modelo simple ajusta mejor el variograma. 
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Pruebe J p-valor 1 

MCtevsMLo /32 = o /32 ¡. o 0.5003 

MCtevs MLa /31 = o /31 ¡.o 0.0499 

Mla vs Mlst /32 - o y /31 ¡. o /32 ¡. o y /31 ¡. o 0.0881 

Cuadro 2.2: Pruebas de hipótesis para precipitación, semana l. 

Por otro lado, según el test, agregar al modelo simple la coordenada de la latitud, este hace un mejor 

ajuste, misma conclusión que se puede hacer al examinar el índice BIC (ver [l], sección 6.1) de cada 

ajuste, nos da el candidato a usar para realizar la interpolación de los datos de precipitación para la 

semana l. 

Los parámetros obtenidos en dicho ajuste son mostrados en (2.3), 
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Cuadro 2.3: Parámetros de variograma ajustado en precipitación, semana l. 
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Figura 2.14: Precipitación en semana l. 
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En la figura 2.14 se exhibe el resultado de la interpolación mediante kriging, y este, como cual

quier método razonable de interpolación, tiene un efecto de suavizamiento (13]. Se puede observar 

como los municipios que comparten frontera no tienen comportamientos muy distintos, eso se debe 

al supuesto de continuidad en el espacio que tiene la varíable interpolada. 
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Caso de temperatura mínima 

Para la temperatura mínima, se exhiben los datos de las estaciones para la primer semana en la 

figura ( 2.15), este gráfico resulta ser poco útil para hacer conclusiones respecto al comportamiento 

espacial de dicha covariable, un motivo quizá es que el rango de los datos es muy pequeño, por lo 

que se revisan los de dispersión en la figura ( 2.16 ). 
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Figura 2.15: Datos temperatura mínima en semana l. 
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En los gráficos de dispersión, se puede extraer información mas relevante que en la figura (2.15), 

por ejemplo, la coordenada de latitud no parece ser significativa para representar esta temperatura, ya 

que se ve claramente una recta casi horizontal, es decir, moverse de norte a sur o viceversa en Puerto 

Rico, no hará que la temperatura tenga un gran cambio. Por otro lado, si se camina de este a oeste, 

parece ser que si hay un cambio más significativo, aunque eso no es concluyente. Esta información 

es relevante al momento de elegir un modelo para el variograma, ya que da una idea más p recisa 

del comportamiento espacial de esta variable. En el caso de la variable de temperatura mínima, el 

ajuste de los vario gramas dieron los resultados mostrados en la tabla (2.4), es este caso el criterio de 

Akaike [1] sugiere como mejor modelo el que tiene media como función de la longitud, mientras que 

el criterio de información bayesiano considera un mejor ajuste con media constante. 

Luego de hacer las pruebas de hipótesis, se concluye que el mejor modelo para el variograma 

de los datos de temperatura, es el de media constante, ya que en ambas pruebas no se rechaza la 

hipótesis nula, en la cual dicho modelo es el de mejor ajuste, lo que refuerza además la conclusión 

del BIC. 

En la figura (2.17) se muestra el resultado de la interpolación realizada a los datos de la p rimer se

mana de temperatura mínima, ahí también se puede observar el efecto de suavizamiento del kriging, 
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Figura 2.16: Temperatura mímma respecto a las coordenadas, semana l. 

Moílti 1-o de Media 11 de ¡;a.ráfrletrns. AIC BIC log(L) 

Constante 4 117.7 122.4 -54.86 

Longitud 5 117.6 123.5 -53.8 

Latitud 5 119.7 125.6 -54.86 

Lineal 6 119.5 126.6 -53.75 

Cuadro 2.4: Ajuste en variogramas para temperatura mínima, semana l. 

además que las regiones montañosas de Puerto Rico son las menos calientes para esas fechas , mien

tras que la zona costera mantiene las temperaturas mas elevadas, dicho comportamiento se mantiene 

durante las otras semanas de estudio, lo que se puede ver en el Apéndice B. Además, se presentan 

los parámetros obtenidos para el variograma en el cuadro (2.6). 

Caso de temperatura máxima 

El gráfico de datos en el mapa de Puerto Rico, no es informativo, en parte se debe a los pocos 

datos que se tienen para toda la región, además del rango pequeño en el que se sitúan los mismos. Las 

estaciones que graban temperaturas en Puerto Rico son muy pocas, lo que puede representar ajustes, 

H1 1 p-valor 1 

MCte vs MLo f32 = o f3Ff. Ü 0.976 

MCtevs MLa f31 - o f31 :f o 0.14 

Cuadro 2.5: Pruebas de hipótesis para temperatura mínima, semana l. 
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Figura 2.17: Temperatura mínima en semana l. 
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Cuadro 2.6: Parámetros de vario grama ajustado en temperatura min1ma, semana l. 
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modelos o predicciones no tan fiables, ya que por ejemplo en la primer semana solo se cuentan 

con 23 observaciones de las 43 estaciones que se tienen, es decir que debemos usar esa cantidad de 

información para hacer las predicciones en 76 ubicaciones. En la figura (2.18) se presentan los datos 

localizados en la isla. 

Ll 
::i 
:::; 18.2 
j 

18.0 

" 
-67.0 -66.5 -66.0 -65.5 

Longitud 

Figura 2.18: Datos de temperatura máxima en semana l. 
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Si observamos el comportamiento de la temperatura máxima en la primer semana con respecto 

a las coordenadas, nos damos cuenta que no existe una fuerte correlación, ya que en ambos casos los 

gráficos de dispersión son planos(horizontales). Por lo anterior podemos asumir inicialmente que el 

ajuste del variograma no tomará en cuenta a las coordenadas en la media. La figura (2.19) muestra 
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Figura 2.19: Temperatura máxima respecto a las coordenadas, semana l. 

mas claramente la afirmación anterior. 

En el cuadro (2. 7) se muestran los resultados obtenidos al ajustar distintos modelos para la media 

en el variograma. Para este caso, tanto el criterio de información de Akaike y el criterio de informa

ción bayesiano coinciden en que el mejor modelo es con media constante. Aún con la información 

j Modelo dt? Media 11 de parámetrns AIC BJC to,g(L} 

Constante 4 Ui6.6 121.2 -54.31 

Longitud 5 118.3 123.9 -54.13 

Latitud 5" 118.2 123.9 -54.l 

Lineal 6 120.2 127 -54.1 

Cuadro 2.7: Ajuste en variogramas para temperatura máxima, semana l. 

del cuadro (2.7), se realizan las pruebas de hipótesis para concluir que modelo de variograma será 

usado en la interpolación Los resultados obtenidos se muestran en el cuadro (2.8). 

Í Pruebil H J 1 p-1.'alor 1 

MCtevs MLo fh = 0 f32 =I= o 0.3147 

MCte vs MLa (31 .,- o f31 =I= o l 

Cuadro 2.8: Pruebas de hipótesis para temperatura máxima, semana l. 

Con lo anterior se concluye, como se suponía desde el inicio que el modelo de medía constante 

ajustaba mejor el varíograma. En la tabla (2.9) se presentan los parámetros del ajuste. 

Este resultado obtenido para la temperatura máxima es un motivo suficiente para no utilizar 
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Cuadro 2.9: Parámetros de variograma ajustado en temperatura máxima, semana l. 

dicha covariable en el modelo CAR, ya que al hacer la interpolación con estos parámetros, queda 

un valor constante para toda la región de Puerto Rico en lo que respecta a temperatura máxima. Los 

resultados obtenidos en la primer semana se repitieron para las restantes 7 semanas, es decir, al querer 

ajustar un variograma exponencial al variograma empírico mediante máxima verosimilitud, resultó 

que el sill(q'J) y a 2 son cero para todas las semanas, recordando la ecuación (1.1), las predicciones para 

temperatura máxima en los municipios sólo dependerán de µ(x) en (1.1), por lo que queda constante 

en cada semana, dado que el modelo con media constante es el que mejor ajusta los datos según la 

prueba de hipótesis realizada. 

El trabajo realizado en este capítulo, se debió repetir para cada semana que se estudia en el modelo 

CAR, es decir; las semanas 2, 3, 4, 31, 32, 33 y 34 de 2014, sin embargo los resultados serán incluidos 

en los apéndices A y B de la presente tesis. 
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Capítulo 3 

Modelo Condicional Autoregresivo 

para datos de dengue en Puerto Rico 

En el presente capítulo se hace la comparación de 5 modelos distintos, cada uno de estos realiza un 

ajuste para los casos de dengue en Puerto Rico, usando regresión de Poisson, sin embargo, no todos 

los modelos son espaciales, de hecho, los resultados que se dieron en algunas semanas de estudio 

nos indican que no hay necesidad de modelos espaciales para estos datos en dichas semanas. Los 

modelos son: 

Modclo Tipo Estün.atión de parfunetros Siglas 

Lineal Generalizado [l] No espacial Máxima verosimilitud, Bayesiano GLM 

Independiente, GLMM [2] No espacial Bayesiano Ind 

Intrínseco [2] Espacial Bayesiano Int 

Besag [2] Espacial Bayesiano BYM 

Leroux [30] Espacial Bayesiano Ler 

Cuadro 3.1: Modelos de ajuste a comparar. 

Además, utilizando el enfoque propuesto por Lee y Mitchell en 2012 [29], se hace un estudio 

sobre las fronteras de riesgo en el mapa de Puerto Rico, en este caso en el mapa de riesgo se puede 

observar la presencia de sub-regiones en la primer semana, característica que se mantiene en las 

demás semanas de estudio. Como es de esperarse entonces, el modelo Lee-Mitchell sugiere que la 

matriz binaria utilizada para los modelos espaciales cambia en algunas de sus entradas. 

3.1. Datos y análisis exploratorio 

La región de estudio es la isla principal de Puerto Rico, que consta de 76 municipios, los cuales 

tienen un promedio de 48877 habitantes según el censo de 2010. Entre las variables que se usan en 
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los modelos, existen 4 que se mantienen constantes para todas las semanas del año, estas son: altitud, 

nivel o porcentaje de pobreza, número de habitantes (población) y superficie por municipio (en millas 

cuadradas), sumado a estas, se presenta la densidad poblacional, calculada como el cociente entre la 

población y la superficie de cada municipio_ Tales datos se resumen en el cuadro (3.2), el cual muestra 

los percentiles de sus distribuciones. 

Percentiles 

Variable 0% 25 % 503 753 1003 

Altitud (m.s.n.m.) o 17.8996 40.8347 120.6659 602.8044 

3 Pobreza 0.2730 0.4572 0.5110 0.5685 0.6570 

Población 6276 24682 36260 46135 395326 

Superficie (mi112
) 4.8 28-3 40.55 53.45 126 

Densidad 171.5 613 877.9 1334.1 8253.2 

Cuadro 3.2: Resumen de la distribución de datos fijos. 

Por otro lado, están las variables que no son fijas por semana, en el modelo son 5: la precipitación 

medida en décimas de milímetros, la temperatura mínima medida en grados celsíus (centígrados), el 

índice de vegetación mejorado (EVI), los casos presuntos de dengue, que se usan en lugar de los 

casos confirmados, ya que estos están fuertemente correlacionados y además son más sensitivos 

porque aproximadamente el 60 3 de los casos confirmados tienen muestras poco adecuadas para un 

diagnóstico definitivo (26] y el riesgo relativo, este último calculado como el cociente de los casos 

presuntos y el riesgo de la población total de cada municipio. 

La variable de respuesta en el presente estudio es dada por los casos de dengue, la cual se asume 

que sigue una distribución de Poisson, es decir, q, ,....., Poisson(µk) , tal que ln(µk) = ln(Ek) + ()k, 

en la última ecuación se cumple que RRk = ~ y este término Ek es un offset (número esperado de 

casos en el municipio k) usado para controlar el tamaño de la población, mientras que el término ()k 

contiene el efecto de las covariables, un efecto aleatorio espacialmente estructurado (en el caso de 

los modelos espaciales) y un efecto aleatorio sin estructura espacial. 

En el cuadro 3.3 se muestra un resumen para cada semana de estudio en el presente trabajo, 

donde se muestra que en los datos de casos hay cierta estabilidad entre los municipios, ya que al 

menos un 75 3 de los mismos presentan un máximo de 2 casos de dengue en las tres semanas, y una 

media entre 1y2 casos. En cuanto a las variables de precipitación, temperatura e índice de vegetación 



63 

debemos recordar que son el resultado de dos tipos de interpolación, una espacial en el caso de las 

primeras dos variables, y una temporal en el índice de vegetación, por lo que se puede esperar que 

para los modelos CAR estas variables aporten un "error" aún mayor con respecto a si fueran variables 

medidas directamente (muestras). 

Percentiles 

Variable 03 25 3 so 3 75 3 100 3 

Semana 1 Precipitación 0.4029 2.9044 15.5941 30.2027 39.9786 

TempMínima 16.3 18.38 19.35 20.58 23.96 

EVI 1773 3695 4276 4730 5860 

Casos o o 1 2 13 

Riesgo Relativo o o 0.7534 1.5141 22.2353 

Semana 2 Precipitación 0.6208 5.2910 16.93 28.71 49.45 

Temp Mínima 15.33 17.42 18.72 20.03 22.96 

EVI 1933 3469 4101 4581 5726 

Casos o o 1 2 9 

Riesgo Relativo o o 0.8441 1.4783 15.9586 

Semana 3 Precipitación 0.0711 2.0580 3.507 6.032 49.46 

Temp Mínima 15.47 17.20 18.11 19.08 20.70 

EVI 1975 3447 4026 4415 5604 

Casos o o 1 2 12 

Riesgo Relativo o o 0.76 l3 1.5146 13.3807 

Cuadro 3.3: Resumen de la distribución de datos variables semanales. 

En el capítulo 2, sección 2.1 se presentó un mapa de colores representando la variable de riesgo 

relativo para la semana uno, en la figura (2.1) se puede ver que el municipio de Patillas tiene un 

riesgo superior, también sus vecinos, esto se debe a que dichos municipios según los informes del 

Departamento de Salud, pertenecen a un proyecto de vigilancia aument.ada [10]. Para las primeras 3 

semanas el municipio de Patillas presenta el mayor número de casos de dengue, San Juan es en esas 

semanas el que posee el segundo lugar en el número de casos, sin embargo la población de San Juan 

es poco más de 20 veces la población de Patillas lo que se traduce en un riesgo relativo muy alto para 

el este municipio. Dado que el objetivo principal es ajustar modelos que cubran toda la isla principal 

de Puerto Rico, y la información del Departamento de Salud sobre la posibilidad de que algunos 

municipios tengan valores "atípicos", se decidió usar la información completa de la isla, además de 
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que no se hizo ninguna valoración en el uso de herramientas para detectar valores atípicos en los 

datos del estudio. Este comportamiento también se presenta en las siguientes semanas de estudio. 

La figura (2.1) sugiere que en Puerto Rico existen sub-regiones en las cuales el comportamiento del 

riesgo relativo está relacionado con el comportamiento de sus vecinos, eso puede significar que el 

modelo de Lee-Mitchell [29] pueda modificar el sistema vecinal que se utiliza en el presente estudio. 

Un tema importante a tratar es el de la autocorrelación espacial de las variables en estudio, en 

particular para el riesgo relativo, ya que es la variable dependiente del modelo, para llevar a cabo 

dicha exploración se usan pruebas de hipótesis para los índices de Moran y Geary. Los supuestos 

subyacentes en las pruebas son sensitivos a la matriz de peso utilizada, por ejemplo, una matriz de 

pesos estandarizada por filas incrementa la influencia en los vínculos para observaciones con pocos 

vecinos, mientras que una matriz binaria varía la influencia de las observaciones: las que tienen 

muchos vecinos están sobre-ponderadas en comparación con aquellas con pocos vecinos [5]; las 

pruebas tienen como hipótesis nula que no existe autocorrelación espacial y de hipótesis alternativa 

que existe autocorrelación espacial, ya sea positiva o negativa, ambas pruebas se hicieron usando 

las funciones moran.me() y geary.mc() del paquete spdep [3, 4] de R-CRAN. Los resultados de dichas 

pruebas se presentan en la tabla 3.4. 

Riesgo Relativo Precipitación Temperatura Mínima 

l-Moran P-valor l-Moran P-valor I-Moran P-valor 

Semana 1 0,222 0,0013 0,8669 0,0001 0,7032 0,0001 

Semana 2 0,074 0,0732 0,8491 0,0001 0,7725 0,0001 

Semana 3 0,1963 0,0015 0,5658 0,0001 0,8664 0,0001 

Semana 4 -0,051 0,7451 0,5891 0,0001 0,8325 0,0001 

Semana 5 0,1664 0,0128 0,0162 0,3242 0,75 0,0001 

Semana 6 0,2732 0,0006 0,4282 0,0001 0,7495 0,0001 

Semana 7 0,3455 0,0001 0,234 0,0003 0,6958 0,0001 

Semana 8 0,2058 0,0034 0,8432 0,0001 0,6009 0,0001 

Cuadro 3.4: Índices de Moran asociados a 3 vanables de los modelos finales. 

La prueba para altitud da como resultado un valor de 0,3213 para el estadístico con un p-valor de 

0,0003, lo que indica que hay evidencia para rechazar la hipótesis nula de no autocorrelación espacial 

en dicha variable, por otro lado para el registro de pobreza se tiene un índice de Moran de 0,5684, 

teniendo en este caso un p-valor de 0,0001 por lo que se rechaza la hipótesis nula también es este caso. 
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En la tabla 3.4 se puede ver que con la excepción de las semanas 2 y 4 para el riesgo relativo, semana 

5 para precipitación, las pruebas indican que las variables están autocorrelacionadas espacialmente. 

Es importante aclarar que dichas pruebas se realizaron con una matriz de pesos estandarizada por 

filas, sin embargo, también se hizo el ejercicio con la matriz binaria y los resultados obtenidos son 

los mismos. 

3.2. Modelos no espaciales, primer ajuste 

Los modelos ajustados sin tomar en cuenta una estructura espacial son dos: modelo lineal gene

ralizado (GLM), el cual se ajustó usando máxima verosimilitud y por medio de cadenas de Markov 

de Monte Cario, y un modelo lineal generalizado mixto (GLMM), también llamado Independiente en 

este trabajo [28], ajustado con MCMC. La forma que toma cada uno viene dada por: 

en el GLM se tiene que: 

mientras que el modelo Independiente se rige por la ecuación: 

donde Ek es el offset que controla el tamaño de la población, f3o es el intercepto, (31 es el coeficiente 

para la variable de altitud, f32 es el coeficiente para el porcentaje de pobreza, (33 es la proporción del 

índice de vegetación en el modelo, (34 es un coeficiente relacionado a la densidad poblacional, (35 es 

el coeficiente para la precipitación promedio en el municipio, f36 es el coeficiente para la temperatura 

mínima y ek es una variable aleatoria con distribución normal de media cero y varianza T2 , a dicha 

varianza se le asigna una previa U(O, 1000), lo anterior con el objetivo de que sea una previa poco 

informativa en el modelo. 

En el primer escenario se revisa el ajuste realizado al modelo (3.1) usando máxima verosimilitud 

y MCMC. En la tabla 3.5 se resume dichos resultados para las primeras tres semanas, es importante 

destacar que la diferencia entre los estimadores es muy poca para tales semanas, sin embargo, con 

máxima verosimilitud no se puede hablar de de un intervalo de predicción para cada uno de los 

estimadores. Para realizar el ajuste con máxima verosimilitud se usó la función glm( ) del paquete 
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"stats" [35], mientras que el ajuste bayesiano se realizó con la función stan...glm( ), la cual pertenece 

al paquete "rstanarm" [18]; las previas utilizadas por dicha función para los parámetros de ajuste 

asociados a las covariables son distribuciones normales N(O, 100). 

Semana 1 Semana2 Semana 3 

Verosimilitud Bayes Verosimilitud Bayes Verosimilitud Bayes 

Intercepto -6,7199 -6,6596 -4,4317 -4,3663 -6,8358 -6, 7074 

Altitud -0,0024 -0,0025 -0,0023 -0,0024 -0,0018 -0,0019 
- - -

Pobreza 4,7489 4,7905 3,9488 3,9146 2,74 2,6485 

:EYl 0,0002 0,0002 D jj -0,0001 -0,0001 

Densidad -0,0001 -0,0001 -0,0001 -0,0001 -0,0001 -0,0001 

Pre e 0,0011 0,0016 0,2533 0,2549 0,0133 0,0111 

Tmin 0,1975 0,1932 0,1261 0,1227 0,3478 0,3426 

Cuadro 3.5: Estimadores para modelo lineal generalizado, primer ajuste. 

La primera conclusión que se puede dar, es que las covariables de EVI y Densidad no aportan 

mayor significancia al modelo, ya que para las 8 semanas de estudio el valor de la mediana(y la 

media) de los parámetros correspondientes eran cero o muy cercanos a cero, además que el intervalo 

de predicción para dichos valores es muy pequeño y siempre contiene al O. En la tabla 3.6 se muestran 

los intervalos de predicción para los parámetros en el GLM para tres de las semanas de estudio. 

Semana 1 Semana 2 1 Semana 3 

Intervalo 2.5 3 97.5 3 2.5 3 97.5 3 2.5 3 97.5 3 

Intercepto -10,0989 -3,2518 -7,7592 -1,0353 -10,8322 -2,6293 

Altitud -0,0051 ·0,0003 -0,0051 a -0,0046 0,0003 

Pobreza 1,4784 8,2097 0,8348 7,0225 -0,1215 5,5085 

EVI o 0,0005 -0,0003 0,0002 -0,0004 0,0001 

Densidad -0,0002 o -0,0002 a -0,0002 D 

Pre e -0,0183 0,0216 0,0024 0,5186 -0,279 0,3025 

Trnin 0,0406 0,338 -0,0386 0,2808 O, 1468 0,541 

Cuadro 3.6: Intervalos de predicción para modelo lineal generalizado, primer ajuste. 

Los parámetros para las covariables EVI y densidad se mantienen muy cerca de cero o son cero 

para las demás semanas de estudio, aún así se hace el ajuste de los demás modelos teniendo en cuenta 
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esas variables, pero el resultado obtenido en cada uno los ajustes fue el mismo, por lo que se volvió 

a ajustar los datos de todas las semanas con todos los modelos propuestos en la tabla 3.1, pero sin 

dichas covariables. 

Según el DIC el modelo independiente tiene mejores resultados de ajuste que el GLM, ya que para 

las 8 semanas de estudio el DIC es menor, sin embargo, el índice de Watanabe nos da un resultado 

diferente, para las semanas 2 y 3 el GLM hace un mejor ajuste y para las semanas 1, 4, 5, 6,7 y 8 el 

modelo Independiente se ajusta mejor a los datos. Esos resultados se pueden ver en la tabla 3.7. 

Modelo GLM Modelo Independiente 

DIC WAIC DIC WAIC 

Semana 1 264,88 274,80 í!VJ.29 232,77 

Semana 2 244,37 249,80 222,88 256,51 

Semana 3 247,18 251,40 240,87 259,40 

Semana 4 237,09 242,60 216,66 228,52 

Semana31 248,58 255,00 216,25 220,61 

Semana 32 188, 79 191, 70 186,67 1 191,43 

Semana 33 226,04 230,90 198,46 152,86 

Semana 34 219,59 235,20 187,76 190,85 

Cuadro 3.7: DIC y WAIC para modelos GLM e Independiente, primer ajuste. 

3.3. Modelos no espaciales, ajuste final 

Se hace un ajuste de la misma manera que en la sección anterior, la diferencia radica en que no 

se toman en cuenta las covariables que no son significativas según lo mencionado en la sección 3.2, 

así los nuevos modelos toman la forma descrita en las ecuaciones 3.3 y 3.4, 

(3.3) 

mientras que el modelo Independiente es: 

(3.4) 

donde cada elemento en las ecuaciones anteriores representan lo mismo que en 3.1 y 3.2. En esta 

ocasión los intervalos de predicción al 95 3 del modelo lineal generalizado, sugieren que las cova

riables de mayor peso en el modelo son altitud y pobreza ya que para todas las semanas ningun o 
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contenía al cero, mientras que para precipitación y temperatura mínima el cero estaba presente en 

cada intervalo de predicción. Por lo anterior, en caso de existir una estructura espacial que no está 

siendo tomada en cuenta en dicho modelo, altitud y pobreza tienen un rol importante en explicar 

el modelo espacial en el riesgo relativo de contraer dengue en alguno de los municipios de Puerto 

Rico [28]. En la tabla 3.8 se presentan tales intervalos. 

Semanal Semana2 Semana3 Semana4 

2,50 3 97,50 3 2,50 3 97,50 3 2,50 3 97,50 3 2,503 97,50 3 

Intercepto -4,2673 3,9786 -4,3081 4,0453 -4,2947 3,973 -4,304 4,0079 

Altitud -0,0082 -0,0006 -0,0082 -0,0006 -0,0081 -0,0007 -0,0082 -0,0006 

Pobreza -8,0542 -3,9947 -8,0528 -3,9981 -8,0602 -4,0028 -8,0889 -3,9948 

Prec -0,0125 0,0128 -0,0124 0,0127 -0,0126 0,0125 -0,0124 0,0126 

Tmin -0,0388 0,2891 -0,0408 0,2889 -0,0386 0,2877 -0,0404 0,2902 

Semana31 Semana32 Semana33 Semana34 

Intercepto -4,2945 4,0233 -4,2987 3,9673 -4,2939 4,0512 -4,2798 3,9536 

Altitud -0,0083 -0,0006 1 -0,0082 -0,0007 -0,0082 -0,0007 -0,0082 -0,0007 

Pobreza -8,0738 -4,0062 -8,0409 -4,0092 -8,0536 -4,0066 -8,0787 -4,0341 

Prec -0,0126 0,0128 -0,0125 0,0126 -0,0124 0,0126 -0,0123 0,0125 

Tmin -0,042 0,2892 -0,0396 0,292 -0,0413 0,2907 -0,0381 0,2898 

Cuadro 3.8: Intervalos de predicción para parámetros en GLM reducido. 

Con el nuevo ajuste no se observa cambio en cuanto a la decisión de los índices DIC y WAJC, 

al igual que en modelo original, para estos datos el GLM no es una buena elección según el criterio 

de información de la devianza, ya que es menor en el modelo independiente para todas las semanas, 

por otro lado, el WAJC sugiere que las semanas 2 y 3 se ajustan mejor con un GLM en lugar de un 

GLMM, y las restantes semanas con el Independiente (en adelante GLMM). 

A partir de aquí, se hace la comparación y selección de modelos usando únicamente el índice 

de Watanabe-Akaike, porque el DIC no tiene un enfoque bayesiano en su totalidad ya que se basa 

en un estimador puntual, mientras que el WAJC tiene un enfoque completamente bayesiano en el 

sentido que usa la distribución posterior completa, siendo además una mejora para el DIC en modelos 

bayesianos y es asintóticamente equivalente a la validación cruzada propuesta por Vehtari, Gelman y 

Gabry en [ 41), conocida como loo-cv(Leave-One-Out Cross Valídation). Otras de las desventajas del 
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DIC es que puede producir estimadores negativos del número efectivo de parámetros en un modelo 

y no está definido para modelos singulares. Finalmente, a diferencia del DIC, el WAIC es invariante 

a la parametrización y también trabaja para modelos singulares [ 41]. 

Semana J a J ·t 31 :iZ :u 34 

Intercepto -o, 1296 -0,0997 -0,1126 -0,1116 -0, 1235 -0,1210 -0,1014 -0,1223 

Altitud -0 ,0039 -0,0039 -0,0039 -0,0039 -0,0039 -0,0039 -0,0039 -0,0039 

Pobreza -6,005 1 -6,0086 -6,0108 -6,0110 -6,0042 -6,0031 -6,0158 -6,0197 

Prec -0,0002 -0,0002 -0,0002 -0, 0002 º·ºººº -0,0002 -0,0001 -0,0001 

Tmin O, 125 1 0,1 234 0,1 242 O, 1240 0,1244 0,1244 0.1235 0,1243 

Cuadro 3.9: Parámetros de ajuste para GLM. 

En el GLM, los estimadores se mantienen estables en las semanas de estudio, se puede ver en 

la tabla 3.9 que el valor que toma para altitud es prácticamente constante(con 4 dígitos decimales), 

y los valores asociados a las demás covariables no tienen cambios grandes de semana a semana. 

Otro resultado obtenido desde el modelo lineal generalizado es que riesgo relativo es inversamente 

relacionado con altitud, ya que los parámetros de ajuste son negativos para las 8 semanas, eso quiere 

decir que a mayor altitud existe menor riesgo de contraer dengue, resultado que también obtienen 

algunos autores [31]. Según el resultado del GLM, el índice de pobreza está relacionado de manera 

inversa al riesgo de contraer el virus, sin embargo, en el modelo Independiente se concluye que a 

pesar de la fuerte asociación que hay entre riesgo relativo y pobreza, no existe un efecto consistente 

entre las semanas, porque en algunas semanas el efecto es negativo y en otras es positivo, dicho 

resultado es semejante al que obtuvieron en un estudio del 2009 realizado por Johansson, Dominici 

y Glass en [26]. 

3.4. Modelos espaciales, elección del modelo y resultados 

Se ajustan 3 modelos de esta clase: modelos intrínseco, Besag descrito por la ecuación (1.38) y Le

roux. El primero asume que existe una completa autocorrelación espacial en la variable dependiente, 

el siguiente es una suma entre el modelo intrínseco y el independiente (3.4) y el último se puede ver 

como una ponderación entre los modelos intrínseco e independiente. La variable dependiente es el 

número de casos de dengue para cada municipio, la que suponemos que sigue una distribución de 



Poisson, es decir: 

Ck "'Poisson(µk), donde log(µk) - log(Ek) + x'[ /3 + if>k, 

para lo modelos intrínseco y Leroux se cumple [28]: 

• Intrínseco: 

• Leroux: 

Semana 

Modelo Int 

Intercepto -1,l 

Altitud -0,1 

Pobreza 1,3 

Pre e 1,9 

Tmin 0,4 

7 2 -0,3 

p NA 

r1 1 NA ..... 

p 

l 

BYM Ler 

-1,3 1,6 

1,1 -0,3 

0,9 -0,4 

0,2 0,9 

1 -1 ,6 

-0,5 -0,9 

NA I -1,2 

1,1 NA 

N (L:~1 Wki <l>i r
2 ) 

L~=l Wki ' ~=l Wki ' 

yg (1; 0 ,01) ' 

N ( f>nL~= l Wki</)i 

p L i=l Wki + 1 

'I9 (1 ; 0,01 ) ' 

U(O, 1). 

}. 

Int B'l'M l.t'!r Int 

-0,2 -0,1 1,5 0,6 

0,8 -1, 1 a 0,9 

0,4 -0,5 -1,9 -0,3 

0,2 1,5 o -0,7 

o -0,5 1 -0,5 

0,8 1,3 1,2 0,9 

NA NA - 1,5 NA 

NA -0,8 NA NA 

72 ) 
' n j p p L i=l Wki + 1 - p 

:3 41 

BYM U!r Int BYM 

-0,1 -1,1 0,3 0,3 

0,9 -0,2 -0,5 0,9 

0,3 1,1 0,4 -1,9 

-1,5 1,1 1,4 0,6 

0,2 () 8 -0,3 0,4 

-0,9 -0,4 -1,3 1,3 

NA ().9 NA NA 

0,3 NA NA -0,7 

Cuadro 3.10: Valor Z en la prueba de Geweke. 
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(3.5) 

(3.6) 

(3.7) 

(3.8) 

(3.9) 

Los tres modelos se ajustan con funciones del paquete CARBayes [28], presente en el programa 

estadístico R-CRAN [35]. Se realizan 50000 simulaciones con Monte Cario vía cadenas de Markov, de 

las que se queman 10000 con el fin de haber alcanzado estabilidad o equilibrio en la cadena, donde 

los valores de los parámetros de la distribución gamma inversa son los preestablecidos en el paquete, 

y la matriz W utilizada es la matriz binaria definida como W i j - 1 si los municipios i j comparten 

alguna fracción de sus fronteras y Wij = O en otro caso. Además, para explorar convergencia en las 
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cadenas de Markov se usa el diagnóstico de Geweke explicado en la sección (1.10.3), los resultados 

para las semanas 1 al 4 se presentan en la tabla 3.10, se puede confirmar que en todas las semanas 

cada parámetro de cada modelo ha convergido a su distribución estacionaria según dicha prueba, es 

decir que su valor z está entre - L96 y 1,96. 

En la figura 3.1 se muestra el comportamiento de las cadenas para los parámetros de precipitación 

y temperatura mínima en la semana 1 del modelo BYM, a pesar de tener algunos cambios en el patrón, 

cerca de las iteraciones 15000 y 30000 por ejemplo, se puede decir que se alcanza estabilidad en la 

cadena, conclusión que se obtiene al ver en conjunto el gráfico 3.1, el resultado del diagnóstico de 

Geweke y la figura 3.2, donde se aprecia el comportamiento de la media durante la simulación. 

o.rn 
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.I) .~ 

o 10000 
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o 10000 

Precipitación 

20000 

Temperatura mínima 

20000 

Iteración 

30000 

30000 

Figura 3.1: Traceplot para parámetros de Prec y Tmin en semana 1, modelo BYM. 

40000 

40000 

El modelo que se toma para hacer inferencia es el Besag-York-Mollie, el criterio de información 

de Watanabe-Akaike(WAIC) tiene un valor inferior en 6 de las 8 semanas de estudio, en las semanas 

donde otro modelo ajusta mejor respecto a dicho criterio, se tiene una diferencia muy pequeña. En 

la tabla 3.11 se muestra las medida del criterio para los 5 modelos bayesianos. 
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Figura 3.2: Comportamiento de la media en parámetros de Prec y Tmin, modelo BYM. 

Modelo GLM Bayes Independiente Intrínseco BYM Leroux 

Semana 1 249,4 229,9 231,29 231.22 229,13 

Semana 2 249,6 260,11 246,8 244.65 256,92 
= 

Semana 3 249 258,45 243,65 243.46 252,98 

Semana 4 249,7 244,44 251,65 233.88 259,96 

Semana 31 249,6 222,26 212,12 211.98 212,86 

Semana 32 249,2 189,14 191,99 190.85 189,81 

Semana 33 249,1 213,75 199,82 196.67 200,29 

Semana 34 249,l 195,51 190,02 189.83 190,03 

Cuadro 3.11: Criterio de Información de Watanabe-Akaike. 
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3.4.1. Resultados del modelo Besag-York-Mollie 

En lo siguiente se estudia el resultado obtenido por el ajuste del modelo BYM, dado que en la 

sección anterior se concluyó que hace un mejor ajuste de predicción según el WAIC. 

Gráficos de dispersión con lineas de regresión en la figura {3.3) representan las relaciones(lineales) 

crudas de las variables independientes con la dependiente para la semana l. Dicho gráfico muestra 

que las tasas de incidencia de dengue(RR) está asociado positivamente con el porcentaje de pobreza 

en esa semana, lo mismo pasa en las semanas 2,3 y 4, mientras que para las semanas 31 a 34 cam

bia a negativa, con temperatura mínima se da una relación positiva en las 8 semanas, con altitud la 

relación es negativa en todas las semanas con excepción de la cuarta, donde parece no existir rela

ción(lineal) alguna, precipitación no presenta una relación definida en la primer semana, negativa 

en la 32 y positiva en el resto . 

.lllfu::I Pobreza 

• 20 20 
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o . ... 11 i i ·= •• o • d •• • so " - ... ::11.".•lill • • • 
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1) 10 20 :io 40 16 1f) 20 22 24 

Figura 3.3: Gráficos de dispersión de variables vs Riesgo Relativo, semana l. 

El modelo BYM tiene dos efectos aleatorios, uno estructurado espacialmente, <ÍJk, donde se incor

pora la información de la matriz de vecindarios l11, además de que se estima un parámetro r 2 para 

la varianza y otro efecto sin estructura: ()k, independientes con distribución normal de media nula y 

varianza a 2 , estimada durante el ajuste con MCMC. Este modelo es el más usado en la práctica [28], 

sin embargo, se requiere estimar dos efectos aleatorios para cada dato puntual, pero sólo la suma de 

estos es identificable en los datos, en la práctica uno de los efectos aleatorios es dominante sobre el 

otro, pero no se puede saber de antemano [2], es por eso que el paquete CARBayes retorna la suma 

en las muestras del MCMC (7/Jk). 
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Semana 

Parámetro ] 2 3 4 :n 32 3 :1-t 

,.2 2,0102 0,8674 0,6850 0,0231 1,9953 2,4995 2,8391 1,1925 

qJ 0,0019 0,0100 0,0018 0,3301 0,0020 0,0024 0,0021 0,0020 

,i. -0,0449 0,0020 0,0088 -0,0036 0,0037 0,0061 -0,0132 0,0040 

Cuadro 3.12: Mediana de parámetros de efectos aleatorios para modelo BYM. 

En la tabla 3.12 es claro que el parámetro de varianza para el efecto no estructurado es pequeña, 

eso indica que el efecto es muy cercano a cero ya que la media del mismo es cero. Por otro lado, la 

varianza para el efecto espacial es mayor que 1 para las semanas 1, 31 , 32, 33 y 34, 0.023 en la semana 

4, 0.86 y 0.68 para las semanas 2 y 3 respectivamente. La fila para 4; representa la mediana de dicho 

parámetro por semana, pero se debe aclarar que para cada semana existen 76 valores distintos para 

tal suma, ya que al municipio k se le calcula 'lj;k = cPk + ek. 

Estimadores posteriores para casos de dengue indican que las regiones de mayor incidencia en 

la semana 1 están localizadas al noreste y sureste de Puerto Rico, donde la región costera es la que 

más incidencia presenta según los resultados, mientras que los municipios con una incidencia menor 

se localizan en la región central del país. Por otro lado, en los residuos de la primer semana, se 

puede ver que no hay una estructura definida, además en el municipio de Patillas se obtiene un valor 

residual muy grande comparado con los demás municipios, eso puede dar a entender que existe un 

valor atípico en los datos para tal región, lo que puede conducir a la eliminación del mismo en el 

modelo, sin embargo, no se elimina ya que al hacerlo se perdería mucha información, ya que no 

existe independencia entre los datos. En las semanas posteriores se mantiene el comportamiento de 

los residuos, es decir, son valores sin aparente estructura y el residuo para el municipio de Patillas 

sigue siendo superior con respecto a los demás, en el Apéndice E se presentan gráficos de dispersión 

para los residuos del modelo BYM, mientras que en la figura 3.4 se resumen los datos de casos, las 

predicciones del modelo y sus respectivos residuos. 

La variación estructural estimada después de tomar en cuenta las variables climáticas, geográfi

ca y social, indican que los municipios con alta incidencia de dengue se localizan al sureste en las 

primeras 4 semanas, también al norte en las semanas 2 a 4, y al suroeste en la semana 1, para todas 

las semanas los municipios con mayor riesgo se encuentra n cerca de la costa. La figura 3.5 muestra 

el efecto aleatorio espacialmente estructurado de las semanas 1 a 4 luego de tomar en cuenta las 

covariables, es decir, una representación suavizada espacialmente del riesgo residual [23] . 
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En la tabla 3.13 se muestran los parámetros de regresión para las variables cljmáticas, social y 

geográfica, aunque no se puede definir el tipo de relación entre riesgo relativo y pobreza, si es positiva 

o negativa, queda claro que es una variable explicativa de peso para predecir el riesgo de contraer 

dengue en Puerto Rico. 

Parámetro 1 2 3 4 31 32 33 34 

Intercepto -5,6427 -4,5751 -8,7347 -5, 1580 0,5305 4,9486 -3,4229 -3,8443 

Altitud -0,0022 -0,0022 -0,0015 0,0005 -0,0018 -0,0014 -0,0029 -0,0012 

Pobreza 6,8104 4,2006 2,0425 1,4259 -5, 7478 -6, 9323 -4,9921 -2,7388 

Prec 0,0261 0,2728 0,0702 0,0015 
1 

0,0019 0,0052 0,0292 -0 ,0003 

Tmin 0,0985 0,1028 0,4208 0,2290 0,0661 -0,1232 0,1901 0,2231 

Cuadro 3.13: Parámetros de regresión para covariables, modelo BYM. 

Con excepción del resultado obtenido en la semana 32 y 34 para los parámetros de temperatura 

y precipitación respectivamente, el modelo de Besag sugiere que ante un aumento en lluvias o en la 

temperatura del país, se puede dar un aumento en la incídencia de dengue. También se puede concluir 

de los parámetros de altitud, que un aumento en altitud puede reflejarse en una disminución en el 

r iesgo de enfermarse por dengue, con la excepción del estimador obtenido en la semana 4. 

En la tabla 3.14 se presentan los intervalos de predicción para los parámetros de las covariables .ª 

un 95 3 de credibilidad. Es claro en dichos intervalos que existe al menos una probabilidad de 0 ,95 de 

que el parámetro asociado a pobreza sea positivo para las semanas 1 y 2, negativo para las sem anas 
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Semana 1 Semana 2 Semana 3 Semana 4 

2,50 3 97,50 3 2,50 3 97,50 3 2,50 3 97,50 3 2,50 3 91,sa ~ 

Intercepto -13,3816 1,5322 -10,0228 0,6435 -16,5086 -1 ,3275 -11,2701 1,0308 

Altitud -0,0059 0,0009 -0,0054 0,0005 -0,0047 0,0013 -0,0025 0,0033 

Pobreza 1,9107 11,5726 0,4364 7,5284 -2,0004 5,3757 -2,3018 4,7892 

Prec -0,0194 0,0793 -0,2811 0,8638 -0,4998 0,5451 -0,0348 0,0372 

Tmin -0,2631 0,4505 -0,1421 0,358 0,0561 0,8323 -0,0595 0,5257 

Semana 31 Semana 32 Semana 33 Semana 34 

Intercepto -8,3289 8,838 -5,3589 17,7279 -14,9854 7,5936 -15,0557 7,062 

Altitud -0,006 0,0021 -0,0057 0,0025 -0,0093 0,002 -0,0055 0,0023 

Pobreza -10,7858 -0,8468 -15,4904 -0, 7633 -12,3844 1,6299 -7,6124 1,9686 

Pre e -0,0161 0,0189 -0,0211 0,0287 -0,0371 0,0825 -0,014 0,0139 

Tmin -0,277 0,4386 -0,6545 0,3344 -0,2909 0,7074 -0,2511 0,7248 

Cuadro 3.14: Intervalos de predicción en modelo BYM reducido, 95 %. 

31 y 32, m isma probabilidad para la tercer semana de obtener un parámetro positivo asociado a 

temperatura. 

Se realizan pruebas para revisar la presencia de dependencia espacial en los residuos del modelo 

BYM, tanto con el índice de Geary como con el de Moran, se concluye que no hay autocorrelación 

espacial en dichos residuos. Nuevamente se hace uso de las funciones de spdep [3, 4] en R-CRAN, 

geary.mc() y moran.me(), donde se utilizan 5000 permutaciones con el objetivo de obtener mejores 

resultados , ya que en [20] aunque sugieren el uso de dichos índices como herramientas exploratorias 

de asociación espacial, también sugieren usar los índice con un enfoque Monte Carla realizando 

permutaciones de los datos en las regiones de estudio, y eso es precisamente Jo que realizan las 

funciones que se usan en este apartado. 

- -

Índice/Semana J 2 3 4 31 3'.! 33 34 -
!-Moran -0,15 -0,15 -0, 12 -0,12 -0,09 -0,07 -0,12 0,01 

P-valor 0,99 1 0,99 0,96 0,95 0,87 0,79 0,94 0,33 

C-Geary 1,3 1,28 1,27 1,26 1,08 1,08 1,08 1,01 

P-valor 0,99 0,99 0,99 1,99 0,83 0,84 0,84 0,57 

Cuadro 3.15: Pruebas de signlficancia espacial en residuos de modelo BYM. 

En la tabla 3.15 se puede observar que para ninguna de las semanas y los índices hay evidencia 
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suficiente para rechazar la hipótesis nula de no autocorrelación espacial en los residuos. La matriz 

utilizada en tales pruebas se obtiene al estandarizar por filas la matriz binaria de asociación. 

3.4.2. Resultados del modelo Lee-Mitchell 

En el artículo de Lee [29] los autores afirman que se modela la presencia o ausencia de fronteras 

con métricas de disimilitud definidas en forma general como la diferencia absoluta del valor de alguna 

covariable entre dos regiones. En todos los modelos de la tesis, el porcentaje de pobreza resulta ser 

una variable explicativa de mucha importancia para el riesgo relativo, es por eso que se generó una 

matriz de disimilitud o métrica de disimilitud como la diferencia absoluta del porcentaje de pobreza de 

cada par de municipios y es una de las métricas usada en el "clustering" para riesgo relativo( sugerido 

por [28] y [29]). La otra métrica es generada a partir de la altitud de los municipios, usando el mismo 

método usado con pobreza. 

10 

-67,0 -66,5 -66,0 

Figura 3.6: Superficie de riesgo de los datos en semana l. 

La función usada para implementar el modelo CAR localizado [29] es S.CARdissimilarity() desa

rrollada en el paquete CARBayes, entre los argumentos de la misma está una lista de matrices de 

disimilitud, para este caso se usan tres matrices: las matrices definidas en el párrafo anterior y una 

matriz de distancias(en kilómetros) entre los centros de población de los municipios, elaborada a 

partir de información obtenida mediante la herramienta API de Google Maps {I_ Se realizan 50000 si

mulaciones con MCMC, de las que se eliminan las 10000 primeras, por lo que la inferencia se realiza 

sobre 40000 muestras restantes. El objetivo principal es detectar fronteras en la superficie de riesgo, 

el modelo hace la detección cuando en regiones contiguas convierte el 1 en la matriz de contigüidad 

binaria a O, ya que si Wkj se estima como cero, el efecto aleatorio en las áreas (k, j) son condicional-
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mente independientes, lo que corresponde a la presencia de una frontera en la superficie de riesgo. 

En contraste, si Wkj = 1 los efectos aleatorios son correlacionados, lo cual corresponde a que no hay 

frontera [29]. En la figura 3.6 se presenta un mapa de la superficie de riesgo de los datos. 

Según el ajuste que realiza el modelo, para la semana 1 se encuentran 21 fronteras para la di

similitud basada en pobreza, 38 para la matriz generada por altitud y no hubo cambios al usar la 

matriz de distancias, indicando que hay municipios que comparten frontera, pero que según dos de 

las matrices de disimilitud son poblaciones muy distintas, motivo por el cual sus respectivos riesgos 

son condicionalmente independientes. El resultado se muestra en la figura 3.7 para pobreza y en la 

figura 3.8 para la disimilitud basada en altitud. 
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Figura 3.7: Superficie de riesgo estimado en semana 1 con disimilitud de pobreza. 
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Figura 3.8: Superficie de riesgo estimado en semana 1 con disimilitud de altitud. 
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Siempre que se realiza simulación con MCMC se corre el riesgo de obtener divergencia en la ca-

dena, es por eso que en todos los modelos se realizan las simulaciones repetidamente hasta obtener 

cadenas convergentes, para evaluar la convergencia se usa el diagnóstico de Geweke. Los resulta

dos del modelo Lee-Mitchell respecto a las fronteras encontradas se resumen en la tabla 3.16. En el 

Disimilitud Semana 1 2 J 4 31 32 33 l4 

Pobreza Cambios ~ 1 21 21 3t 12 J! Si 43 

Sin Cambios 162 162 162 152 171 172 178 140 

WAIC 227.11 244.28 240.45 259.42 206.49 189.91 198.62 182.66 

Altitud Cambios 3-8 81 15 2~ o o Zó 55 

Sin Cambios 145 102 168 155 183 183 157 128 

WAIC 227.01 251.28 245.85 254.9 210.92 187.91 204.17 185.78 

Cuadro 3.16. Resultado de modelo Lee-Mitchell. 

apéndice D se presentan los mapas de las demás semanas de estudio. 

3.5. Conclusiones 

Entre las fortalezas de un estudio como el presente es que se usa un modelo espacial sofisticado 

y a la vez sencillo para evaluar potenciales predictores para la incidencia de la fiebre de dengue. 

Se puede usar información integral y detallada sobre factores sociales, ecológicos y climáticos de 

los municipios para vincularla sobre toda la región en estudio, para luego integrarla en los modelos 

estadísticos. Aunque algunas de las variables que se desean incorporar al modelo no se tienen para 

todas las regiones de estudio, es posible realizar interpolación espacial para obtener una estimación de 

las mismas en los puntos de interés, sin embargo, en el presente trabajo no se tomó en cuenta la parte 

temporal, es decir, puede ser posible que se obtengan mejores resultados realizando interpolación 

espacio-temporal. Los resultados obtenidos en estudios como este, pueden tener implicaciones de 

valor en las decisiones de salud pública, haciendo la identificación de factores de riesgo así como 

regiones de alto riesgo con el objetivo de prevenir y controlar posibles epidemias. 

Entre algunas de las limitaciones es que puede existir sesgos de medición o falta de información, 

por ejemplo las notificaciones por casos de dengue podrían ser menores a los casos reales , ya que 

puede haber personas infectadas que no buscan atención médica. Puede haber poca información 

biológica o de comportamiento a nivel individual e incluso comunitario, por ejemplo la densidad 
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p oblacional de mosquito transmisor, inmunidad poblacional al virus, comportamiento humano, lo 

que puede confundir la asociación entre las variables utilizadas y la transmisión de la enfermedad. En 

[23] mencionan como ejemplo el uso de aire acondicionado, ya que si la tendencia del calentamiento 

global sigue, el uso de estos aumentará, lo que puede implicar una reducción en la probabilidad de 

transmisión de dengue al estar las personas menos expuestas al vector que entra a los hogares por 

puertas o ventanas abiertas. Otra limitación de este estudio es que no toma en cuenta la posible 

asociación temporal que tienen todas las variables del modelo, tanto a nivel de covariables como de 

variable dependiente. Como se sugiere en [11, 26, 45], las variables temperatura y precipitación se 

deberían relacionar con retraso, ya que un incremento en la temperatura o la lluvia de determinado 

mes incide directamente en un aumento en el vector [11], sin embargo estos llegarán a edad adulta 

meses después y es en ese momento cuando pueden transmitir el virus. 
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Apéndice A 

Cuadros de ajuste en variogramas 

Semana Media del #de AIC BIC log(L) ,.-i c.T:t ? 
modelo parámetros 

1 Constante 4 141,7 148,7 -66,86 0,543 2,364 0,4885 

Longitud s 143,3 152 -66,64 0,5611 1,8178 0,3632 

Latitud 5 139,9 148,6 -64,94 0,5765 1,3941 0,3266 

Lineal 6 139 149,4 -63,49 1,244 o o 

2 Constante 4 141,3 148,4 -66,65 0,4229 1,7556 0,3548 

Longitud 5 140,8 149,7 -65,39 1,44 o o 

Latitud 5 142,9 151,8 -66,46 0,4354 1,6678 0,349 

Lineal 6 141,4 152,1 -64,72 1,11 o o 

.3 Constante 4 142,1 149,3 -67,05 o 4,6845 0,1178 

Longitud 5 135,9 144,9 -62,95 o- 1,1173 0,0661 

Latitud 5 142,9 151,9 -66,45 1) 1,4837 0,0982 

Lineal 6 144,8 155,6 -66,39 1,119 o o 

4 Constante 4 134,5 141,8 -63,26 o 2,0608 0,2293 

Longitud 5 134,3 143,3 -62,14 o 1,5631 0,1611 

Latitud 5 135,9 145 -62,97 o 1,8942 0,2065 

Lineal 6 135,5 146,3 -61,74 o 1,4283 0,1416 

Cuadro Al : Ajuste en variogramas para precipitación, semana 1-4. 
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Semana Media del #de AIC BIC log(L) .,:2 (1 2 rP 

modelo parámetros 

3J Constante 4 141,7 148,7 -66 ,86 0,5731 0,9297 0,0617 

Longitud ~ 143,3 152 -66,64 0,5418 0,9497 0,0562 

Latitud e¡ 139,9 148,6 -64,94 0,4634 0,9094 0,0442 

Lineal (¡ 139 149,4 -63,49 0,3968 0,9702 0,0396 

32 Constante 4 141,3 148,4 -66,65 0,4693 1,2937 0,1614 

Longitud 5 140,8 149,7 -65,39 0,4643 1,2674 0,1554 

Latitud 5 142,9 151,8 -66,46 0,4713 1,2789 0,1594 

Lineal 6 141,4 152,1 -64,72 0,4662 1,254 0,1537 

33 Constante 4 142,1 149,3 -67,05 o 1,4485 0,0888 

Longitud 5 135,9 144,9 -62,95 1) 1,3818 0,0823 

Latitud 5 142,9 151,9 -66,45 o 1,0636 0,0565 

Lineal 6 144,8 155,6 -66,39 (1 0,9823 0,0478 

34 Constante 4 134,5 141,8 -63,26 0,2664 0,1238 0,2647 

Longitud 5 134,3 143,3 -62,14 0,2742 0,0741 0,1522 

Latitud 5 135,9 145 -62,97 0,2679 0,1042 0,2472 

Lineal 6 135,5 146,3 -61, 74 0,2804 0,0506 0,128 

Cuadro A.2: Ajuste en variogramas para precipitación, semanas 31 a 34. 
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Semana Media del #de AIC BIC log(L) 1 'J (1 -i (0 

modelo parámetros 

z Constante 4 125,5 130,3 -58,73 1,2728 7,3618 0,2222 

Longitud 5 126 132,l -58,02 1,1344 6,0591 0,1485 

Latitud 5 127 133,1 -58,5 1,5457 6,4725 0,2068 

Lineal 6 127,2 134,5 -57,6 1,3607 5, 1785 0,1201 

] Constante 4 137,1 142,1 -64,53 4,4714 5,5899 0,3001 

Longitud 5 138,6 144,9 -64,29 4,6839 4,5354 0,2355 

Latitud 5 139 145,2 -64,48 4,6255 5,2331 0,2972 

Lineal 6 140,4 148 -64,21 4,9028 4,0941 0,2288 

ti Constante 4 126 130,9 -59 2,3731 6,0942 0,2557 

Longitud 5 126,3 132,3 -58,13 2,012 4,8376 0,1352 

Latitud 5 127,9 134 -58,94 2,506 5,771 0,253 

Lineal 6 128 135,4 -58,02 2,1168 4,559 0,1264 

31 Constante 4 141,7 148,7 -66,86 o 7,2619 0,1707 

Longitud 5 143,3 152 -66,64 o 5,8551 0,1155 

Latitud 5 139,9 148,6 -64,94 o 7,0768 0,1633 

Lineal 6 139 149,4 -63,49 o 5,6105 0,1043 

32 Constante 4 141,3 148,4 -66,65 o 7,9087 0,1634 

Longitud 5 140,8 149,7 -65,39 5,41 o o 

Latitud 5 142,9 151,8 -66,46 o 7,769 0,1582 

Lineal 6 141,4 152,1 -64,72 5,333 o o 

33 Constante 4 142,l 149,3 -67,05 o 7,7859 0,1272 

Longitud 5 135,9 144,9 -62,95 5,459 o o 

Latitud 5 142,9 151,9 -66,45 6,806 o o 

Lineal 6 144,8 155,6 -66,39 o 5,3467 0,0495 

'.H Constante 4 134,5 141,8 -63,26 o 5,0329 0,0878 

Longitud 5 134,3 143,3 -62,14 3,965 o o 

Latitud 5 135,9 145 -62,97 o 4,7923 0,0732 

Lineal 6 135,5 146,3 -61,74 3,842 o 1 o 

Cuadro A.3: Ajuste en variogramas de temperatura mínima. 
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Semana 1 Media del #de AIC BIC log(L) l <P 

parámetros 

. 
modelo 

..--
2 Constante 4 123,7 128,6 -57,87 6 o o 

Longitud 5 125,7 131,8 -57,87 5,99 o o 

Latitud 5 125,6 131,7 -57,79 5,962 o o 

Lineal 6 127,6 134,9 -57,79 5,9603 o o 

~ Constante 4 121,1 130 -58,54 6,33 o o 

Longitud 5 126,5 132,6 -58,27 6,197 o o 

Latitud 5 126,4 132,5 -58,22 6,173 o o 

Lineal 6 128 135,4 -58,02 6,0717 o o 

4 Constante 4 122 126,8 -56,98 5,585 o o 

Longitud 5 123,7 129,8 -56,85 5,5278 o o 

Latitud 5 123,9 130 -56,93 5,5652 o o 

Lineal 6 125,6 132,9 -56,82 5,5149 o o 

::n Constante 4 141,7 148,7 -66,86 3,954 o o 

Longitud 5 143,3 152 1 -66,64 3,9493 o o 

Latitud 5 139,9 148,6 -64,94 3,901 o o 

Lineal 6 139 149,4 -63,49 3,8881 o o 

n Constante 4 141,3 148,4 -66,65 3,807 o o 

Longitud 5 140,8 149,7 -65,39 3,7934 o o 

Latitud 5 142,9 151,8 -66,46 3,8061 o o 

Lineal 6 141,4 152,1 -64,72 3,792 o o 

33 Constante 4 142,l 149,3 -67,05 o 4,439 o 

Longitud 5 135,9 144,9 -62,95 o 4,423 0,0002 

Latitud 5 142,9 151 ,9 -66,45 4) 4,2854 o 

Lineal 6 144,8 155,6 -66,39 o 4,28 o 

J-.1 Constante 4 134,5 141 ,8 -63,26 6,332 o o 

Longitud 5 134,3 143,3 -62,14 6,301 o o 

Latitud 5 135,9 145 -62,97 6,318 o o 

Lineal 6 135,5 146,3 -61,74 6,2793 o o 

Cuadro A.4: Ajuste en variogramas de temperatura máxima. 
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Mapas de interpolación espacial 
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Figura B.1: Precipitación en semana 2. 
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- 66.5 
Longitud 

Figura B.8: Temperatura mínima en semana 2. 
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Apéndice C 

Intervalos de predicción 

C. l. Intervalos de modelos iniciales 

t 

Semanal Semana2 Semana3 Semana4 -
2,503 97,50 3 2,50 3 97,50 3 2,503 97,50 3 2,50 3 97,50 3 -

Intercepto -10,0989 -3,2518 -7,7592 -1,0353 -10,8322 -2,6293 -8,6424 -0,1582 

Altitud -0,0051 -0,0003 -0,0051 o -0,0046 0,0003 -0,0021 0,0023 

Pobreza 1,4784 8,2097 0,8348 7,0225 -0,1215 5,5085 -3,0895 2,6279 

EVI o 0,0005 -0,0003 0,0002 -0,0004 0,0001 -0,0001 0,0004 

Densidad -0,0002 o -0,0002 o -0,0002 o -0,0002 o 

Prec -0,0183 0,0216 0,0024 0,5186 -0,279 0,3025 -0,03 19 0,021 

Tmin 0,0406 0,338 -0,0386 0,2808 0,1468 0,541 0,0164 0,423 

Semana31 Semana32 Semana33 Semana34 

Intercepto -1,4622 6,6812 0,0118 10,131 -7,182 1,0055 -6,9024 7,4729 

Altitud -0,0047 0,0003 -0,0058 0,0007 -0,0059 0,0003 -0,0039 0,002 

Pobreza -4,2865 0,1401 -6,7175 -1,4342 -5,0969 -0,2714 -8,1836 -1,0361 

EVI -0,0004 0,0001 -0,0004 0,0001 -0,0001 0,0004 -0,0002 0,0004 

Densidad 0,0001 0,0002 0,0002 0,0003 0,0002 0,0003 -0,0001 0,0001 

Prec -0,0093 0,0126 -0,0043 0,0233 -0,0195 0,0409 -0,0148 0,0005 

Tmin -0,2519 0,0864 -0,394 0,0377 -0,0408 0,2804 -0,197 0,433 
,_ -

Cuadro C.l: Intervalo de predicción para parámetros en GLM. 
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1 Semanal Semana2 Semana3 Semana4 --
2,503 97,503 2,503 97,50 3 2,503 97,50 3 2,503 97,50 3 

Intercepto -10,9117 0,5535 -8,4017 0,2858 -11,7362 -1,8451 -11,5172 1,5848 

Altitud -0,0073 0,0004 -0,0055 0,0005 -0,0049 0,0006 -0,0028 0,0035 

Pobreza -0,4044 10,2457 -0,1969 7,4970 -0,5185 6,1172 -4,7786 3,9927 

EVI -0,0002 0,0006 -0,0004 0,0003 -0,0004 0,0002 -0,0002 0,0006 

Densidad -0,0003 0,0003 -0,0003 0,0001 -0,0003 0,0000 -0,0003 0,0002 

Prec -0,0297 0,0382 -0,0859 0,5477 -0,3320 0,3366 -0,0426 0,0350 

Tmin -0,1817 0,3762 -0,0854 0,3111 0,0988 0,5708 -0,0919 1 0,5492 

T2 0,2088 1,3194 0,0005 0,7847 0,0004 0,4817 0,0296 1,0493 

Semana31 Semana32 Semana33 Semana34 

Intercepto -3,4767 11,3937 -0,0536 11 ,2212 -14,6914 11,6541 -12,2621 8,4010 

Altitud -0,0083 0,0005 -0,0059 0,0006 -0,0088 0,0135 -0,0066 0,0020 

Pobreza -5,6356 3,9189 -7,1221 -1,4569 -7,4926 22,6203 -6,7210 4,3293 

EVI -0,0005 0,0004 -0,0005 0,0002 -0,0010 0,0007 -0,0003 0,0007 

Densidad 0,0000 0,0006 0,0002 0,0003 0,0000 0,0009 0,0000 0,0005 

Pre e -0,0139 0,0232 -0,0044 0,0245 -0,0773 0,0817 -0,0145 0,0076 

Tmin 
1 

-0,5304 0,1044 -0,4389 0,0342 -0,7271 0,4779 -0,3723 0,5370 

T2 0,2116 1,5946 1 0,0004 0,2255 0,2289 176,4934 0,1535 1,3767 

Cuadro C.2: Intervalo de predicción para parámetros en modelo independiente. 
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Semanal Semana2 Semana3 Semana4 

2,503 97,50 3 2,50 3 97,50 3 2,50 3 97,50 3 2,503 97,50 ~. 

Intercepto -14,653 0,3785 -10,908 0,3571 -17,1366 -1,7838 -11,888 0,566 

Altitud -0,006 0,0008 -0,0055 0,0007 -0,0044 0,0014 -0,0023 0,003 

Pobreza -0,7998 10,4813 -0,7082 7,4276 -2,5222 5,6455 -4,7648 2,963 

EVI -0,0002 0,0006 -0,0003 0,0003 -0,0004 0,0002 -0,0001 0,0005 

Densidad -0,0004 0,0002 -0,0003 0,0001 -0,0003 0,0001 -0,0003 0,0001 

Prec -0,022 0,0813 -0,339 0,8424 -0,5074 0,5147 -0,0362 0,0345 

Tmin -0,1939 0,5742 -0,1043 0,4588 0,118 0,9101 -0,0247 0,6133 

rz 0,7228 4,4516 0,0193 2,4701 0,0088 2,1398 0,0024 2,583 

Semana31 Semana32 Semana33 Semana34 

Intercepto -5,5367 15,9474 -2,1666 15,8808 -20,6194 9,6972 -16,9277 8,2096 

Altitud -0,0058 0,0025 -0,0054 0,0025 -0,0071 0,005 -0,0066 0,0021 

Pobreza -10,629 0,4103 -10,8327 -0,5747 -14,8388 1,5854 -8,6663 2,1956 

EVI -0,0005 0,0003 -0,0006 0,0002 -0,0006 0,0007 -0,0002 0,0007 

Densidad 0,0001 0,0006 0,0001 0,0006 -0,0001 0,0012 -0,0001 0,0004 

Pre e -0,016 0,0164 -0,0102 0,0276 -0,0692 0,0781 -0,0156 0,0175 

Tmin -0,6637 0,2881 -0,6406 0,1482 -0,3687 0,9316 -0,3711 0,7274 

r 2 0,516 4,7979 0,0013 4,7011 0,7437 12,7684 0,4183 3,9885 

Cuadro C.3: Intervalo de predicción para parámetros en modelo intrínseco. 
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Semanal Semana2 Semana3 Semana4 

2,503 97,50 3 2,503 97,50 3 2,503 97,50 3 2,503 97,50 3 

Intercepto -14,5259 0,2319 -10,4656 -0,1093 -17,8645 -1,4688 -12,5376 0,8338 

Altitud -0,0058 0,0008 -0,0054 0,0007 -0,0044 0,0016 -0,0024 0,0034 

Pobreza -1,117 9,9188 -0,6491 7,6412 -2,3816 5,6002 -4,6925 3,8986 

EVI -0,0001 0,0006 -0,0004 0,0003 -0,0004 0,0002 -0,0002 0,0005 

Densidad -0,0004 0,0002 -0,0003 0,0001 -0,0003 0,0001 -0,0003 0,0001 

Prec -0,0239 0,0774 -0,2529 0,7686 -0,5383 0,5009 -0,0405 0,0358 

Tmin -0,1978 0,565 -0,0824 0,431 0,1031 0,9506 -0,0566 0,631 

72 0,5458 4,3089 0,0008 2,2732 0,0018 2,0845 0,001 2,4497 

cr2 0,0003 0,2058 0,0003 0,4754 0,0003 0,1025 0,0004 0,8752 

Semana31 Semana32 Semana33 Semana34 

Intercepto -5,1928 13,6796 -2,1254 13,6376 -14,9813 8,2921 -17,1536 8,2114 

Altitud -0,0066 0,0022 -0,0049 0,0029 -0,007 0,0025 -0,0065 0,0018 

Pobreza -10,0602 0,4787 -9,4844 -0,6707 -9,3281 1,8152 -8,5894 2,3256 

EVI -0,0005 0,0004 -0,0005 0,0003 -0,0006 0,0006 -0,0002 0,0007 

Densidad 0,0001 0,0006 0,0002 0,0005 -0,0002 0,0007 -0,0002 0,0004 

Prec -0,0162 0,017 -0,0113 0,026 -0,0516 0,0614 -0,0135 0,0159 

Tmin -0,5639 0,2823 -0,5542 0,1306 -0,3473 0,5761 -0,3752 0,7629 

7 2 0,4172 4,2 0,001 3,6526 0,6798 6,5065 0,4831 4,1532 

()2 0,0003 0,1103 0,0004 0,1418 0,0003 0,053 0,0003 0,0336 

Cuadro C.4: Intervalo de predicción para parámetros en modelo Besag-York-Mollie. 
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Semanal Semana2 Semana3 Semana4 

2,503 97,50 3 2,503 97,50 3 2,503 97,50 3 2,503 97,50 3 

Intercepto -12,0738 0,7763 -8,3069 0,0698 -13,0577 -1,7242 -10,5511 1,3661 

Altitud -0,0065 0,0005 -0,0056 0,0002 -0,0048 0,0009 -0,0026 0,003 

Pobreza -0,5902 10,4576 0,1471 7,5891 -0,9812 5,7868 -4,2649 3,5283 

EVI -0,0002 0,0006 -0,0003 0,0003 -0,0004 0,0002 -0,0002 0,0006 

Densidad -0,0004 0,0002 -0,0003 0,0001 -0,0003 o -0,0003 0,0001 

Pre e -0,0281 0,0545 -0,0927 0,5929 -0,4052 0,3894 -0,0412 0,0334 

Tmin -0,1987 0,4298 -0,1004 0,3105 0,0955 0,6695 -0,0791 0,5091 

T 2 0,4086 3,0959 0,0005 1,4712 0,0005 1,264 0,001 1,5564 

p 0,0354 0,8858 0,0155 0,8825 0,0265 0,8906 0,0065 0,7749 

Semana31 Semana32 Semana33 Semana34 

Intercepto -4,7869 14,2037 -0,1333 11,611 -14,2085 10,5933 -14,3232 9,4888 

Altitud -0,0063 0,0015 -0,0058 0,0007 -0,0112 0,0032 -0,0065 0,0019 

Pobreza -8,4779 2,0135 -7,0445 -1,4901 -11,7084 1,5242 -7,4387 3,5362 

EVI -0,0004 0,0004 -0,0004 0,0002 -0,0005 0,0008 -0,0002 0,0007 

Densidad o 0,0006 0,0002 0,0004 -0,0001 0,0008 -0,0001 0,0004 

Pre e -0,0158 0,0187 -0,0054 0,0247 -0,0538 0,0866 -0,0143 0,0108 

Tmin -0,6084 0,2085 -0,4621 0,0359 -0,4505 0,5884 -0,4237 0,6288 

,,-2 0,4752 3,7279 0,0004 1,0762 0,596 6,9425 0,3252 2,9188 

p 0,1207 0,9487 0,023 0,9008 0,1447 0,9486 0,0349 0,9008 

Cuadro C.5: Intervalo de predicción para parámetros en modelo Leroux. 
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C.2. Intervalos en modelos finales 

Semana 1 Semana 2 Semana 3 Semana 4 

2,50 3 97,50 3 2,50 3 97,50 3 2,50 3 97,50 3 2,503 97,50 3 

Intercepto -4,2673 3,9786 -4,3081 4,0453 -4,2947 3,973 -4,304 4,0079 

Altitud -0,0082 -0,0006 -0,0082 -0,0006 -0,0081 -0,0007 -0,0082 -0,0006 

Pobreza -8,0542 -3,9947 -8,0528 -3,9981 -8,0602 -4,0028 -8,0889 -3,9948 

Prec -0,0125 0,0128 -0,0124 0,0127 -0,0126 0,0125 -0,0124 0,0126 

Tmin -0,0388 0,2891 -0,0408 0,2889 -0,0386 0,2877 -0,0404 0,2902 

Semana 31 Semana 32 Semana 33 Semana 34 

2,503 97,50 3 2,50 3 97,50 3 2,50 3 97,50 3 2,5 0 3 97,50 3 

Intercepto -4,2945 4,0233 -4,298 7 3,9673 -4,2939 4,0512 -4,2798 3,9536 

Altitud -0,0083 -0,0006 -0,0082 -0,0007 -0,0082 -0,0007 -0,0082 -0,0007 

Pobreza -8,0738 -4,0062 -8,0409 -4,0092 -8,0536 -4,0066 -8,0787 -4,0341 

Prec -0,0126 0,0 128 -0,0125 0,0126 -0,0124 0,0126 -0,0123 0,0125 

Tmin -0,042 0,2892 -0,0396 0,292 -0,0413 0,2907 -0,0381 0,2898 

Cuadro C.6: Intervalo de predicción para parámetros en GLM reducido. 
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Semana 1 Semana 2 Semana 3 Semana 4 

2,503 97,50 3 2,503 97,50 3 2,503 97,50 3 2,503 97,50 3 

Intercepto -10,958 -0,1066 -8,2644 -0,2217 -11,9997 -2,5991 -10,4046 1,0291 

Altitud -0,0069 0,0003 -0,0056 o -0,0051 0,0005 -0,0025 0,0031 

Pobreza 1,8033 10,78 1,7751 7,8987 1,4983 6,4212 -1,8978 4,6964 

Prec -0,0253 0,0384 -0,0556 0,5281 -0,2624 0,3766 -0,0335 0,0359 

Tmin -0,1331 0,373 -0, 1066 0,2566 0,0687 0,5286 -0,0638 0,4727 

T2 0,2589 1,2819 0,0003 0,6758 0,0004 0,4432 0,0007 0,9145 

Semana 31 Semana 32 Semana 33 Semana 34 

Intercepto -3,3834 11,6653 0,0615 16,7897 -10,9479 9,5786 -10,6384 7,9238 

Altitud -0,0088 -0,0001 -0,0071 0,0012 -0,0132 0,0007 -0,0063 0,0018 

Pobreza -9,436 -0,0662 -13,3214 -3,1813 -12,5418 0,6829 -7,198 1,3725 

Prec -0,0161 0,0232 -0,0154 0,0286 -0,0259 0,0972 -0,0148 0,0059 

Tmin -0,4168 0,166 -0,5891 0,085 -0,3335 0,4819 -0,2531 0,5619 

72 0,2885 1,5697 0,1858 1,7256 0,4374 2,7332 0,0875 1,1343 

Cuadro C. 7: Intervalos de predicción para parámetros en modelo independiente reducido. 
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Semana 1 Semana 2 Semana 3 Semana 4 

2,503 97,50 3 2,503 97,50 3 2,50 3 97,50 3 2,503 97,503 

Intercepto -12,9958 0,829 -10,2673 0,5997 -18,0191 -1,1252 -13,5811 1,2227 

Altitud -0,0059 0,0009 -0,0055 0,0006 -0,0044 0,0015 -0,0021 0,0036 

Pobreza 1,9654 11,6581 0,3024 7,6809 -2,3355 5,5141 -3,3861 4,3637 

Prec -0,0174 0,0796 -0,4225 0,8416 -0,4734 0,5758 -0,0287 0,0476 

Tmin -0,2037 0,4405 -0,1341 0,3737 0,0459 0,8927 -0,0532 0,6685 

72 0,8001 4,7227 0,0245 2,638 0,0369 2,161 0,0182 3,1624 

Semana 31 Semana 32 Semana 33 Semana 34 

Intercepto -7,8117 10,1146 -6,9498 15,4692 -15,4082 7,2757 -15,6577 6,8051 

Altitud -0,0067 0,0017 -0,0069 0,0031 -0,0084 0,0025 -0,0057 0,0021 

Pobreza -10,5215 -0,7565 -13,7946 -0,9381 -12,2648 2,3118 -7,1395 2,2426 

Prec -0,0144 0,019 -0,0219 0,0275 -0,0361 0,0794 -0,0156 0,014 

Tmin -0,3697 0,4073 -0,5647 0,4069 -0,296 0,7192 -0,2614 0,7467 

7 2 0,8539 4,491 0,788 6,8856 1,2222 6,9587 0,3543 3,428 

Cuadro C.8: Intervalo de predicción para parámetros en modelo intrínseco reducido. 
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Semana 1 Semana 2 Semana 3 Semana4 

2,503 97,503 2,503 97,503 2,503 97,.50 ~ 2,503 97,503 
1 

Intercept) -11,3945 1,3191 -8,5339 0,4018 -13,1138 -1,9793 -10,2749 0,3815 

Altitud -0,0061 0,0005 -0,0054 0,0002 -0,0048 0,0007 -0,0022 0,003 

Pobreza 1,417 11,2491 0,9958 7,7803 0,1697 6,3277 -1,5315 4,4043 

Prec -0,0254 0,0539 -0,1327 0,5692 -0,3783 0,4037 -0,03 0,0336 

Tmin -0,2194 0,3794 -0,1271 0,2797 0,0538 0,5925 -0,0211 0,4685 

T2 0,4515 3,1598 0,0006 1,5152 0,0009 1,2282 0,0004 1,295 

p 0,0232 0,86 0,0134 0,8777 0,0161 0,8787 0,0087 0,8542 

Semana 31 Semana 32 Semana 33 Semana 34 

Intercepto -5,3076 10,7033 -2,4809 16,659 -13,2677 7,7223 -12,2611 8,3253 

Altitud -0,007 0,0015 -0,0067 0,0019 -0,0098 0,0026 -0,0059 0,0021 

Pobreza -9,7276 -0,54 -13,7676 -2,3638 -13,9972 2,7232 -6,8376 2,0686 

Prec -0,0162 0,0208 -0,0182 0,0307 -0,0477 0,0852 -0,0149 0,0093 

Tmin -0,3754 0,2885 -0,5636 0,1838 -0,2647 0,5984 -0,2983 0,6051 

T 2 0,645 3,6124 0,3248 3,9454 0,9416 6,2186 0,2126 2,6114 

p 0,1185 0,9283 0,0154 0,7906 0,1583 0,9437 0,069 0,9125 

Cuadro C.9: Intervalos de predicción para parámetros en modelo Leroux reducido. 



Apéndice D 

Gráficos para riesgo relativo y riesgo 

estimado por modelo Lee-Mitchel 
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Figura D.1: Riesgo relativo en semana 2. 
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Figura D.2: Riesgo relativo estimado y fronteras en semana 2. 
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Figura D.3: Riesgo relativo en semana 3. 
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Figura D.4: Riesgo relativo estimado y fronteras en semana 3. 
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Figura D.5: Riesgo relativo en semana 4. 
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Figura D.6: Riesgo relativo estimado y fronteras en semana 4. 
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Figura D.7: Riesgo relativo en semana 31. 
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Figura D.8: Riesgo relativo estimado y fronteras en semana 31. 
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Figura D.9: Riesgo relativo en semana 32. 

-&HJ - 665 - 66.0 

Figura D.10: Riesgo relativo estimado y fronteras en semana 32. 
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Figura D.11: Riesgo relativo en semana 33 . 
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Figura D.12: Riesgo relativo estimado y fronteras en semana 33. 
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Figura D.13: Riesgo relativo en semana 34. 
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Apéndice E 

Residuos de modelo BYM 
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Figura E.l: Dispersión de residuos de modelo BYM para las semanas 1 a 4 . 
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